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Resumen 

El crecimiento y desarrollo de sistemas de energía solar acoplados a las redes eléctricas, 

han demostrado la importancia de contar con herramientas precisas para predecir su 

generación. Por lo que la variabilidad de los recursos renovables representa un desafío 

significativo para garantizar la estabilidad y confiabilidad del suministro de energía. 

Factores como el Cambio Climático, están estrechamente relacionados al aumento de las 

temperaturas extremas, las cuales influyen directamente en la variabilidad de la radiación 

solar. Por ejemplo, un aumento en la temperatura puede provocar una mayor evaporación, 

lo que a su vez afecta la formación de nubes y, en consecuencia, la cantidad de radiación 

solar que llega a la superficie terrestre. Estudios previos han demostrado que la 

variabilidad natural de la energía solar, debe ser dimensionada adecuadamente en escalas 

espaciales y temporales en función al evento meteorológico o climático que mayor influya 

durante el periodo de interés. Es decir, resulta necesario implementar predicciones a corto 

y largo plazo para mejorar la planeación y la operatividad de los sistemas de generación 

de energía.  

Este trabajo explora dos metodologías de predicción atmosférica para las energías 

renovables: la primera se centra en analizar las alteraciones en las temperaturas extremas 

a lo largo de los últimos 30 años en distintas ciudades mexicanas con el propósito de 

revelar un patrón general de calentamiento a largo plazo, analizando las tendencias de 

temperaturas extremas en 12 ciudades mexicanas bajo un enfoque de clima no 

estacionario. En donde se encontró que la mayoría de las ciudades mexicanas muestran 

un calentamiento urbano, especialmente en las temperaturas mínimas, aunque existen 

variaciones significativas entre las ciudades, como el caso de Guadalajara que presenta 

una tendencia negativa en las temperaturas máximas. Mediante la distribución 

Generalizada de Valores Extremos (GEV) y pruebas estadísticas, se modelaron las 

temperaturas extremas y se estimaron los períodos de retorno para futuros escenarios 

climáticos. Los resultados indican que las temperaturas mínimas mostraron una tendencia 

más uniforme, el 90% de las ciudades se mostraron no-estacionarias con tendencia 

positiva, y solo un 10%, una zona metropolitana del Valle de México, y una ciudad costera 

del Golfo de México, mostraron una serie estacionaria. El segundo estudio, se enfoca en 

la predicción numérica computacional de la radiación solar a corto plazo, un recurso 

fundamental para la generación de energía solar en México. El estudio evalúa la capacidad 

del modelo meteorológico Weather Research Forecast (WRF) para predecir la irradiación 

solar global (GHI) en el noroeste de México durante la influencia de eventos frontales de 

invierno. A partir de diferentes configuraciones de radiación solar de onda corta y onda 

larga propuestas para la simulación en el modelo, se evaluaron estadísticamente los 

resultados y se determinó que dos configuraciones de parametrizaciones de radiación, 

fueron las que mejor desempeño mostraron. Los resultados mostraron una 

sobreestimación del modelo WRF durante la mayor parte de los periodos analizados; las 

predicciones más acertadas, obtuvieron valores de correlación entre 0.85 a 0.91 y un Error 

Medio Absoluto (EMA) entre los 15-45 W.m-2. 
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Los periodos menos favorables de estimación de GHI , indican que se observó hasta un 

porcentaje máximo de sesgo promedio (Mbias) del 20%. La evaluación de las diferentes 

configuraciones propuestas, muestra las ventajas que la predicción de la GHI tiene 

principalmente con las parametrizaciones de radiación Dudiah de SW y Rapid Radiative 

Transfer Model (RRTM) de LW. Gran parte de los resultados obtenidos sugieren que el 

modelo WRF, con las configuraciones adecuadas, puede ser una herramienta útil para 

mejorar la operatividad a corto plazo de sistemas de generación de energía solar en 

regiones con alta variabilidad meteorológica durante inviernos. 

 Ambos estudios pintan un panorama complejo y desafiante al relacionar algunos índices 

de Cambio Climático en México con la predicción de tendencias en extremos de 

temperatura y su relación a la variabilidad de la irradiación a escalas más pequeñas. Sin 

embargo, también ofrecen valiosa información para tomar decisiones informadas en la 

planeación de proyectos futuros en el sector de las energías renovables y el desarrollando 

de estrategias de operatividad de los sistemas de aprovechamiento conectados a redes 

para optimizar su desempeño ante la variabilidad diaria ante eventos meteorológicos y 

mitigar los impactos del cambio climático a largo plazo. 
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Abstract 

The expansion of solar energy systems coupled to electricity grids has demonstrated the 

importance of having accurate tools to predict their generation. Therefore, the variability 

of renewable resources represents a significant challenge to ensure the stability and 

reliability of energy supply. Factors such as climate change are closely related to rising 

temperature extremes, which directly influence the variability of solar radiation. For 

example, an increase in temperature can lead to increased evaporation, which in turn 

affects cloud formation and consequently the amount of solar radiation reaching the 

earth's surface. Previous studies have shown that the natural variability of solar energy 

must be adequately dimensioned on spatial and temporal scales according to the most 

influential meteorological or climatic event during the period of interest. In other words, it 

is necessary to implement short- and long-term forecasts to improve the planning and 

operation of power generation systems. 

This paper explores two atmospheric forecasting methodologies for renewable energies: 

the first focuses on analysing changes in extreme temperatures over the last 30 years in 

different Mexican cities in order to reveal a general long-term warming pattern, analysing 

extreme temperature trends in 12 Mexican cities under a non-stationary climate 

approach. It was found that most Mexican cities show urban warming, especially in 

minimum temperatures, although there are significant variations among cities, such as 

Guadalajara, which shows a negative trend in maximum temperatures. Using the 

Generalised Extreme Value (GEV) distribution and statistical tests, extreme temperatures 

were modelled and return periods for future climate scenarios were estimated. The results 

indicate that minimum temperatures showed a more uniform trend, 90% of the cities were 

non-stationary with a positive trend, and only 10%, one metropolitan area in the Valley of 

Mexico, and one coastal city in the Gulf of Mexico, showed a stationary series. The 

second study focuses on the computational numerical prediction of short-term solar 

radiation, a fundamental resource for solar power generation in Mexico. The study 

evaluates the ability of the Weather Research Forecast (WRF) meteorological model to 

predict global solar irradiance (GHI) in northwestern Mexico during the influence of winter 

frontal events. From different configurations of shortwave and longwave solar radiation 

proposed for simulation in the model, the results were statistically evaluated and it was 

determined that two configurations of radiation parameterisations showed the best 

performance. The results showed an overestimation of the WRF model during most of 

the periods analysed; the most accurate predictions obtained correlation values between 

0.85 and 0.91 and a Mean Absolute Error (MAE) between 15-45 W.m-2. The least 

favourable periods of GHI estimation indicate that up to a maximum mean percentage 

bias (Mbias) of 20% was observed.  
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The evaluation of the different proposed configurations shows the advantages that the 

GHI prediction has mainly with the SW Dudiah and LW Rapid Radiative Transfer Model 

(RRTM) radiation parameterisations. Much of the results obtained suggest that the WRF 

model, with the right settings, can be a useful tool for improving the short-term operability 

of solar power generation systems in regions with high meteorological variability during 

winters. 

Both studies shows a complex and challenging picture by relating some indices of Climate 

Change in Mexico to the prediction of trends in temperature extremes and their 

relationship to irradiance variability at smaller scales. However, they also provide valuable 

information for informed decision-making in planning future projects in the renewable 

energy sector and developing operational strategies for grid-connected power systems to 

optimise their performance in the face of daily variability in weather events and mitigate 

the impacts of climate change in the long term. 
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1. Introducción al Proyecto 

Con el aumento de la población mundial, también crece la demanda de electricidad; se 

espera que para el 2050 esta se duplique, y su generación cause efectos negativos en el 

sistema climático a nivel global, debido al aumento significativo de las emisiones de gases 

de efecto invernadero (GEI). El uso de combustibles fósiles ha causado un incremento en 

la concentración de GEI y a su vez el calentamiento del sistema climático. Las 

implicaciones de estas tendencias térmicas crecientes están impulsando los esfuerzos en 

la modelación para comprender el futuro del clima de la Tierra.  Existen distintas 

propuestas que buscan la mitigación de concentraciones de GEI en el futuro, y la transición 

de combustibles fósiles a fuentes de energía renovables continúa siendo clave (Paulescu, 

2016). En la actualidad, ha incrementado la colaboración de disciplinas de investigación 

dentro del área de energías renovables, y se proyecta un gran crecimiento del mercado 

para los próximo 10 años (DELOITTE, 2019). De acuerdo a la información de la Comisión 

Nacional Regulatoria de Energía (NERC, por sus siglas en ingles), durante el mes de abril 

del 2019 en los Estados Unidos, la generación a partir de recursos renovables, superó por 

primera vez en la historia a la producción media de energía eléctrica a partir de carbón; 

tan solo en el primer semestre del 2019, la suma de la producción eólica y solar, representó 

casi el 50% del total de energías renovables. En México, a pesar de que las políticas 

actuales de desarrollo impuestas por la Secretaría de Energía, han proyectado un 

crecimiento menor en el campo de las energías renovables en comparación a países del 

norte, se espera que una tendencia generalizada a cumplir con los compromisos 

internacionales en la disminución de emisiones, lleve al país a un gradual progreso en la 

innovación y la expansión de energías limpias. En una situación similar al panorama actual 

en México, la NERC prevé que, en los Estados Unidos, los clientes de energía eólica, 

continúen diversificando sus opciones de consumo, añadiendo peso a la generación solar 

y a los sistemas de almacenamiento de energía para lograr cumplir sus compromisos. 

Se espera que las energías renovables, mantengan competitividad ante la producción de 

energía por combustibles fósiles en un futuro cercano. Para que exista este proceso de 

transición a las renovables, las futuras instalaciones de sistemas de aprovechamiento, 

deben contemplar que además de la disponibilidad suficiente del recurso, las condiciones 

meteorológicas y climáticas deben ser consideradas. Cuando estas condiciones no se 

conocen, es necesario proponer el desarrollo y la investigación en el campo de las 

energías renovables, con un enfoque en la mejora de proyectos futuros de generación de 

energía a partir de renovables, además de la búsqueda de optimizaciones en los ya 

operantes. Para el desarrollo de nuevos proyectos de generación de energía y redes 

eléctricas, la industria dedicada a la energía eólica y solar, ha mantenido una orientación 

hacia la innovación de mejoras en el diseño y eficiencia de las turbinas y sistemas 

fotovoltaicos, mientras que, en las ya operantes, las opciones se diversifican; la 

adaptabilidad y la optimización en los procesos de almacenamiento de energía y 

administración de las redes, resultan las opciones más viables.  

Los pronósticos meteorológicos y climáticos, tienen como uno de sus objetivos principales, 

predecir la variabilidad de la atmósfera en un determinado sitio hacia el futuro (cada uno 
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en diferentes escalas espaciales y temporales). Todos los días se realizan y analizan 

pronósticos del tiempo atmosférico que se utilizan como una herramienta de apoyo en 

toma de decisiones en actividades relacionadas a la industria del transporte, navegación, 

energía, agricultura, protección civil, etc. Esto genera a su vez, la necesidad de distintos 

tipos de pronósticos especializados que brinden una alta precisión, lo cual se traduce en 

un mayor interés en la búsqueda de mejoras en su desarrollo computacional y resolución. 

Un desafío importante en la generación de pronósticos, es la obtención de datos medidos, 

por ejemplo, la modelación computacional de pronósticos meteorológicos, requiere definir 

los valores iniciales y de frontera de los modelos. Cuando un pronóstico se integra en el 

tiempo, la evolución de la atmósfera en un periodo futuro puede simularse a partir de las 

observaciones meteorológicas actuales y datos de las últimas horas previas al punto de 

inicio de la simulación (datos de condiciones iniciales), bajo la reserva de reproducir y 

propagar errores si estos valores iniciales no son actualizados conforme el tiempo avanza. 

Entonces, se asume que un modelo computacional es capaz de pronosticar 

adecuadamente si cumple con dos aspectos principales; en primer lugar, contar con 

precisión en las condiciones iniciales y, en segundo lugar, tener una representación física 

adecuada de los procesos que rigen el comportamiento de la atmósfera (Kalnay, 2003). 

En la representación física queda implícito otro aspecto importante en la modelación 

computacional: la topografía de la superficie terrestre. Se ha demostrado que la topografía 

influye significativamente en las regiones climáticas, así como en las interacciones entre 

las capas bajas de la atmósfera y la superficie (Kapos, et al., 2000), por lo que su 

representación física en los modelos computacionales resulta de gran importancia en la 

simulación de las variables meteorológicas a niveles bajos (Carvalho et al., 2012). De 

acuerdo al autor Arnold et al. (Arnold et al.,2012), un §rea de ñterreno complejoò puede 

definirse como la superficie donde existe una importante variación del gradiente de altitud 

a lo largo de una corta extensión de kilómetros y, a la vez, confluyen diferentes formas 

topográficas, tales como colinas, montañas, planicies, valles, mesetas, etc; similar a las 

características topográficas de Baja California.  

En el caso de los modelos climáticos, la necesidad de datos medidos en sitio, no es 

suficiente, pues se requiere disponer de series de tiempo extensas (óptimamente mayores 

a 30 años) que cumplan condiciones de calidad de datos y homogeneidad para poder ser 

procesadas. No todas las metodologías de predicción climática, residen en la simulación 

computacional, otras relevantes como el análisis de tendencias de variables climáticas e 

índices de Cambio Climático, resultan muy útiles en la predicción a largo plazo, lo que 

favorece en gran medida a proyectos de aprovechamiento de energías renovables que se 

encuentran en una de las primeras fases de desarrollo. Las herramientas climáticas de 

esta clase, no solo pueden brindar un mayor conocimiento del potencial del recurso en el 

sitio, sino también permiten conocer los eventos extremos a los que las instalaciones y los 

sistemas podrían exponerse a lo largo de años de operación basados en la climatología 

del lugar.   

El clima desértico extremo de la zona fronteriza del sur de California, Estados Unidos y 

norte de Baja California, México, la disponibilidad de datos medidos en superficie por 

estaciones meteorológicas y el potencial de desarrollo en la instalación de sistemas de 
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aprovechamiento solar, fueron el objeto principal de estudio en esta investigación. Este 

trabajo busca abonar a la incorporación de pronósticos climáticos en la planeación de 

posibles proyectos futuros de generación de energía solar, analizando mediante el estudio 

de tendencias de extremos de temperaturas e índices de Cambio Climático, las 

predicciones de escenarios extremos de temperaturas y variables atmosféricas 

relacionadas al aprovechamiento de la energía solar. Así como analizar el potencial de los 

pronósticos numéricos computacionales para realizar predicciones de la irradiación solar 

global a corto plazo en relación a la variabilidad del recurso solar en invierno. Ambos 

pronósticos, son herramientas de predicción a diferentes escalas temporales y espaciales, 

y por lo tanto con peso en la planeación de potenciales instalaciones y la operatividad 

diaria de sistemas en función. 

1.1.1 Problemática de la predicción atmosférica en las 

Energías Renovables 

Las redes eléctricas suelen tener problemas cuando existen periodos de interrupción no 

esperados. Tomando como ejemplo a las microrredes (MG), las cuales han sido 

propuestas como una solución complementaria que da mayor confiabilidad a una red 

(Huang et al., 2012), y son consideradas un sistema de generación eléctrica híbrido 

autónomo que consiste en un conjunto de cargas interconectadas y fuentes de energía 

distribuida que pueden ser operadas de forma aislada o coordinada y controlada a una red 

eléctrica (Marnay et al., 2015), se pueden considerar como un tipo de aplicación de redes 

eléctricas que se han posicionado a nivel mundial como opciones resilientes. La flexibilidad 

en su configuración, permite integrar distintas fuentes de energía renovables (Pascual et 

al., 2015); como muestra la Figura 1.1, una MG aislada puede ser compuesta por paneles 

PV, turbinas eólicas y generadores de diesel o gas. Una parte importante de la MG, es su 

sistema de gestión de energía. Este realiza las funciones de fijar el punto de operación de 

entrega de energía por parte de las baterías o generadores, administrar la potencia de 

carga utilizada y regular el intercambio de energía entre otras redes. 

 

Figura 1.1. Microrred aislada. Fuente: González. (2016). 
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Existen condiciones atmosféricas bajo las cuales, el sistema de administración de energía 

necesita más información para optimizar su desempeño. Un ejemplo puede ser 

representado por los sistemas fotovoltaicos, conocidos por su casi instantáneo tiempo de 

respuesta para entregar energía y los abruptos cambios de radiación solar que se pueden 

registrar al paso de nublados bajos, provocando en estos, el conocido problema de ñrampa 

de potenciaò; donde al variar la incidencia de la radiación directa sobre los paneles, su 

desempeño se ve comprometido, y esto representa un obstáculo para la operación de la 

red si no ha sido previsto (Mills, 2009).  Una respuesta a esta problemática es, contar con 

un pronóstico de la generación de energía en un horizonte temporal que puede ir desde 

pocos segundos, hasta horizontes mayores a 72 horas, de acuerdo a la necesidad de 

información y a la resolución temporal y espacial del modelo de pronóstico empleado 

(Figura 1.2). Sin embargo, como se mencionó antes, no sólo la predicción a corto plazo, 

brinda beneficios a la operatividad de un sistema de generación unido a una red. Resulta 

útil complementar con un pronóstico climático en un horizonte temporal mayor, destinado 

a brindar información de los parámetros atmosféricos máximos a registrar en el sitio de 

estudio. 

 

 

Figura 1.2 Horizonte temporal y resolución espacial de distintos métodos de pronóstico. 

Fuente: Antonanzas et al. 2016. 

  

A nivel internacional, con el propósito de mejor los sistemas actuales o buscar nuevas 

alternativas de optimización, se han realizado trabajos relacionados a los temas de 

ñInteligencia de pron·sticos para energ²as renovablesò. La mayor²a de estos se han 

enfocado a aspectos eléctricos, computacionales y de arquitectura del sistema, que tienen 
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como objetivo principal una meta económica, pues existen algunos incentivos y sanciones 

monetarias impuestas por los operadores de las redes nacionales, que buscan evitar 

problemas en la congestión de las líneas y la estabilidad de la red (Rodriguez et al., 2018). 

En el caso particular de un sistema de generación de energía solar, reside en gran parte 

en los recursos renovables, el propósito principal en el diseño de una estrategia de manejo 

del sistema, se enfoca en mantener en funcionamiento a la MG en todo momento, 

restringiendo la salida de energía cuando es necesario, y en ocasiones haciendo uso de 

técnicas de manejo en la demanda, para evitar la descarga total del sistema de 

almacenamiento (baterías) y el colapso de la red (Pascual et al., 2015). 

Como se mencionó anteriormente, existe una estrecha relación entre la variación de las 

condiciones de la atmósfera y el desempeño de las MG, es por esto que sus sistemas de 

control, deben monitorear constantemente información meteorológica para poder 

pronosticar dicha variabilidad y lograr ser más eficientes. Sin embargo, esto no resulta una 

tarea sencilla si no existe información climática y meteorológica confiable y de libre acceso, 

que propicie la aplicación de distintas metodologías de pronóstico (Chowdhury y Crossley, 

2009). Además de considerar que cuando existen la influencia de múltiples variables y 

procesos, como ocurre en el sistema de manejo de una MG, el diseño de estrategias de 

optimización sugiere también un análisis multivariable para poder prever decisiones (Fu y 

Zhang, 2019).  Como se muestra en la figura 1.2, la constitución de los diversos modelos 

de pronóstico meteorológico para la generación de energía solar y eólica, puede 

comprender técnicas de modelación estadística, numérica computacional o de análisis de 

imágenes, así como distintas fuentes de datos de entrada para su desarrollo y operación, 

con el fin de satisfacer diferentes horizontes temporales y espaciales de acuerdo a la 

necesidad de la red en estudio.  

1.1.2 Servicios climáticos a disposición de redes eléctricas: 

estudios previos 

La información meteorológica y climática es de gran importancia en la planeación de 

estrategias de manejo en una red eléctrica, esta ayuda a determinar la generación de 

energía de los recursos renovables, y en menor grado, la carga del sistema (Lorenz et al., 

2012). Mediante los pronósticos meteorológicos, esta información puede ser obtenida en 

una primera fase, es decir, las variables meteorológicas como la temperatura, radiación 

solar, humedad relativa y velocidad del viento, se pronosticarán para un determinado 

horizonte de tiempo;  posteriormente serán procesadas por un software de simulación de 

redes como Trnsys (Transient System Simulation Tool) o SAM (System Advisor Model), 

que a partir de la descripción técnica de la configuración del sistema de generación de la 

red, e información meteorológica del sitio, estimará la generación de energía para un 

determinado horizonte temporal. 

Slusarewicz y Cohan en el 2018, propusieron integrar una herramienta capaz de reducir 

la variabilidad de producción de energía en una red alimentada principalmente por 

generadores eólicos y paneles PV en Texas, emplearon el modelo SAM de la NREL 

(National Renewable Energy Laboratory) para generar diversos escenarios de simulación 
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a distintos horizontes de tiempo (30 min, 1 h y mayores para incluir la variabilidad 

interanual). En una primera fase, el estudio modeló la energía solar y eólica, y 

posteriormente contrastó los resultados con la base de datos de la red nacional de 

radiación solar de Estados Unidos. Las conclusiones mostraron que a pesar de los 

distintos experimentos, algunos valores máximos de producción no pudieron ser 

estimados con precisión; sin embargo, el experimento también demostró que las 

predicciones funcionaron mejor para específicas temporadas del año, por lo que alternar 

y diversificar sus fuentes de energía para alimentar a la red, era recomendable; además, 

otro problema fue que el modelo SAM, carece de la capacidad de configurar los procesos 

computacionales dinámicos que ajustan el pronóstico a un sitio de estudios con 

características climáticas y geográficas particulares, lo que puede generar una menor 

precisión en las predicciones. 

En teoría, se esperaría que una alta precisión en el pronóstico de las variables 

meteorológicas, brindara una confiable estimación de la producción de energía, sin 

embargo, también existen errores de pronóstico que deben ser minimizados. Estos pueden 

ser disminuidos en la mayoría de los modelos de predicción meteorológica, mediante el 

ajuste adecuado de las parametrizaciones y la caracterización de procesos atmosféricos 

del sitio de estudio, lo cual se vuelve un proceso clave para reducir su incertidumbre. Esto 

coincide con lo señalado por Agüera-Perez et al. en el 2018, quien a nivel mundial realizó 

la revisión de cerca de 190 estudios asociados al manejo de MG y la implementación de 

pronósticos, y mostró una carencia generalizada en la descripción de las metodologías y 

la uniformidad de la evaluación, comparación e interpretación de los resultados 

meteorológicos obtenidos en las investigaciones. Por lo que extrapolar los estudios y 

replicar los métodos en una región distinta, no era posible. En diversos artículos revisados 

en esta publicación, también se señaló la aparente falta de robustez en las comparaciones 

y la duración de los experimentos de simulación, debido a que la mayoría de los estudios, 

realizaron pruebas para periodos no mayores a 24 horas y bajo condiciones ñ·ptimasò de 

cielo despejado. Sin embargo, el desempeño de la predicción, no puede ser corroborado 

adecuadamente a menos de incluir dentro de estos periodos, lapsos de prueba mucho 

más extensos que incluyan condiciones meteorológicas diversas, como cielos nublados, 

precipitación ligera o vientos fuertes. En el mismo sentido de la falta de representatividad 

de la evaluación de escenarios, sólo poco menos de la tercera parte de los estudios 

revisados por Agüera-Perez, realizaron pruebas para periodos mayores a 24 horas y 

menores a 30 días, por lo cual la variabilidad estacional y anual, no fue evaluada en 

ninguno. 

Se puede considerar que los métodos de pronóstico en redes eléctricas más utilizados en 

las investigaciones, son: 

¶ Arbitrarios: pruebas a partir de datos sintéticos diseñados específicamente para el 

experimento o simulación, con un grado muy similar a los datos reales. 

¶ Históricos: los pronósticos que se realizan a partir de largas series históricas, que 

pueden ser consideradas como un pronóstico perfecto o introducir variabilidad para 

simular errores.  
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¶ Pronósticos locales: son generados a partir de procesar la actualización de las 

mediciones de un sistema de operación, incluyendo las condiciones meteorológicas 

del sitio. En este caso, los modelos de pronóstico están basados en estadística y 

aplicaciones estadísticas de aprendizaje automático. En algunos casos, las series 

históricas son usadas para calibrar el modelo. 

¶ Pronósticos externos: las predicciones son directamente recibidas de algún servicio 

público o privado. En algunos casos, bajo ciertos ajustes de parametrización, 

adecuados al sitio. 

Este último caso, es actualmente uno los métodos con mayor flexibilidad y disponibilidad 

de información para modelar el pronóstico meteorológico de cualquier parte del mundo. 

Pues estos son obtenidos a partir de modelos globales de predicción numérica que 

permiten pronosticar a horizontes temporales entre 1 a 72 horas y que además pueden 

ser modificados en las condiciones iniciales para obtener diferencias en las simulaciones 

a futuro, y adecuar la configuración del modelo a las características del sitio estudiado. Por 

otra parte, los pronósticos locales e históricos, también han sido utilizados en la 

investigación, y brindan precisión aceptable cualitativamente en las predicciones, y suelen 

tener un mejor desempeño en pronósticos a corto plazo o bajo un análisis promedio a 

mediano o largo plazo.  

1.2 Hipótesis 

El desarrollo de un modelo de pronóstico meteorológico, basado en técnicas de 

modelación estadística y numérica computacional para variables atmosféricas como las 

temperaturas extremas y la variabilidad de la irradiación solar, contribuye a optimizar las 

estimaciones de generación de energía en sistemas de aprovechamiento solar. 

  

1.3 Objetivo 

Realizar un estudio enfocado en la inteligencia de pronósticos meteorológicos y climáticos, 

aplicado a energía solar, para generar información atmosférica a distintos horizontes 

temporales que contribuya a la predicción de la generación eléctrica y favorezca la toma 

de decisiones en la planeación, administración y gestión operativa del sector eléctrico. 

1.4 Descripción del contenido 

Esta tesina, es presentada de la siguiente manera: en la sección 2, se muestra una síntesis 

del trabajo realizado para el análisis de tendencias de temperatura extremas en ciudades 

de México (Predicción estadística). En esta sección se rescatan puntos clave de la 

metodología aplicada y algunos de los resultados obtenidos con mayor relevancia para la 

región de Baja California. En la sección 3, se presenta de manera similar, una síntesis del 

diseño de experimentos y la metodología para la evaluación del pronóstico computacional 

para eventos frontales en la región desértica de Baja California (Predicción numérica 

computacional). Se elabora en alguno de los resultados de mayor relevancia para el 

estudio y finalmente se mencionan algunas de las conclusiones obtenidas. Ambas 
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secciones previamente mencionadas, se encuentran al final del documento como anexos 

en los correspondientes artículos arbitrados en donde las investigaciones fueron 

publicadas. 

 

2. Implementación de un pronóstico basado en métodos 

estadísticos: Análisis de índices y extremos climáticos en 

México (artículo 1) 

 

2.1 Introducción  
Los fenómenos climáticos extremos (ECE) deben ser objeto de un seguimiento periódico 

y un análisis detallado, debido a su papel como agentes de alto impacto en la sociedad, el 

medio ambiente y los ecosistemas. Un evento extremo, climático o meteorológico, se 

refiere a la ocurrencia del valor de una variable climática o meteorológica por encima o por 

debajo de un valor umbral que está cerca de los límites superior (o inferior) del rango de 

valores observados de la variable (Seneviratne et al. 2012). Los ECE son importantes por 

sus impactos, pero son difíciles de cuantificar estadísticamente, ya que son poco 

frecuentes y se producen a múltiples escalas (Palmer y Räisänen 2002). Las definiciones 

de "raro" varían, pero un ECE sería normalmente tan raro como, o más raro que, el 

percentil 10 o 90 de la función de densidad de probabilidad observada. Es probable que 

diferentes ECE afecten a regiones específicas y se han detectado aumentos de frecuencia 

e intensidad en varias regiones del mundo (Brown et al. 2008, Almazroui et al. 2014, Chen 

et al. 2015; Wypych et al. 2017; Caloiero 2017). Se espera que estos ECE se intensifiquen 

en el futuro en respuesta a los cambios climáticos globales causados por la emisión de 

gases de efecto invernadero (Beniston et al. 2007; Lau y Nath 2012; Gao et al. 2012; 

Easterling et al. 2016; Grotjahn et al. 2016; Schoof y Robeson 2017). 

Existen básicamente dos enfoques fundamentales para estudiar la ECE: Los Modelos de 

Circulación Global (MCG), y los modelos estadísticos, que utilizan la Teoría de los Valores 

Extremos (TVE). Los MCG contemporáneos, como los utilizados para el 5th Coupled 

Model Intercomparison Project (Taylor et al. 2012) son un componente clave de las 

proyecciones regionales del cambio climático, pero su limitada resolución espacial reduce 

su utilidad para estimar extremos locales o regionales sin un postprocesamiento sustancial 

(Schoff y Robeson 2016). Por otro lado, en la EVT la modelización de eventos extremos 

es su tema central y el principal objetivo de esta teoría es proporcionar modelos asintóticos 

para las colas de la distribución (Furió y Meneu 2011). Por lo tanto, la EVT tiene como 

objetivo derivar una distribución de probabilidad de eventos en el extremo más alejado de 

los rangos superiores o inferiores de las distribuciones de probabilidad (Coles 2001); su 

principal ventaja es que permite estimar y analizar la probabilidad de ocurrencia de eventos 

que están fuera del rango de datos observados (Raggad 2018). Por estas razones, la EVT 

es el enfoque que se ha elegido en esta investigación, y debido a su amplia aplicabilidad 

en diferentes campos que están relacionados con eventos meteorológicos y climáticos 

extremos y su impacto: en ecología (Moritz et al. 1997; Meehl et al. 2000; Dixon et al. 2005; 

https://www.sciencedirect.com/topics/earth-and-planetary-sciences/cmip
https://www.sciencedirect.com/topics/earth-and-planetary-sciences/cmip
https://www.sciencedirect.com/science/article/pii/S2212094715300281#bib78
https://www.sciencedirect.com/topics/earth-and-planetary-sciences/spatial-resolution


 

17 
 

Katz et al. 2005; Friederichs 2010; Papalexiou y Koutsoyiannis 2013; Kim et al. 2015; 

Boucefiane 2019); y en daños a las comunidades que afectan a los agroecosistemas a 

través de cambios en la humedad del suelo y las tasas de evapotranspiración (Miralles et 

al. 2014; Whan et al. 2015; Guan et al. 2015; Hatfield y Prueger 2015). 

Los cambios en los extremos de temperatura y precipitación se han evaluado en distintas 

regiones del mundo. Sin embargo, hasta el Cuarto Informe de Evaluación del Grupo 

Intergubernamental de Expertos sobre el Cambio Climático (Trenberth et al. 2007), las 

ciudades habían sido tratadas como entidades generadoras de "ruido" en las señales 

climáticas estudiadas a escala mundial. En el Quinto Informe de Evaluación del Grupo 

Intergubernamental de Expertos sobre el Cambio Climático (IPCC 2013), se dedicó un 

capítulo especial al tema de las ciudades y su papel en el cambio climático. Esto no es 

sorprendente, ya que aunque las ciudades contribuyen de manera muy importante al 

bienestar social y económico, requieren una fuente ininterrumpida de energía para todas 

sus actividades. Las ciudades consumen aproximadamente el 75% de la energía primaria 

mundial y emiten entre el 50% y el 60% de los gases de efecto invernadero (GEI) del 

planeta (Rosenzweig et al. 2011). Esta cifra puede elevarse hasta el 80% si se incluyen 

las emisiones indirectas generadas por los habitantes de las ciudades (ONU-Hábitat 2011; 

Kraussmann et al. 2017). Así pues, las ciudades favorecen el calentamiento global y 

contribuyen a aumentar la temperatura media de la superficie a nivel planetario. 

Además de los efectos globales de los GEI, hay que tener en cuenta la tendencia mundial 

al alza del crecimiento urbano, tanto en población como en su extensión de área. Este 

crecimiento ha generado problemas ambientales, no sólo de contaminación atmosférica y 

residuos sólidos, sino también los relativos a un producto ambiental diferente, como es la 

génesis de un clima urbano. En particular, la principal connotación del clima urbano es la 

formación de una isla de calor urbana, que a su vez requiere agua y energía adicionales 

para mantener el confort térmico a través de espacios climatizados (Coutts et al. 2012; 

Wang et al. 2016; de Munck et al. 2018, Skelhorn et al. 2018). Así, las ciudades que ya 

son especialmente vulnerables a los ECE causados por el cambio climático global, ahora 

también deben considerar los efectos causados por el cambio climático local. Por tanto, 

se puede inferir que al ser una ciudad el espacio geográfico que aglutina una mayoría de 

población y prestación de servicios, será donde se manifiesten las mayores 

vulnerabilidades asociadas a los impactos del cambio climático (ONU-Hábitat 2011). 

En México aproximadamente tres de cada cuatro personas (72.3%) viven en ciudades 

según la Fundación Centro de Investigación y Documentación de la Casa y Sociedad 

Hipotecaria Federal (CIDOC y SHF, 2011). Se espera que este porcentaje aumente en el 

mediano plazo, ya que, de acuerdo con proyecciones del Consejo Nacional de Población, 

el número de personas en 384 localidades del Sistema Urbano Nacional se incrementará 

en 16.6 millones (de 82.6 millones en 2010 a 99.3 millones en 2030) como resultado de 

una tasa de crecimiento promedio anual de 0.92% (Hernández et al. 2014). La proporción 

urbana de la población nacional aumentará a 77.9% (18.1 millones de nuevos habitantes 

urbanos). Esta tendencia de la dinámica geográfica de las ciudades es inequitativa con 

bajos niveles de calidad de vida y sustentabilidad urbana, y no todas las ciudades tienen 

el mismo potencial de desarrollo. Así pues, los retos para hacer frente a riesgos climáticos 
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como las olas de calor y las inundaciones serán enormes si no se llevan a cabo estudios 

científicos cuantitativos. 

En México se han realizado muy pocas investigaciones sobre valores climáticos extremos 

en entornos urbanos (Cavazos y Rivas 2004; Ríos-Alejandro 2011; Magaña et al. 2003; 

Magaña et al. 2012; García-Cueto et al. 2013, 2014, 2018; Martínez-Austria y Bandala 

2017). Esto puede explicarse por un acceso limitado a los datos climáticos medidos, 

limitaciones en la cobertura geográfica de las redes de estaciones e interrupciones en las 

series climáticas por falta de datos. Ante ello, y dada la incertidumbre cuantitativa de los 

extremos climáticos mencionados a nivel urbano y su gran importancia para la evaluación 

de riesgos y propuestas de adaptación, en este estudio se seleccionan algunas ciudades 

de México con incrementos importantes en población y en extensión areal, que han sido 

afectadas recientemente por ECE.  

Así, este estudio tiene tres objetivos principales: a) detectar el comportamiento térmico en 

algunas ciudades en crecimiento de México, b) modelar las temperaturas extremas a 

través de la EVT, y c) realizar proyecciones de niveles de retorno para temperaturas 

extremas en un futuro clima cambiante. 

2.2 Los Índices de Cambio Climático, contexto y 

antecedentes 
Se utilizaron los Índices de Cambio Climático (ICC) propuestos por el Grupo de Expertos 

en Detección e Índices de Cambio Climático (ETCCDI, por sus siglas en inglés). Este grupo 

coordinado por la Comisión de Climatología de la Organización Meteorológica Mundial en 

el proyecto sobre Predictibilidad Climática y Variabilidad Climática, y la Comisión Técnica 

de Oceanografía y Meteorología Marítima, propuso un conjunto de 27 índices para detectar 

modificaciones en el comportamiento de los extremos del clima. Estos índices se estiman 

a partir de la serie de datos diarios observados de temperatura y precipitación. 

Los índices son estadísticamente robustos, cubren una amplia gama de climas, y tienen 

una alta relación señal-ruido. Algunos están basados en umbrales fijos que son de 

relevancia a aplicaciones particulares. En estos casos los umbrales son los mismos para 

todas las estaciones climáticas. Otros índices están basados en umbrales que varían de 

lugar a lugar, lo cual fue propuesto y realizado en este estudio. 

Algunos índices incluidos son el número total de días al año con heladas y el número 

máximo de días secos consecutivos en un año. Otro tipo de índice estima los máximos o 

mínimos mensuales y/o anuales de temperatura diaria o cantidad máxima de precipitación 

diaria. Estos tipos de índices extremos han sido ampliamente utilizados en aplicaciones 

de ingeniería para inferir valores de diseño en estructuras. Hay un tipo de índice que 

involucra realizar el cálculo del número de días en un año que exceda umbrales 

específicos que tienen valores fijos, o umbrales que son relativos a un período climático 

base. Algunos otros se definen para estimar períodos de sequedad, humedad, calor o frío, 

o períodos de vernalización como en el caso de períodos de duración de la estación de 

crecimiento. 

Ejemplos de ²ndices de ñconteo de d²asò con umbrales fijos son el n¼mero de d²as con 

temperatura mínima diaria inferior a 0 °C (es decir, los días con heladas) o el número de 



 

19 
 

días con la cantidad de lluvia superior a 20 mm. Estos índices son menos adecuados para 

las comparaciones espaciales de los extremos que las basadas en umbrales de 

percentiles. La razón es que, en grandes áreas, los índices de conteo de días basándose 

en umbrales fijos pueden muestrear diferentes partes de las distribuciones de temperatura 

y precipitación. Por ejemplo, mientras que el número de días con una temperatura mínima 

por debajo de 0 °C puede ser un buen indicador de frío extremo en muchos climas de 

latitudes medias, en latitudes más altas, donde casi todas las noches de invierno están por 

debajo de 0 °C incluso en inviernos suaves, la variabilidad en el número anual de noches 

por debajo de 0 °C es impulsada en gran medida por las condiciones en primavera y otoño. 

Por otra parte, un índice como el número de días de verano por encima de 25 °C puede 

ser un indicador de calor anormal en un clima donde la media de temperatura máxima en 

verano es de 18 °C, pero de frío anormal en un clima donde la temperatura máxima media 

en verano es de 35 °C. 

Muchos índices ETCCDI se basan en los percentiles con los umbrales establecidos para 

evaluar extremos moderados que ocurren típicamente unas pocas veces al año en lugar 

de los de alto impacto, que son eventos climáticos que ocurren una vez en una década. 

Para la temperatura, los umbrales de percentiles en los índices ETCCDI se calculan a 

partir de ventanas de cinco días centradas en cada día del calendario para tener en cuenta 

el ciclo medio anual. Para precipitación los umbrales percentiles en el ETCCDI se calculan 

de la muestra de todos los días húmedos en el período base sin consideración del ciclo 

anual. Tales índices permiten monitoreo directo de tendencias en la frecuencia o 

intensidad de eventos, que aunque no son particularmente extremas, potencialmente 

podrían causar estrés a los seres humanos o al medio ambiente. La razón para elegir 

umbrales de percentil es que el número de días que los superen se distribuye de manera 

más uniforme en el espacio y es significativo en todas las regiones. Los umbrales se 

establecen de manera que la frecuencia de cruce de umbral durante el período base, tal 

como 10% de todos los días registrados, es fija. Estos índices permiten comparaciones 

espaciales más sobre grandes regiones con topografía compleja debido a que muestrean 

la misma parte de la distribución de probabilidad de temperatura y precipitación en cada 

lugar. También pueden dar cuenta de los valores aislados que faltan de una manera 

relativamente sencilla. 

Varios estudios han sido realizados aplicando los índices definidos en la tabla 2.1 (por 

ejemplo, Alexander et al., 2006; Christidis et al., 2005; Peterson et al., 2009; Donat et al., 

2013). La tabla 2.1, presenta los índices que se estiman y analizan en el estudio. 
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Tabla 2.1 Índices Climáticos Extremos recomendados por el ETCCDI 

 
Índice Nombre de índice Definición de Índice Unidades 

TMAXmean Temperatura Máxima media Valor medio de temperatura máxima media anual °C 

TMINmean Temperatura Mínima media Valor medio de temperatura mínima media anual °C 
TXx Tmax MAX Valor máximo mensual de temperatura máxima diaria °C 
TNx Tmin MAX Valor máximo mensual de temperatura mínima diaria °C 
TXn Tmax MIN Valor mínimo mensual de temperatura máxima diaria °C 
TNn Tmin MIN Valor mínimo mensual de temperatura mínima diaria °C 
TN10p Noches Frías % tiempo cuando la temperatura mínima diaria < P10 % 
TX10p Días Fríos % tiempo cuando la temperatura máxima diaria < P10 % 
TN90p Noches Cálidas % tiempo cuando la temperatura mínima diaria > P90 % 
TX90p Días Cálidos % tiempo cuando la temperatura máxima diaria > P90 % 

DTR Rango diurno de temperatura Diferencia mensual entre las temperaturas máximas y mínimas 
diarias 

°C 

GSL Longitud de la estación de 
crecimiento (TG es la temperatura 
media diaria) 

Conteo anual (1 enero a 31 diciembre en HN; 1 julio a 30 junio 
en HS) entre el primer lapso de al menos 6 días con TG > 5°C, 
y primer lapso después del 1 julio (1 enero en el HS) de 6 días 
con TG < 5°C 

Días 

FD0 Días con heladas Conteo anual cuando la Tmin diaria < 0°C Días 
SU25 Días de verano Conteo anual cuando la Tmax diaria > 25°C Días 
TR20 Noches tropicales Conteo anual cuando la Tmin diaria > 20°C Días 

WSDI Duración de período cálido Conteo anual cuando al menos 6 días consecutivos de Tmax > 
P90 

Días 

CSDI Duración de período frío Conteo anual cuando al menos 6 días consecutivos de Tmin < 
P10 

Días 

RX1day Máximo de precipitación en 1 día Valor máximo anual de la precipitación diaria mm 
RX5day Máximo de precipitación en 5 días Precipitación máxima anual consecutiva de 5 días mm 

SDII Índice simple de intensidad diaria Relación de precipitación anual al número de días húmedos (Ó 
1 mm) 

mm/día 

R10 Número de días de precipitación 
fuerte 

Conteo anual cuando la precipitación es Ó 10 mm Días 

R20 Número de días de precipitación 
muy fuerte 

Conteo anual cuando la precipitación es Ó 20 mm Días 

CDD Días secos consecutivos Número máximo de días consecutivos cuando la precipitación 
< 1 mm 

Días 

CWD Días húmedos consecutivos Número máximo de días consecutivos cuando la precipitación 
Ó 1 mm 

Días 

R95p Días muy húmedos Precipitación total anual de días > P95 mm 
R99p Días extremadamente húmedos Precipitación total anual de días > P99 mm 

PRCPTOT Precipitación total anual de días 
Húmedos 

Precipitación total anual de días Ó 1 mm mm 

 
 

2.3 Climatología de Temperaturas Extremas 
Las Figuras 2.1 y 2.2 muestran los percentiles 10th y 90th de las temperaturas mínimas y 

máximas, respectivamente (Cavazos et al. 2013), para el periodo 1961-2000. De acuerdo 

con los índices climáticos extremos derivados del Reliability Ensemble Averaging (REA) 

(Fig. 2.1), los inviernos más fríos y su percentil 10th (P10) durante los meses invernales de 

diciembre, enero y febrero (DJF) para México se caracterizan por temperaturas mínimas 

por debajo de 0 °C en las tierras altas de la Sierra Madre Occidental y el Altiplano 

Mexicano, y entre 0 y 5 °C en gran parte del norte de México. La Figura 2.2 muestra que 

los valores extremos del percentil 90th (P90) de las temperaturas máximas durante los 

meses de verano de junio, julio y agosto (JJA) amplían el área cubierta por las isotermas 

de 25 y 40 °C a una franja más estrecha en la región fronteriza. Esta región de clima 

semiárido es la más extrema de México; por lo tanto, es la más susceptible a los impactos 

negativos causados por los aumentos de temperatura. 

Los cambios climáticos proyectados a nivel nacional (Cavazos et al. 2013) coinciden con 

los obtenidos a nivel global (Alexander et al. 2006; Caesar et al. 2011; Song et al. 2014). 

En cuanto a los relacionados con el aumento en la frecuencia de los días de calor, las olas 

de calor y la variabilidad en la precipitación agravarán los problemas relacionados con los 
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sistemas naturales y humanos (Ummenhofer y Meehl 2017). Si analizamos los percentiles 

10th y 90th de temperaturas extremas a nivel nacional, es notable la falta de información 

confiable y oportuna a nivel regional y urbano para la evaluación de riesgos, y justifica el 

estudio aquí realizado.  

 

Figura 2.1 Umbrales de P10 de temperatura mínima (Tmin) de invierno, obtenidos con el 

ensemble del reliability ensemble averaging (REA) para 1961-2000 (Cavazos et al. 

2013). 

 

Figura 2.2 Umbrales de P90 de temperatura máxima (Tmax) de verano, obtenidos con el 

ensemble del REA para 1961-2000 (Cavazos et al. 2013). 
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2.4 Metodología 
Posterior al análisis de calidad realizado a la información climatológica diaria de 

temperatura y precipitación, las ciudades y/o regiones que cumplieron los requerimientos 

estipulados para su estudio son las que se presentan en la tabla 2.2; en ésta se puede ver 

el número y nombre de estación climática disponibles para su análisis, de acuerdo al 

Servicio Meteorológico Nacional de México, el período inicial y final de información, y el 

período de datos útiles. 

 

Tabla 2.2. Ciudades elegidas para el estudio de tendencias climáticas y eventos 

extremos, estaciones climáticas y período disponible de datos útiles. 

 
Ciudad o Región Número y nombre de estación 

climática 
Inicio 
(año) 

Final (año) Período disponible 
(año) 

Aguascalientes 01030 (Aguascalientes) 1972 2007 36 

Mexicali 02033 (Mexicali) 1944 2012 69 

Tijuana 02038 (Tijuana) 1950 2012 63 

Tuxtla Gutiérrez  07165 (Tuxtla Gutiérrez) 1980 2010 31 

Ciudad de México 

y ZMVM*  

09014 (Santa Úrsula Coapa) 

09029 (Gran Canal) 

09032 (Milpa Alta) 

15002 (Aculco) 

15126 (Toluca) 

15170 (Chapingo) 

1971 

1952 

1963 

1970 

1974 

1954 

2013 

2010 

2012 

2011 

2011 

2010 

43 

59 

50 

42 

38 

57 

León 11095 (León) 1959 2014 56 

Guadalajara 14066 (Guadalajara) 1960 2013 54 

Monterrey 19049 (Monterrey) 1950 2001 52 

Puebla 21035 (Puebla) 1953 2013 61 

Tlaxcala 29030 (Tlaxcala) 1969 2013 45 

Veracruz 30192 (Veracruz) 1930 2014 85 

*ZMVM  significa Zona Metropolitana del Valle de México 

 

La localización de estas estaciones en las ciudades o regiones en la República Mexicana 

se pueden ver en la Figura 2.3. 

Una vez obtenida la base de datos diarios se procedió al cálculo de los ICC mediante la 

utilización del software Rclimdex (Zhang y Yang, 2004), que es un software libre 

(http://cccma.seos.uvic.ca/ETCCDI/software.shtml) que funciona bajo una plataforma R 

(http://www.r-project.org). Un nivel de confianza del 95% se propuso como umbral para 

que un índice se considerara estadísticamente significativo. 

 

http://cccma.seos.uvic.ca/ETCCDI/software.shtml
http://www.r-project.org/
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Figura 2.3 Localización de las estaciones climáticas seleccionadas 

 
Debido a que muchos índices no son adecuados para calcularse tal cual ha propuesto el 

grupo del ETCCDI, se realizó una modificación de acuerdo a la realidad climatológica de 

cada ciudad o región estudiada. De tal suerte, los índices climáticos que fueron propuestos 

para estimarse en base a las normales climatológicas locales fueron los siguientes: a) SU 

(Summer Days/Días de Verano), estimado con el umbral superior de la temperatura 

máxima diaria; b) ID (Icing Days/Días de hielo), estimado con el umbral inferior de la 

temperatura máxima diaria; c) FD (Frost Days/Días de heladas), estimado con el umbral 

inferior de la temperatura mínima diaria; y d) TR (Tropical Nights/Noches tropicales), 

estimado con el umbral superior de la temperatura mínima diaria. 

Para que este reporte fuera consistente y se pudieran comparar las tendencias entre 

ciudades, se utilizó el período de referencia de 1980 al 2010, aunque Aguascalientes y 

Monterrey no cumplieron este requisito, igual que en el caso de Toluca, Col. Santa Úrsula 

Coapa de la Delegación Coyoacán y Gran Canal de la Delegación Gustavo A. Madero de 

la ZMVM, pero que se dejaron porque su base de datos era de calidad adecuada, aunque 

su período de análisis fue un poco menor que el período base seleccionado. 
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2.5 Análisis de tendencias 
Las detecciones de tendencias monotónicas de aumento o disminución de TXX y TNN en 

una serie temporal se analizaron mediante la prueba no paramétrica de Mann-Kendall 

(Mann 1945; Kendall 1975) y utilizando el método de Sen para las estimaciones de la 

pendiente (Sen 1968). La prueba de Mann-Kendall se basa en rangos y ha resultado ser 

una herramienta excelente para detectar tendencias en aplicaciones climáticas (Burn y 

Hag Elnur 2002; Mugume et al. 2016). Una de las ventajas de esta prueba es que no es 

necesario ajustar los datos a ninguna distribución. La segunda ventaja de esta prueba es 

su baja sensibilidad a las rupturas repentinas debidas a series temporales no homogéneas, 

valores extremos (valores atípicos) y tendencias no lineales (Helsel y Hirsch 1992; Tabari 

et al. 2011). Dada su solidez, la prueba de Mann-Kendall se ha hecho muy popular en la 

evaluación de tendencias en datos medioambientales y permite realizar comparaciones 

adecuadas entre regiones (Qiang et al. 2011; Fengjin y Lianchun 2011; Wang et al. 2013; 

Dumitrescu et al. 2015; Ongoma et al. 2016). El método de Sen utiliza un modelo lineal 

para estimar la pendiente de una tendencia, y la varianza de los residuos debe ser 

constante a lo largo del tiempo (Salmi et al. 2002). Muchos estudios (Taxak et al. 2014; 

Caloiero 2017; Raggad 2018; García-Cueto et al. 2018, entre otros) han descrito estos 

métodos de forma explícita. 

2.6 Los valores GEV estacionarios y no estacionarios 
El marco general de este estudio es una EVT estadística. La EVT pretende caracterizar 

los sucesos raros describiendo las colas de la distribución subyacente. La EVT se refiere 

al comportamiento estocástico asintótico de los estadísticos de orden extremo de una 

muestra aleatoria, como los valores máximo y mínimo de variables aleatorias 

independientes idénticamente distribuidas (Coles 2001). El postulado del Teorema de 

Fisher-Tippett (1928) establece que si la distribución del máximo normalizado de una 

secuencia de variables aleatorias converge, siempre converge a la distribución GEV, 

independientemente de la distribución subyacente. A este respecto, sea X1 , ..., Xn una 

secuencia de variables aleatorias independientes idénticamente distribuidas con una 

función de distribución común F; la muestra máxima, Mn , siendo n el tamaño del bloque, 

se define como Mn = max {X1 , X2 , ..., Xn }. Xi suele representar los valores máximos (o 

mínimos) medidos en una escala temporal regular o en bloques de tiempo, por lo que Mn 

representa los valores extremos del proceso en n unidades de tiempo de observación. Los 

bloques de datos en este estudio son secuencias de observaciones que tienen la duración 

de un año, es decir, el enfoque utiliza los valores máximos y mínimos por bloques anuales 

de temperatura. 

Para estos datos, las distribuciones de Mn según la EVT pueden modelizarse como 

bloques de valores extremos idénticamente distribuidos con una distribución GEV definida 

por la ecuación (1), con una función de distribución acumulativa con tres parámetros dada 

por (Coles 2001): 

'ÚȠАȟʎȟʊ ÅØÐ ρ
ʊÚ ʈ

ʎ   (1) 
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Esta distribución se define en el conjunto {z: 1 + ɝ (z - ɛ) / ů > 0}. Aquí, ɛ es el parámetro 

de localización (-Ð < ɛ < Ð), ů es el parámetro de escala (ů > 0), y ɝ es el parámetro de 

forma (-Ð < ɝ < Ð) que determina la naturaleza del comportamiento de la cola de la 

distribución máxima. La justificación de la distribución GEV surge de un argumento 

asintótico. La distribución GEV combina las tres posibles distribuciones límite sobre 

valores extremos en datos muestrales en una única expresión. Es una familia de 

distribuciones de probabilidad continua desarrollada para combinar las tres distribuciones 

de valores extremos: Gumbel (ɝ = 0), Fréchet (ɝ > 0) y Weibull (ɝ < 0), o distribuciones de 

valores extremos tipos I, II y III, respectivamente. Cada uno de los tres tipos de 

distribuciones tiene formas distintas de comportamiento en la cola. La Weibull está acotada 

por arriba, lo que significa que existe un valor finito que el máximo no puede superar. La 

distribución de Gumbel presenta una cola ligera, lo que significa que, aunque el máximo 

puede tomar valores infinitamente altos, la probabilidad de obtener tales niveles se hace 

exponencialmente pequeña. La distribución de Fréchet tiene una cola pesada y decae 

polinómicamente, de modo que los valores más altos del máximo se obtienen con mayor 

probabilidad, como ocurriría con una cola más ligera (Gilleland y Katz 2006). La flexibilidad 

de la GEV para describir los tres tipos de comportamiento de la cola en una única familia 

simplifica enormemente la aplicación estadística. 

Como se menciona más adelante, las temperaturas extremas de varias ciudades 

analizadas muestran tendencias temporales, por lo que el supuesto de una serie de datos 

distribuidos de forma independiente e idéntica con propiedades constantes a lo largo del 

tiempo (estacionaria) debe modificarse para considerar los efectos del cambio climático a 

largo plazo. De hecho, cada vez hay más pruebas de que las series extremas, ya sean 

térmicas o hidroclimáticas, no son estacionarias, debido a la variabilidad climática natural 

o al cambio climático antropogénico (Jain y Lall 2001; Milly et al. 2008). La modelización 

de la no estacionariedad dentro del esquema de distribución GEV requiere modelos 

mejorados, en los que los parámetros del modelo se expresen en función del tiempo, y 

posiblemente con la incorporación de otras covariables (El Adlouni et al. 2007; Leclerc y 

Ouarda 2007; Panagoulia 2013; Parey et al. 2018). 

Incorporamos la no estacionariedad permitiendo que el parámetro de localización (ɛ) de la 

distribución GEV dependa del tiempo (Renardt et al. 2013). Utilizando la notación (ɛ, ů, ɝ) 

para denotar una distribución GEV con parámetros ɛ, ů, ɝ, un modelo adecuado para las 

temperaturas extremas en el año t, Zt , podría ser el presentado en la ecuación (2) (Furió 

y Meneu 2011): 

Zt å GEV [Õ(t), ů, ɝ]   (2) 

En la ecuación (2), ɛ (t) = ɛ0 + ɛ1 (t) para los parámetros ɛ0 y ɛ1 . De este modo, las 

variaciones temporales del proceso observado se modelizan como una tendencia lineal 

para el parámetro de localización del modelo de valores extremos, que en este caso es la 

distribución GEV. El parámetro ɛ0 corresponde al valor de ɛ cuando t es el tiempo inicial, 

mientras que el parámetro ɛ1 corresponde a la tasa anual de variación de las temperaturas 

extremas anuales. 
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2.7 Resultados 
2.7.1 Índices de cambio climático para Mexicali (1980- 2010) 

En el caso de la ciudad de Mexicali los índices que fueron estimados en base a valores 

climatológicos locales se mencionan a continuación: el índice SU42 (SUmmer days) fue 

fijado según las normales climatológicas de la estación en el umbral de 20-42º C en la 

temperatura máxima diaria, en lugar del propuesto por default de 25° C (SU25); ID20 (Icing 

Days), el umbral inferior de la temperatura máxima diaria se eligió de 20° C, en lugar de 

tomar el default de 0 °C (ID0). FD5 (Frost Days) fue seleccionado el umbral inferior de la 

temperatura mínima diaria, se eligió el valor de 5° C, en lugar del propuesto de 0°C; TR25 

(Tropical Nights), el umbral superior de la temperatura mínima diaria se eligió con un valor 

de 25° C (en lugar del propuesto de 20° C TR20), que es el valor mayor en el umbral de las 

normales de temperatura mínima. En la tabla 2.3 se listan los índices climáticos que 

resultaron estadísticamente significativos (Ŭ = 0.05) para la ciudad de Mexicali, B.C. 

 

Tabla 2.3 Índices de cambio climático (ICC) estadísticamente significativos al 95% en 
Mexicali, B.C.Índices de cambio climático (ICC) estadísticamente significativos al 95% 
en Mexicali, B.C., tendencias lineales (Pendiente, Unidad/año), desviación estándar de 
la pendiente (DE, Unidad/año), y significancia estadística (p_value). Las unidades de 

los ICC, pueden ser revisadas a detalle en la tabla 2.1 
ICC Pendiente 

(Unidad/año) 
DE (Unidad/año) p_value 

TMAXmean 0.06 0.02 0.001 

TMINmean 0.05 0.01 0.000 

SU42 1.00 0.32 0.004 

FD5 -0.53 0.20 0.013 

TNn 0.11 0.03 0.004 

TX10p -0.31 0.10 0.004 

TX90p 0.24 0.09 0.016 

TN10p -0.39 0.08 0.000 

TN90p 0.18 0.08 0.044 

CSDI -0.45 0.14 0.002 
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Los resultados mostraron una tendencia positiva en los siguientes índices climáticos: 

temperatura máxima media (TMAXmean, fig. 2.4), temperatura mínima media 

(TMINmean, fig. 2.5), frecuencia de días cuando la temperatura máxima diaria > 42° 

C (SU42, fig. 2.6), valor mínimo anual de la temperatura mínima diaria (TNn, fig. 2.8), 

porcentaje de días con temperatura máxima mayor a la del P90 (TX90p, fig. 2.10), y 

porcentaje de días con temperatura mínima diaria > P90 (TN90p, fig. 2.12) 

De los índices con tendencia positiva, TX90P y SU42 son los que muestran el mayor 

aumento. El índice SU42 que relaciona el valor máximo normal de temperatura, 

muestra la mayor tendencia al aumento; a pesar de mostrar una disminución en la 

tendencia durante finales de los 80´s, en los últimos veinte años el incremento fue más 

evidente. También el índice TX90P, el cual es una importante referencia de los valores 

mayores de temperaturas máximas, muestra una clara tendencia positiva. A partir de 

los valores de estos dos importantes índices con tendencias positivas y los 

anteriormente mencionados como significativos con tendencia positiva pero con 

menores valores en la pendiente, se sugiere que podría existir evidencia estadística de 

un aumento significativo en los valores de temperaturas máximas a lo largo de la serie 

de tiempo. 

Por otra parte entre los índices significativos que mostraron una tendencia al 

decremento, están la frecuencia de días cuando la temperatura mínima es < 5° C 

(FD5, fig. 2.7), el porcentaje de días con la temperatura máxima menor al percentil 

(TX10p, fig. 2.9), el porcentaje de días con la temperatura mínima menor al percentil 

10 (TN10p, fig. 2.11), el porcentaje de días con la temperatura mínima diaria mayor 

a la del percentil 90 (TN90p, fig. 2.12), y el conteo de periodos de al menos 6 días 

consecutivos menor al percentil 10 de temperatura mínima (CSDI, fig. 2.13). Las 

tendencias negativas mayores, se mostraron en los índices FD5, CSDI y TN10p. El 

decremento en la frecuencia, porcentaje y número de días con temperaturas mínimas 

por debajo de los valores promedio mostrado en FD5, CSDI y TN10p, concuerda con 

el incremento de los días cálidos (SU42 y TX90p, mencionados anteriormente) y 

ratifica la tendencia al incremento en las temperaturas mínimas y máximas promedio 

en la ciudad de Mexicali. 
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Figura 2.4 Tendencia de temperatura máxima media (°C) en Mexicali, B.C. (1980-2010) 

 

 

Figura 2.5 Tendencia de temperatura mínima media (°C) en Mexicali, B.C. (1980-2010) 
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Figura 2.6 Tendencia de días cuando la temperatura máxima diaria es >42°C 
Mexicali, B.C. (1980- 2010) 

 

Figura 2.7 Tendencia de días cuando la temperatura mínima es < 5° C Mexicali, 
B.C. (1980-2010) 
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Figura 2.8 Tendencia de valores mínimos anuales de temperatura mínima diaria en 
Mexicali, B.C. (1980-2010) 

 

Figura 2.9 Tendencia de días con la temperatura máxima diaria menor al P10 en 
Mexicali, B.C. (1980-2010) 
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Figura 2.10 Tendencia de días con temperatura máxima superior al P90 en Mexicali, 
B.C. (1980- 2010) 

 

 

 
Figura 2.11 Tendencia de días con la temperatura mínima diaria menor al P10 en 

Mexicali, B.C. (1980-2010) 
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Figura 2.12 Tendencia de días con temperatura mínima superior al P90 Mexicali, 
B.C. (1980-2010) 

 
 

 

Figura 2.13 Número de días consecutivos (al menos 6 días) en que la temperatura 
mínima diaria < P10 en Mexicali, B.C. (1950-2010) 
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2.7.2 Estudio de Extremos Climáticos de Temperatura Máxima, 

Temperatura Mínima y Precipitación Pluvial para Mexicali, B.C. 

2.7.2.1 Aplicación de la distribución GEV a valores máximos de Temperatura 

Máxima. 

La información de valores máximos de temperaturas máximas, extraída de información 

diaria, fueron en total 62 datos, derivados de bloques máximos anuales de los años de 

1950 al 2012. Previo a la aplicación de la función de Valores Extremos Generalizados (GEV, 

por sus siglas en inglés) se verificó que la serie de valores de temperatura máxima 

maximorum (TMAXmax) correspondiera a una serie estacionaria o no estacionaria, por 

la necesidad de insertar en el proceso de ajuste de la GEV una covariable adecuada que 

explique ese comportamiento, ya que esto se debe tomar en cuenta para la estimación de 

períodos de retorno. Tras analizar la tendencia de TMAXmax, resultó una serie no 

estacionaria. En estos casos, se obtiene un modelo ajustado por una GEV estacionaria, y 

posteriormente un segundo modelo con una GEV no estacionaria mediante la inclusión 

de la covariable que probablemente mejore el desempeño de la función de densidad 

propuesta. Como algunos valores de la GEV estacionaria se toman en cuenta para el 

cálculo de los períodos de retorno, se presentan algunos resultados útiles de este 

proceso. 

La función de verosimilitud de la distribución GEV estacionaria para la temperatura 

máxima maximorum (TMAXmax), encontró que los valores para los estimadores, en °C, 

fueron (µ, ů, ɝ)= (46.74, 1.37, -0.17), con errores estándar de 0.18, 0.12 y 0.06, 

respectivamente. Combinando los estimadores y errores estándar asociados, los intervalos 

de confianza al 95%, también en °C, son (46.56, 46.92) para µ, (1.25, 1.49) para ů, y (-0.23, 

-0.11) para ɝ. Se observa que el valor del parámetro de forma (ɝ) es negativo, por lo que se 

concluye que la distribución de Weibull ajusta bien a este conjunto de datos. 

2.7.2.2 Incorporación de una covariable al modelo de TMAXmax en Mexicali, B.C. 

Debido a la tendencia positiva de la TMAXmax se incorporó al modelo de distribución GEV. 

Las gráficas de diagnóstico para evaluar la precisión de la distribución GEV ajustada a la 

TMAXmax se muestran en la figura 2.14. Las gráficas de cuantiles de probabilidad (panel 

superior) muestran la validez del modelo ajustado: el conjunto de puntos sigue una 

conducta casi-lineal, a excepción de una ligera discrepancia en algunos valores más 

extremos. La correspondiente función de densidad es bastante consistente con la función 

empírica (panel inferior izquierdo). En el panel inferior derecho se muestran los niveles de 

retorno asociados con la variable respuesta TMAXmax que en este caso se refiere a la 

tendencia temporal incluida; obsérvese que de acuerdo a los niveles de retorno mostrados, la 

temperatura máxima va ligeramente en aumento de acuerdo al tiempo. 
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Figura 2.14 Gráficas de diagnóstico de la distribución GEV con la tendencia temporal 
como covariable para la TMAXmax de Mexicali, B.C., México. Los cuantiles y niveles 

de retorno están °C. 

Como medida de la calidad relativa de los modelos, estacionario y no estacionario, se utilizó 

el criterio de Akaike y el criterio de Bayes, que mostraron que la incorporación de una 

covariable, en este caso el tiempo en años, mejoraba sustancialmente al modelo de 

ajuste propuesto inicialmente. Otra prueba estadística que se utilizó es la de prueba de 

razón de verosimilitud, cuyo valor de 7.36 es un valor más grande que el nivel crítico de 

ɢ2 que es de 3.84. 

La inclusión de una tendencia lineal como covariable en el parámetro de ubicación (ɛ) de 

la distribución GEV, produjo una mejoría significativa (al nivel del 5%) al ajuste que sin 

la tendencia, por lo que se seleccionó este modelo para la estimación de la variabilidad 

de los períodos de retorno. 

Específicamente, el modelo que se toma en cuenta es el siguiente: 

ɛ(t) = ɛ0 + ɛ1(t) = 46.74 + 0.028*(t) (3) 

En la ecuación 3, ɛ0 es el parámetro de ubicación (location = 46.74) de la distribución 

GEV estacionaria, mientras que ɛ1 (mɛ1 = 0.028) es el parámetro estimado de la serie 

GEV no estacionaria, que se refiere a la inclusión como pendiente de la variable tiempo; en 

este caso t es el tiempo en años en los que se desea estimar el valor de ɛ(t), que indica que 

a nivel decadal se está experimentando un incremento de 0.28°C. 

ρȟρ πȢπυ 
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2.7.2.3 Estimación de Períodos de Retorno de TMAXmax en Mexicali, B.C. 

Aplicando la ecuación 3, si se desea, p.e., estimar el período de retorno de 5 años: 

ɛ(2017)= 46.74+ (0.028)*(2017-1950)= 48.61 °C 

Al valor anterior (48.61 °C) se le debe aplicar una corrección por ser una GEV no 

estacionaria. Se puede ver que conforme la variable t se incrementa, los valores del 

parámetro de ubicación también, indicando que los valores extremos de temperatura 

máxima, serán mayores conforme se incrementa el tiempo. La tabla 2.4 muestra los 

resultados finales de períodos de retorno con la corrección realizada a los niveles de 

retorno estimados con los intervalos de confianza al 95% de confiabilidad. 

Tabla 2.4 Niveles estimados de retorno e intervalos de confianza al 95% para varios 
períodos de retorno, obtenidos con el modelo GEV no estacionario para la TMAXmax 

en Mexicali, B.C., México 
 

 

Período de 
retorno 
(años) 

Nivel de retorno (ºC) Límite inferior (ºC) Límite superior (ºC) 

5 47.1 46.6 47.5 

10 47.2 46.6 47.7 

15 47.3 46.7 47.9 

20 47.5 46.8 48.1 

25 47.6 46.9 48.3 

50 48.3 47.5 49.2 

75 49.1 48.1 50.0 

100 49.8 48.7 50.8 

 
De acuerdo a los resultados encontrados con una tendencia lineal en el parámetro de 

ubicación (ɛ), se esperaría, p.e., que la TMAXmax en Mexicali, B.C., México, en 

promedio con una probabilidad de 0.1 (período de retorno de 10 años) sea mayor de 

47.2 ºC, y en el largo plazo, con una probabilidad de 0.01 (período de retorno de 100 

años) el valor de TMAXmax sea mayor a 49.8 ºC; los intervalos de confianza al 95%, en 

°C, para esos períodos de retorno son de 46.6 a 47.7 y de 48.7 a 50.8, respectivamente. 

En resumen, se observa que los valores de TMAXmax en el futuro serán cada vez 

mayores, respecto a los valores actuales. 

 

2.7.2.4 Aplicación de la distribución GEV a valores mínimos de Temperatura Mínima en 

Mexicali B.C. 
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La información de valores mínimos de temperaturas mínimas (TMINmin), igual que 

para las temperaturas máximas, extraída de información diaria, fueron en total 62 datos, 

derivados de bloques mínimos anuales de los años de 1950 al 2012. Se verificó que la 

serie de valores de TMINmin correspondiera a una serie estacionaria o no estacionaria, 

con el propósito de insertar en el proceso de ajuste de la GEV una covariable adecuada 

que explicara ese comportamiento, ya que se debe tomar en cuenta para la estimación 

de períodos de retorno. En este caso, la TMINmin fue una serie no estacionaria. Como 

se ha mencionado, se obtiene primero un modelo ajustado por una GEV estacionaria, y 

posteriormente un segundo modelo con una GEV no estacionaria mediante la inclusión 

de la covariable que mejoraría el desempeño de la función de densidad propuesta. Ya que 

algunos valores de la GEV estacionaria se toman en cuenta para el cálculo de los 

períodos de retorno, se presentan algunos resultados útiles. 

La función de verosimilitud de la distribución GEV estacionaria para la temperatura 

mínima minimorum (TMINmin), encontró que los valores para los estimadores, en °C, 

fueron (µ, ů, ɝ) = (-1.73, 2.91, -0,49), con errores estándar de 0.40, 0.32 y 0.10, 

respectivamente. Combinando los estimadores y errores estándar asociados, los 

intervalos de confianza al 95%, en el caso de la TMINmin, son (-1.33, 2.13) para µ, (3.23, 

2.59) para ů, y (-0.39, -0.59) para ɝ. Se observa que el valor del parámetro de forma (ɝ) 

es negativo, por lo que se concluye que la distribución de Weibull ajusta bien a este 

conjunto de datos. Esto significa que la TMINmin tiene un límite superior, por lo que 

hay valores finitos que no pueden ser excedidos. 

 

2.7.2.5 Incorporación de una covariable al modelo de TMINmin en Mexicali, B.C. 

Por la tendencia positiva de la TMINmin se decidió incorporarla al modelo de distribución 

GEV. Las gráficas de diagnóstico para evaluar la precisión de la distribución GEV 

ajustada a la TMINmin se muestran en la figura 2.15. Las gráficas y cuantiles de 

probabilidad muestran la validez del modelo ajustado: el conjunto de puntos sigue una 

conducta casi-lineal, aunque algunos de los valores más extremos discrepan, lo cual 

tiene explicación por la incertidumbre asociada. La correspondiente función de densidad 

es bastante consistente con la función empírica (panel inferior izquierdo). En el panel 

inferior derecho se muestran los niveles de retorno asociados con la TMINmin, que en 

este caso se refiere a la tendencia temporal incluida; obsérvese que de acuerdo a los 

niveles de retorno mostrados, la temperatura mínima va siendo cada vez mayor de 

acuerdo al avance del índice anual. 
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Figura 2.15 Gráficas de diagnóstico de la distribución GEV con la tendencia temporal 
como covariable para la TMINmin de Mexicali, B.C., México. Los cuantiles y niveles de 

retorno están °C. 
 
 

 
Como medida de la calidad relativa de los modelos, estacionario y no estacionario, se 

utilizó el criterio de Akaike y el criterio de Bayes, los cuales mostraron que la 

incorporación de una covariable, en este caso el tiempo en años, mejoraba 

sustancialmente al modelo de ajuste propuesto inicialmente. Otra prueba estadística 

que se utilizó es la de prueba de razón de verosimilitud, cuyo valor de 31.40 es un valor 

mayor que el nivel crítico de ɢ2             que es de 3.84. 

Por lo analizado, se concluye que la inclusión de la tendencia lineal como covariable 

en el parámetro de ubicación (ɛ) de la distribución GEV, produjo una mejoría significativa 

(al nivel del 5%) al ajuste que, sin la tendencia, por lo que se seleccionó el modelo GEV 

no estacionario para la estimación de los períodos de retorno. 

El modelo que se toma en cuenta es el siguiente: 

 

 

ɛ(t) = ɛ0 + ɛ1(t) = -1.73 + 0.07*(t) (4) 

En la expresión 4, ɛ0 es el parámetro de ubicación (location = -1.73) de la distribución 

GEV estacionaria, ɛ1 (mu1 = 0.07) es el parámetro estimado de la serie GEV no 

estacionaria, que se refiere a la pendiente del modelo GEV, y t es el tiempo en años en 

los que se desea estimar el valor de ɛ(t). A nivel decadal se estima un incremento de 

0.7°C por el valor de la pendiente estimada. 

ρȟρ πȢπυ 
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2.7.2.6 Estimación de Períodos de Retorno de TMINmin en Mexicali, B.C., México 

Con la aplicación de la ecuación 4, si queremos estimar el período de retorno de 5 años, se 

tiene lo siguiente: 

ɛ(2017)= -1.73 + (0.07)*(2017-1950)= 2.96 °C 

 

Al valor anterior (2.96 °C) se le debe aplicar una corrección por ser una GEV no 

estacionaria. Se puede ver que al incrementarse t, los valores del parámetro de 

ubicación también se incrementan, indicando que los valores extremos de temperatura 

mínima serán mayores conforme el tiempo avance. La tabla 2.5 muestra los resultados 

finales de períodos de retorno con la corrección realizada a los niveles de retorno 

estimados con los intervalos de confianza al 95% de confiabilidad. 

 

Tabla 2.5 Niveles estimados de retorno e intervalos de confianza al 95% para varios 
períodos de retorno, obtenidos con el modelo GEV no estacionario para la TMINmin 

en Mexicali, B.C., México 

 

Período de 
retorno (años) 

Nivel de retorno (ºC) Límite inferior 
(ºC) 

Límite superior 
(ºC) 

5 0.3 -0.4 0.9 

10 0.7 0.1 1.2 

15 1.1 0.5 1.6 

20 1.5 0.9 2.0 

25 1.8 1.3 2.4 

50 3.8 3.2 4.5 

75 5.8 5.1 6.5 

100 7.8 7.0 8.6 

 
De acuerdo a los resultados encontrados con una tendencia lineal en el parámetro de 

ubicación (ɛ), se esperaría, por ejemplo, que la TMINmin en Mexicali, B.C., México, en 

promedio con una probabilidad de 0.1 (período de retorno de 10 años) sea mayor a 0.7 

ºC, y en el largo plazo, con una probabilidad de 0.01 (período de retorno de 100 años) el 

valor de TMINmin sea mayor a 7.8 ºC; los intervalos de confianza al 95%, en °C, para los 

períodos de retorno mencionados son de 

01.4 a 1.2 y de 7.0 a 8.6, respectivamente. En resumen, se observa que los valores de 

TMINmin en el futuro serán cada vez más altos, respecto a los valores actuales. 
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2.7.2.7 Aplicación de la distribución GEV a valores máximos de Precipitación Pluvial en 

Mexicali, B.C. 

Los datos extremos de precipitación pluvial de Mexicali, B.C., obtenidos de información 

diaria, fueron 62 datos, es decir 62 bloques de máximos anuales de los años de 1950 al 

2012.La función de verosimilitud de la distribución GEV para la precipitación máxima 

maximorum (PMAXmax), debido a que no se encontró evidencia de tendencia, se realizó 

para una serie estacionaria. 

La función de verosimilitud de la distribución GEV estacionaria para la PMAXmax, encontró 

que los valores para los estimadores de los parámetros fueron (µ, ů, ɝ) = (15.06, 10.13, 

0.14), con errores estándar de 1.49, 1.17 y 0.12, respectivamente. Combinando los 

estimadores y errores estándar asociados, los intervalos de confianza al 95%, en el caso 

de la PMAXmax, son (13.57, 16.55) para µ, (8.96, 11.30) para ů, y (0.02, 0.26) para ɝ. En 

este caso se observa que el valor del parámetro de forma (ɝ) es positivo, y su intervalo de 

confianza al 95% indica que la franja de valores puede ser positiva. Lo que se concluye 

es que la distribución de Fréchet ajusta a este conjunto de datos. 

Las gráficas de diagnóstico resultante para evaluar la precisión de la distribución GEV 

ajustada a la PMAXmax se muestran en la figura 2.16. La gráfica en la esquina superior 

izquierda muestra que los cuantiles empíricos contra los derivados de la función de 

densidad ajustada GEV, parecen agruparse razonablemente a lo largo de la línea recta y 

el modelo parece satisfacerse. La gráfica del panel superior derecho muestra la gráfica 

QQ para datos generados aleatoriamente de la función de densidad ajustada GEV contra 

los cuantiles empíricos de datos junto con bandas de confianza del 95%, una línea 1-1 y 

una línea de regresión ajustada; se puede observar como las bandas de confianza 

adquieren una forma cóncava. La gráfica de densidad en el panel inferior izquierdo 

muestra relativamente buena correspondencia entre la densidad empírica (línea sólida) y la 

función de densidad GEV ajustada (línea punteada). La gráfica del nivel de retorno (panel 

inferior derecho) muestra el aumento de los valores. Los niveles de retorno empíricos 

están situados sobre la banda de confianza del 95%. 
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Figura 2.16 Gráficas de diagnóstico de la distribución GEV a la PMAXmax en Mexicali, 
B.C., México.Los cuantiles y niveles de retorno están en mm. 

 
2.7.2.8 Estimación de Períodos de retorno de PMAXmax en Mexicali, B.C. 

Los períodos de retorno para la PMAXmax se presentan a continuación. Esta gráfica se 

ha mostrado en el panel inferior derecho de la figura 2.16, junto con las bandas de 

confianza al 95%, estimada por el método delta. Este método, como se ha mencionado 

asume que los estimadores de los parámetros son simétricos, que no es siempre el caso 

para el parámetro de forma o períodos extremos de retorno. En el caso bajo análisis se 

optó, para la estimación de períodos de retorno, por el de bootstrap paramétrico. En la 

tabla 2.6 se muestran los períodos de retorno de 5 a 100 años, y los intervalos de confianza 

al 95%, con la distribución GEV para la PMAXmax. 
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Tabla 2.6 Niveles estimados de retorno e intervalos de confianza del 95% para varios 
períodos de retorno, obtenidos con el modelo GEV estacionario para la PMAXmax en 

Mexicali, B.C., México. 
Período de 

retorno 
(años) 

Nivel de retorno (mm) Límite inferior 
(mm) 

Límite superior 
(mm) 

5 31.9 26.7 37.7 

10 41.9 33.8 51.4 

15 48.0 37.3 61.6 

20 52.5 40.5 67.4 

25 56.2 42.8 73.5 

50 68.9 48.4 101.0 

75 77.6 51.5 118.4 

100 82.9 52.6 128.1 

De acuerdo a los resultados de la tabla 7 se esperaría que la PMAXmax en Mexicali, B.C., 

México, en promedio, con una probabilidad de 0.1 (período de retorno de 10 años) 

excederá el valor de 41.9 mm, y en el largo plazo, con una probabilidad de 0.01 (período 

de retorno de 100 años) excederá el valor de 82.9 mm; los intervalos de confianza al 95%, 

en mm, para esos períodos de retorno son de 33.8 a 51.4, y de 52.6 a 128.1, 

respectivamente. 

 

2.8 Conclusiones 
Es importante resaltar que acuerdo a Gosling et al. (2011), México ha experimentado un 

calentamiento generalizado desde 1960. La frecuencia de días fríos ha disminuido y la 

de noches cálidas ha aumentado. También se ha producido un aumento generalizado 

de las temperaturas medias invernales en el país como consecuencia de las influencias 

humanas sobre el clima. Así, durante la estación invernal, los casos de temperaturas 

cálidas son más frecuentes, y los de temperaturas frías, menos. Así también, las 

tendencias significativas de las temperaturas máximas y mínimas extremas encontradas 

en muchas partes del mundo (Heim Jr. 2015; Easterling et al. 2016; Houngninou et al. 

2017) refuerzan los resultados obtenidos en este trabajo. 

La aplicación de una teoría de eventos extremos a la TXX y TNN en 16 estaciones 

climatológicas ubicadas en 12 zonas urbanas de México, en series de tiempo con 

diferentes periodos, mostró tendencias generales en el calentamiento urbano, 

especialmente nocturno. Sin embargo, los valores variaron de una ciudad a otra. Una 

señal de detección menos clara fue el calentamiento diurno. Aunque las causas de este 

comportamiento de tendencias heterogéneas para TXX y TNN pueden ser de origen 

puramente local y causadas por la dinámica de urbanización (cambio de uso de suelo, 

actividades antropogénicas), no se puede descartar que puedan ser causadas por 
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algunos otros fenómenos climáticos de mayor escala. Por ejemplo, México podría estar 

expuesto a patrones de bloqueo, o modos de variabilidad climática, como El Niño 

Oscilación del Sur, la Oscilación Decadal del Pacífico, la Oscilación del Atlántico Norte, 

o la Oscilación Madden-Julian, entre otros. Estos podrían ser factores causales que 

contribuyan a las tendencias térmicas ya que en otras regiones del mundo han influido 

significativamente en el comportamiento de las temperaturas extremas. (Arblaster y 

Alexander 2012; Parker et al. 2014; Matsueda y Takaya 2015; Burgess y Klingaman 

2015). Todos estos factores se consideran importantes para una posible atribución pero 

no son objeto de este estudio.  

Las ciudades seguirán siendo los espacios geográficos más vulnerables, sobre todo en 

países en desarrollo como México, ya que suelen concentrar grandes poblaciones sin 

infraestructura adecuada. Así, el conocimiento de las regiones donde el clima es 

inestable (cambiante), y el saber que los eventos climáticos extremos no son 

controlables, servirá para generar algunas posibles estrategias de adaptación urbana 

para enfrentar las temperaturas extremas actuales y futuras. Por ejemplo, dichas 

temperaturas pueden abordarse rediseñando el espacio urbano, haciéndolo seguro, 

ecológico y aceptable, para reducir la vulnerabilidad y reforzar la seguridad hídrica 

urbana. Cada ciudad es un caso de análisis, y que un esquema adecuado de planeación 

urbana sustentable sólo puede lograrse mediante la participación de autoridades 

gubernamentales, sectores productivos, sector académico y actores locales. 

En este estudio se modelaron las TXX y TNN registradas en 16 estaciones climatológicas 

correspondientes a 12 ciudades de México, para periodos que variaron de acuerdo con 

las series de datos disponibles. Mediante la aplicación de la prueba no paramétrica de 

Mann-Kendall y el método de Sen, se detectó una tendencia al calentamiento urbano, 

pero no se encontró un comportamiento homogéneo en todas las ciudades analizadas. 

Una observación importante fue la prevalencia significativa de series no estacionarias 

con la TXX en la mitad de las ciudades analizadas. En el centro-occidente del país, se 

presentó una tendencia negativa significativa, quizá debido al efecto de "oscurecimiento" 

por incrementos en la contaminación por aerosoles. Por lo tanto, las tendencias anuales 

del calentamiento diurno, representadas por el TXX, no son similares en todas las zonas 

urbanas seleccionadas de México. En el caso del TNN, relacionado con el calentamiento 

nocturno, el comportamiento fue más uniforme. Específicamente, 90% de las ciudades 

son no estacionarias con una tendencia positiva significativa, y sólo dos áreas 

presentaron una serie estacionaria. Con el ajuste de la distribución GEV no estacionaria 

al conjunto de datos e incorporando la tendencia del parámetro de localización, se 

estimaron las tendencias de los niveles de retorno de 10, 20, 50 y 100 años, manteniendo 

constantes los parámetros de forma y escala. Los resultados son muy similares a los de 

los métodos no paramétricos de detección de tendencias, tanto para TXX como para 

TNN. Esto confirma el comportamiento no estacionario de la mitad de las estaciones para 

TXX, y del 90% de las estaciones para TNN. Los periodos de retorno de los extremos 
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térmicos estimados en un clima cambiante para muchas de las ciudades analizadas en 

este estudio varían significativamente, y la regularidad con la que se producen las 

temperaturas extremas es cada vez mayor. Por ello, la modelización estadística debe 

considerar este comportamiento, debido a su importancia para la evaluación de riesgos 

para la salud humana, la flora y la fauna, y las infraestructuras urbanas. El modelo GEV 

no estacionario propuesto ha proporcionado nueva e importante información relativa a 

los cambios en las temperaturas extremas, y mediante la estimación de los periodos de 

retorno, ha proporcionado su probabilidad de recurrencia. Algunos modos principales de 

variabilidad climática como mecanismos causales de atribución de temperaturas 

extremas no han sido estudiados, por lo que es una tarea pendiente. 
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3 Implementación del pronóstico computacional y la 

simulación de eventos de invierno (artículo 2) 

 

3.1 Introducción 
Los sistemas fotovoltaicos (SFV) aprovechan la irradiación solar global (GHI) y la 

convierten directamente a energía eléctrica a partir de la implementación de materiales 

semiconductores; la constante búsqueda por disminuir las emisiones de gases de efecto 

invernadero a nivel global, han favorecido el crecimiento de plantas solares y redes 

eléctricas mixtas que implementan tecnología que aprovecha diversas fuentes 

renovables. Se prevé que los SFV se conviertan progresivamente en tecnologías 

accesibles y costeables para cualquier usuario, continúen su expansión a gran escala 

por diferentes regiones geográficas y su investigación y desarrollo permanezcan 

vigentes en años futuros. Uno de los problemas operativos más importante que enfrenta 

la generación de energía solar, radica en la incertidumbre que la intermitencia y la 

variabilidad natural del recurso pueden generar. La predicción meteorológica, considera 

dos escalas temporales importantes para diferenciar la variabilidad que afecta a la 

predicción del recurso solar: 1) la predicción a mediano plazo, la cual se ve influenciada 

principalmente por patrones meteorológicos de larga duración en la atmósfera, que 

pueden comprender periodos mayores a 120 horas, o corresponder a oscilaciones 

climáticas que regulan las condiciones meteorológicas de una región por largos 

periodos (ciclos anuales o mayores); otra escala de interés, y sobre la cual se enfoca el 

análisis de este trabajo, comprende una menor cobertura temporal y espacial, y se 

conoce como 2) la predicción a corto plazo, la cual engloba las variaciones relacionadas 

a fenómenos meteorológicos de corta duración que pueden ir desde pocos minutos 

hasta días (aprox. 72 horas) y que su cobertura espacial comprende desde los 0.01 km 

ï 100 km. Las variaciones que producen los fenómenos meteorológicos como, 

tormentas, tornados y frentes, se desarrollan dentro de los horizontes espaciales y 

temporales que un pronóstico meteorológico a corto plazo es capaz de prever 

(Figura.3.1). Los modelos climáticos son una herramienta fundamental en la 

investigación de variaciones atmosféricas a largo plazo, son capaces de representar 

patrones generales de temperatura, humedad y precipitación sobre una región extensa, 

sin embargo, su baja resolución dificulta el análisis de escalas espaciales menores a 

100 km. Dentro de los métodos de predicción que son capaces de captar la variabilidad 

local, se encuentran los modelos estadísticos y los modelos numéricos 

computacionales de predicción meteorológica (NWP). Los modelos estadísticos 

requieren de una robusta base de datos climáticos y meteorológicos del sitio, a partir 

del cual se establecen relaciones estadísticas significativas para la predicción de las 

variables atmosféricas (Pirovano et al., 2014); los NWP pueden prescindir de 

información medida in situ, y optar por datos iniciales disponibles a partir de diversos 

modelos globales, datos satelitales e información de reanálisis, también permiten 
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configurar dominios de alta resolución para una región específica, y cuentan con la 

opción de seleccionar distintas parametrizaciones físicas de los procesos atmosféricos, 

con fines de experimentación a pequeñas escalas.  

En teoría, se espera que una adecuada predicción de la variable GHI obtenida del NWP, 

permitirá al usuario realizar una confiable estimación de la producción de energía a corto 

plazo basado en la capacidad instalada y las características de la tecnología del SFV, 

no obstante, los NWP cometen errores de predicción que deben ser analizados y 

evaluados, con el fin de proponer nuevas configuraciones que contribuyan a 

minimizarlos. El ajuste adecuado de las parametrizaciones y la caracterización de 

procesos atmosféricos del sitio de estudio, es un proceso clave para reducir la 

incertidumbre de las predicciones.  

 

Figura 3.1 Diagrama de escalas meteorológicas con referencia a escalas espaciales y 

temporales de algunos fenómenos atmosféricos. (AEMET, 2018)  

El objetivo del presente trabajo fue evaluar el desempeño del modelo meteorológico 

computacional WRF, mediante la simulación de un evento meteorológico de 

mesoescala en la región desértica del noroeste de México, para el periodo de invierno 

del 2017; el evento de interés fue elegido por haber generado a su paso sobre el sitio 

de estudio, cambios abruptos en la GHI y las variables de temperatura ambiente (Tamb) 

y humedad relativa (Hrel), así como haber favorecido nublados a diferentes alturas. 

Cada experimento fue ejecutado en el modelo WRF bajo 4 configuraciones distintas de 

parametrizaciones de radiación solar y los resultados obtenidos se compararon con las 

mediciones en superficie de estaciones meteorológicas automáticas y piranómetros 

solares. La comparación estadística de los valores pronosticados por el modelo y las 

mediciones en superficie, mostraron las configuraciones del modelo y los esquemas de 

parametrización solar que lograron estimar las variables de GHI, Tamb y Hrel con 

menores errores durante el paso del evento. 
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3.1.1 El modelo numérico computacional WRF 
WRF es un modelo NWP y un sistema de simulación atmosférica diseñado para 

investigación y aplicaciones operacionales (Skamarock et al., 2008); representa el 

estado de la atmósfera en una malla tridimensional en términos de variables 

fundamentales, es considerado un modelo tipo no-hidrostático que resuelve las 

ecuaciones primitivas que controlan la circulación atmosférica, permite pronosticar 

variables meteorológicas con una alta resolución a partir de una condición inicial y una 

de frontera. Dentro del modelo existe la posibilidad de configurar parámetros que 

influyen en procesos atmosféricos físicos relacionados a la radiación, convección, 

microfísica de nubes, etc. Dichos procesos tienen lugar principalmente a niveles bajos 

de la atmósfera y son representados mediante módulos denominados 

parametrizaciones físicas, que consisten en algoritmos que calculan el efecto del 

fenómeno de manera indirecta a partir de las variables que el modelo si es capaz de 

resolver, y una vez resuelto, el efecto o tendencia se aplica a subyacentes campos del 

modelo (García-Diez, 2013).  

 

3.2 Parametrizaciones de radiación solar 
Las principales variaciones que afectan a la radiación solar a su paso por la atmósfera, 

se deben en su mayoría a los procesos de dispersión por nubosidad, sin embargo, la 

dispersión por aerosoles y la humedad, también juegan papel importante. Muchos 

modelos NWP, han minimizado las afectaciones debido a la dispersión por aerosoles, 

y se han limitado al uso de datos climáticos para sustituir la carencia de métodos de 

medición para obtener estos valores en el área modelada. Esta simplificación ha llevado 

a que los modelos cometan errores de hasta el 20% en sus predicciones (Ruiz-Arias et 

al. 2013). Actualmente, más modelos incluyen avanzados esquemas de 

parametrización de radiación solar. Muchos están basados en la solución de la teoría 

de transferencia radiativa para 2 y 4 corrientes en 14 bandas espectrales. Un ejemplo 

es el esquema RRTMG (Iacono et al., 2008) y su antecesor RRTM (Clough et al., 2005); 

estos esquemas conjuntan la necesidad de los modelos globales y regionales en la 

predicción solar. RRTMG se enfoca en la representación de variaciones debido al vapor 

de agua, dióxido de carbono, nitrógeno, aerosoles, dispersión de Raleigh y nubosidad. 

RRTMG y RRTM guardan gran similitud, pero su mayor diferencia radica en sus 

múltiples cálculos de dispersión y las parametrizaciones de nubosidad a subescalas. 

Bajo condiciones de cielos despejados, se puede esperar que RRTMG cometa un error 

de predicción cercano al 0.3% con respecto de RRTM (Iacono et al., 2008). Otro 

esquema importante es Goddard, desarrollado por la NASA en el Goddard Space Flight 

Center (Chou y Suarez, 1999) para su aplicación a modelos climáticos. Con similitud al 

esquema Goddard, Fu-Liou-Gu (FLG) (Gu et al., 2011), calcula el flujo a partir del 

método delta de 4 y 2 corrientes para 6 bandas espectrales; menos que cualquier otro 

esquema anterior. El modelo WRF cuenta con más de 10 esquemas en radiación de 

onda corta (SW) y larga (LW). Los cuatro esquemas de parametrización mencionados 
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anteriormente, corresponden a la metodología utilizada por Incecik et al., en el 2019 

para Turquía, y de acuerdo a su estudio, se consideran las opciones más relevantes 

por sus distintos algoritmos de cálculos de flujos, representaciones de numero de 

bandas espectrales y simulación de diversas fuentes de dispersión (gases y aerosoles); 

estas parametrizaciones destacan también por su exploración en estudios previos y su 

vigencia en el modelo. 

 

3.3 Eventos meteorológicos en la zona de estudio 
Mexicali, B.C., es una ciudad fronteriza localizada al extremo noroeste de México, 

colinda al norte con el estado de California y al noreste con Arizona y Sonora. Durante 

verano, promedia una temperatura máxima de 42 °C y máximas extremas de 45 °C; en 

invierno, durante los meses de diciembre a febrero, se pueden registrar temperaturas 

mínimas promedio de 9 °C y mínimas extremas de 2.5 °C (Urias et al., 2021). Es posible 

alcanzar una GHI máxima de 1200 W/m2 en verano y 600 W/m2 algunos días de 

invierno. Uno de los principales eventos meteorológicos que afectan a la región 

desértica del noroeste del país durante el invierno y generan intermitencia a corto plazo 

en la GHI, son los frentes fríos (FF). Cuando dos masas de aire, una fría y otra cálida, 

chocan entre sí, la masa de aire frío desplaza a la de aire cálido y la superficie que 

separa una de otra se denomina ñfrente fr²oò (Lazaridis, 2011). El desplazamiento de un 

FF, genera intensos desplazamientos verticales en la atmósfera, el aire forzado a 

ascender es enfriado adiabáticamente y como el ascenso del aire cálido es rápido y 

abrupto, no sólo hay formación de nubes bajas y medias sino también de grandes nubes 

de desarrollo convectivo, asociadas a tormentas, niebla o intensa lluvia, en periodos 

cortos. Los FF que se registran en el país, tienen origen cerca del polo norte, cruzan 

parte de la costa oeste de los E.U.A. y llegan al norte de México. Son por lo regular 

sistemas con duración de tres a siete días, usualmente generan lluvia moderada, 

favorecen la disminución de las temperaturas y el aumento de las velocidades del 

viento, su influencia también favorece la formación de nublados parciales, lo cual genera 

una gran variabilidad de la GHI que llega a superficie. Su ocurrencia va de septiembre 

a mayo y la mayoría acontece en temporada invernal. Por cumplir con las características 

de duración y variabilidad que genera la influencia de un caso típico de invierno en la 

región, se seleccionó como caso de estudio un evento frontal que afectó a la zona 

noroeste de México durante enero del 2017; periodo del cual se cuenta con registros de 

información meteorológica medida en superficie. 

 

3.4 Metodología 

3.4.1 Datos iniciales y observaciones 
Para las condiciones iniciales del modelo WRF se utilizaron los datos de Análisis Global 

Operacional Final (FNL, por sus siglas en inglés) del Centro Nacional de Predicción y 

Medio Ambiente (NCEP, por sus siglas en inglés), tienen una resolución espacial de 1°x 
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1° y una resolución temporal de 6 horas, 26 niveles en la vertical y una cobertura global. 

Con la finalidad de realizar una comparación visual y estadística de las salidas 

obtenidas del modelo WRF, se utilizaron datos observados en superficie por estaciones 

meteorológicas automáticas modelo Davis Vantage Pro2 y un piranómetro 

Kipp&Zonnen CMP-10, instalados en el Instituto de Ingeniería UABC-Mexicali. Para 

contrastar los resultados de las simulaciones, también fueron recabados los datos 

horarios correspondientes en la base de información climática POWER de NASA y se 

a¶adi· una comparaci·n de control con los datos del ñPron·stico de persistenciaò, el 

cual consiste en mantener los mismos valores medidos en un día, para las próximas 24 

horas, es decir, prescindir de una predicción y esperar que las condiciones del día 

anterior se repitan. 

 

3.4.2 Dominios y configuración del experimento 
 Se utilizaron tres dominios, un dominio madre (D01) y dos anidados o interiores (D02 

y D03), como se detalla la figura 3.2. En estos dominios se mantuvo una relación en la 

resolución de 3:1, con la resolución mayor en el D03, centrada en el sitio de estudio. 

Los dominios fueron dimensionados de esta manera para poder captar la ocurrencia y 

el progresivo desplazamiento de los fenómenos de mesoescala que se desarrollan 

cerca de la costa al noroeste e ingresan por el oeste de la región. 

El experimento comprendió un periodo de simulación de 120 horas (FF0:17/01/2017-

21/01/2017). Las simulaciones se realizaron con el modelo WRF versión 4.3 

(Skamarock et al., 2008) y se aplicaron 4 opciones distintas de configuración (Tabla 

3.1). El enfoque de este trabajo hacia la mejora de la predicción de GHI, propuso variar 

principalmente las parametrizaciones de radiación en cuatro combinaciones de SW y 

LW, mientras que el resto de las parametrizaciones como Microfísica, Superficie y 

Cumulus sólo sufrieron cambios necesarios debido a la compatibilidad de las opciones 

entre sí. Los resultados fueron extraídos del dominio de mayor resolución (D03), de 

acuerdo a las coordenadas de la estación meteorológica de donde se obtuvieron las 

mediciones.  

 

Figura 3.2 Dominios de las simulaciones del área de estudio. (Elaboración propia) 
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Tabla 3.1 Opciones de configuración utilizadas en las simulaciones del FF0. 

Parametrización op0 op1 op2 op3 

Radiación 

SW/LW RRTMG/RRTM FLG/FLG Dudiah/RRTM N Godard/N Godard 

Microfísica WSM6 Thompson WRF single Godard ICE 

Superficie Monin Obukhov Monin Obukhov Monin Obukhov Monin Obukhov 

Cumulus Kain Firtsch Kain Firtsch Kain Firtsch Kain Firtsch 

 

Para la evaluación de los resultados, se calcularon los errores estadísticos entre los 

datos simulados y los medidos de GHI, Tamb y Hrel, se utilizaron el Error Absoluto 

Medio (Mean Absolute Error, MAE), que representa la medida de la cercanía entre los 

valores medidos y estimados en términos de valor absoluto (Ec. 5), y el Porcentaje de 

Sesgo (Pbias%), que representa una medida de la tendencia media de los valores 

simulados a ser mayores o menores que los observados (Ec.6). También se utilizaron 

diagramas de Taylor; estos muestran un resumen estadístico de cómo los resultados 

de un modelo, coinciden en términos de dispersión (desviación estándar) y correlación 

(coeficiente de correlación de Pearson) entre sí. El diagrama compara entre valores 

modelados y observados. Los valores de referencia normalizados para GHI, Tamb y 

Hrel, corresponden a los valores medidos y se ubican en la parte central inferior del 

diagrama. 
 

(5) 

ὓὃὉ
ȿὢὩίὸὭάὥὨὥὢέὦίὩὶὺὥὨὥȿ

ὔ
 

(6) 

ὖὦὭὥίϷ ρππz
В ὢὩίὸὭάὥὨὥὢέὦίὩὶὺὥὨὥ

В ὢέὦίὩὶὺὥὨὥ
 

3.5 Discusión de resultados 
Los principales resultados en términos de la comparación de los errores de predicción, 

se discutieron mediante los estadísticos MAE y Pbias% (Tabla 3.2). Los valores de MAE 

menores en la Tamb fueron simulados en la opt2 con un valor de 1.2 °C, similar al valor 

mostrado por el pronóstico de persistencia; la opt0 y los valores de NASA, fueron las 

opciones que presentaron un mayor error. Respecto a los valores simulados de Hrel, 

las opciones del modelo obtuvieron mejores resultados por encima de NASA y el 

pronóstico de persistencia, con apenas un delta de variación del MAE de 1.3% entre 

estas. Finalmente, la GHI mostró los valores menores de MAE en la Opt2 (32.2 W/m2) 

y NASA (21.5 W/m2). A diferencia del MAE, los valores del Pbias% pueden ser 

comparados entre variables distintas mediante un porcentaje que indica la 

sobreestimación o subestimación de los valores, sin embargo, es necesario considerar 

la magnitud de las variaciones diarias y el comportamiento nocturno de la GHI. Los 
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valores de Pbias% muestra que los porcentajes menores correspondieron al pronóstico 

de persistencia (-1.2%), seguido por NASA (4.3%). De las opciones de configuración 

propuestas, la opt2 mostró los valores más favorables de Pbias% con un 14.6% en GHI, 

mientras que la opt1 obtuvo el mayor porcentaje de sesgo con 32.3%. También en la 

opt2, las variables Tamb y Hrel tuvieron una buena estimación con valores bajos de 

1.6% y -2.9% respectivamente. Por último, es importante destacar que los datos NASA 

cometieron los mayores errores en ambos estadísticos para Tamb y Hrel. 
 

Tabla 3.2 Resultados del MAE y Pbias% para cada opción de configuración de la simulación 
del FF0 comparadas con los datos medidos. 

 Persistencia opt0 opt1 opt2 opt3 NASA 

MAE  

T ambiente °C 1.2 1.7 1.4 1.2 1.3 2.4 

H relativa %  13.9 11.4 12.3 11.7 11.0 15.8 

GHI W/m 2 53.0 45.1 45.4 32.2 46.2 21.5 

Pbias % 

T ambiente °C -0.7 10.0 7.3 1.6 6.1 -11.9 

H relativa %  0.4 -13.8 -11.5 -2.9 -11.7 26.2 

GHI W/m 2 -1.2 24.4 32.3 14.6 24.1 4.3 

 

Los resultados de los valores simulados por las opciones de configuración, también 

fueron calificados gráficamente en términos de los valores del coeficiente de correlación 

de Pearson y la desviación estándar con un diagrama de Taylor (Figura 3.3); una de las 

predicciones con mayor similitud a los datos medidos, fue NASA en la variable GHI, 

seguido muy cerca por la configuración opt2; el resto de las opciones de la misma 

variable, se ubican muy cerca entre sí con valores que rondan una correlación de 0.92-

0.94. La variable Tamb, rondó los valores de correlación 0.85-0.89 en las opciones de 

configuración, mientras que la NASA mostró el valor más bajo con 0.82. Finalmente, es 

posible observar que las predicciones de Hrel tienen los valores más bajos de 

correlación y más alejados de los valores de referencia. 
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Figura 3.3 Diagrama de Taylor de los resultados de GHI (amarillo), Tamb (rojo) y Hrel 

(negro) para cada configuración, datos medidos de NASA y el pronóstico de 

persistencia (persi). 

3.6 Conclusiones 
 

Las predicciones de las variables GHI, Tamb y Hrel realizadas por el modelo WRF bajo 

4 opciones de parametrización, mostraron en su evaluación, que son capaces de 

simular el comportamiento de las condiciones atmosféricas ante el paso de un sistema 

de invierno de mesoescala. En este trabajo, el objetivo principal se centró en mejorar 

las predicciones de GHI, sin embargo, se analizaron las variables de Tamb y Hrel por 

ser consideradas de gran variabilidad durante eventos de invierno, además de la 

búsqueda de una posible correlación entre la mejora de la predicción de estas con 

respecto a la GHI. Las predicciones que obtuvieron los errores menores, fueron las de 

la variable Tamb; de igual manera se reflejó una sobreestimación en los valores del 

Pbias%. Las predicciones de Hrel, mostraron valores diversos en los errores, sin 

embargo, no rebasaron el 13% de sobreestimación en los casos menos favorables. Que 

la variable Hrel haya respondido con valores bajos de correlación y un porcentaje de 

error relativamente alto, podría obedecer al comportamiento y la variabilidad natural de 

las mediciones en sitio, un ejemplo es la humedad relativa, pues registra cambios 

rápidos durante la llegada de una masa de aire frío y húmedo. Se puede concluir para 

la Hrel que el modelo no logró simular la magnitud de esta a lo largo de todo el periodo, 

sin embargo, si fue capaz de simular la variabilidad que produjo la influencia del sistema 

frontal. 
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Las simulaciones de GHI, destacaron por su favorable representación en la variabilidad 

y magnitud del evento. Fue durante los periodos de ingreso del sistema frontal sobre la 

región, cuando el modelo cometió algunos errores de sobreestimación y falta de 

sensibilidad a la rápida variabilidad generada por la nubosidad y humedad. Los datos 

NASA, destacaron como una herramienta potencial para ajustar los valores de las 

mediciones satelitales a futuros eventos frontales, pues como pronóstico a futuro, no 

son una herramienta con acceso a información actualizada en tiempo real.  

La comparación del pronóstico de persistencia y las predicciones generadas, denotaron 

la capacidad del modelo y sus configuraciones, para mejorar la predicción del evento 

simulado; sin embargo, en el caso de la GHI, el análisis de resultados no demostró de 

manera clara el desempeño de las predicciones, debido a que en la evaluación 

estadística fueron considerados los periodos nocturnos de GHI=0 W/m2, y que los 

periodos de variabilidad debido a nublados intermitentes representaron menos del 20% 

del total del periodo, por lo que en futuros ejercicios de simulación, se propone que esta 

variable sea evaluada excluyendo los periodos nocturnos. De manera generalizada y 

basado en la observación de los diagramas de Taylor y los estadísticos de error, se 

puede concluir que la configuración del modelo correspondiente a la opt2, tuvo el mejor 

desempeño en la predicción de la variabilidad de un sistema frontal en la región 

desértica. Este análisis brinda una configuración del modelo WRF que puede ser 

utilizada como una herramienta de predicción meteorológica operativa a corto plazo 

para sistemas fotovoltaicos y redes mixtas, ante la influencia de sistemas invernales en 

regiones desérticas. En investigaciones futuras, se propone que la configuración opt2 

sea probada bajo distintas opciones de parametrizaciones de capa límite planetaria, se 

evalúe su desempeño en otras regiones climáticas similares y se incremente la muestra 

de eventos meteorológicos simulados. 
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Anexo A (artículo 1) 
Trends in Temperature Extremes in Selected Growing Cities of México 

Under a Non-Stationary Climate  

Revista: Atmósfera  

34(3), 233-254 (2021) 
https://doi.org/10.20937/ATM.52784 

México es un país vulnerable a los eventos climáticos extremos, sin embargo, el impacto no es uniforme 

en todas sus regiones, por lo que se analizan y modelan las temperaturas extremas de 12 ciudades de 

México, bajo la suposición de un clima no-estacionario. A partir de la base climatológica disponible de 

temperaturas máximas y temperaturas mínimas, se estimó su tendencia temporal con las pruebas no-

paramétricas de Mann-Kendall y el método de pendiente de Sen, y se utilizó la Distribución Generalizada 

de Valores Extremos (GEV), para modelar ambas temperaturas. Para evaluar la fortaleza de los modelos 

propuestos con la incorporación de una covariable, se utilizó la Prueba de Razón de Verosimilitud, y los 

Criterios de Información de Akaike y de Bayes, y se estimaron los niveles de retorno para escenarios 

temporales futuros. Se detectó una tendencia al calentamiento urbano, tanto con las pruebas no-

paramétricas, como con la distribución GEV, aunque con comportamiento heterogéneo: en la serie de la 

temperatura máxima, la mitad de las ciudades analizadas se mostró no-estacionaria, de las cuales, la ciudad 

de Guadalajara, situada en el centro-occidente del país, presentó tendencia negativa. En el caso de las 

temperaturas mínimas su tendencia fue más uniforme, el 90% de las ciudades se mostraron no-estacionarias 

con tendencia positiva, y solo un 10%, una zona urbana al oriente de la zona metropolitana del Valle de 

México (Milpa Alta), y una ciudad costera del Golfo de México (Veracruz), mostraron una serie 

estacionaria. Se concluye que los períodos de retorno de extremos térmicos estimados en un clima 

cambiante, varían temporalmente, por lo que la modelación estadística debe tomar en cuenta ese 

comportamiento debido a su importancia para valoraciones de riesgos y propósitos de adaptación. 
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Anexo B (artículo 2) 
An Assessment of the Weather Research and Forecasting Model for Solar Irradiance 

Forecasting under the Influence of Cold Fronts in a Desert in Northwestern 

Mexico 
Revista: Atmosphere, October 2024 

DOI: 10.3390/atmos15111300 

 
Los pronósticos meteorológicos son una herramienta útil para prever las variaciones a corto plazo de la 

irradiación solar provocadas por cambios en las condiciones atmosféricas a mesoescala y mejorar la 

operatividad en sistemas de generación eléctrica activados por energía solar. Gran parte del noroeste de 

México comprende un clima desértico con altos niveles de recurso solar; los cielos despejados y bajos 

niveles de humedad durante la mayor parte del año, propician condiciones favorables para su 

aprovechamiento. Sin embargo, en invierno el desplazamiento de masas de aire frío provenientes de 

latitudes polares, generan cambios abruptos en el comportamiento de las variables atmosféricas, lo que 

incrementa el error de los pronósticos a corto plazo. Este trabajo se enfoca en la evaluación del modelo 

WRF para el pronóstico de la irradiación solar global (GHI) considerando distintas parametrizaciones de 

radiación solar de onda corta (SW) y larga (LW), durante la influencia de cinco frentes fríos (FF) que 

afectaron a la región desértica del noroeste de México entre el 2017 y 2020. El FF fue simulado bajo cuatro 

principales configuraciones de SW: Rapid Radiative transfer Model for GCMs (RRTMG), Fu-Liou-Gu 

(FLG), Dudiah y New Goddard. Los resultados se evaluaron con datos medidos en superficie e información 

climática del proyecto de Predicción Global e Recursos Renovables (POWER) de NASA. La GHI 

pronosticada con la configuración Dudiah (SW), mostró que existe una sobreestimación del modelo WRF 

durante la mayor parte de los periodos analizados; las predicciones más acertadas, obtuvieron valores de 

correlación entre 0.85 a 0.91 y un Error Medio Absoluto (EMA) entre los 15-45 W.m-2. En lapsos en donde 

la intermitencia de nublados predominó, el porcentaje de sesgo (Mbias), aumentó hasta casi un 20%. La 

evaluación de las diferentes configuraciones propuestas, muestra las ventajas que la predicción de la GHI 

tiene principalmente con las parametrizaciones de radiación Dudiah de SW y Rapid Radiative Transfer 

Model (RRTM) de LW; esto brinda una herramienta meteorológica útil para mejorar la planeación y 

regulación de la generación eléctrica de las centrales activadas por energía solar ante el paso de sistemas 

meteorológicos invernales de mesoescala. 
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Anexo C (artículos coautoría) 

 
Numerical modeling of soil temperature variation under an extreme desert climate 

 

Revista: Geothermics  

julio del 2023 

https://doi.org/10.1016/j.geothermics.2023.102731 

 

Influence of mixing height and atmospheric stability conditions on correlation of NO2 columns and 

surface concentrations in a Mexico-United States border region 

 

Revista: Atmospheric Science Letters  

11 mayo del 2021 

https://doi.org/10.1002/asl.1024 
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