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RESUMEN

Resumen de la tesis de Jorge Enrique Preciado, “Sistema clasificador de servicios 5G/B5G

soportado por técnicas de Machine Learning”

La ultima generacién de redes inaldmbricas moéviles que se estd implantando en el mundo se conoce como
red 5G. Esta red de comunicaciones esta pensada como una red centrada en proporcionar servicios no solo
a humanos sino a atender las necesidades de los mercados verticales. Los proveedores de servicios de
infraestructura de comunicaciones se enfrentan a lo que quizd sea el mayor reto de su existencia en el
despliegue de redes 5G: el desafio de ofrecer simultdneamente servicios con la mejor Calidad de Servicio
(QoS) asi como atender a los usuarios para que experimenten una mejor Calidad de Experiencia (QoE). Las
caracteristicas de desempefio (KPI) y de calidad (KQl) de los servicios hacen que su comportamiento incida
en el desempefio de las redes por lo que se necesita identificarlos plenamente. La clasificacion de servicios
en redes 5G / B5G (Beyond 5G) toma relevancia para los proveedores de servicios de telecomunicaciones ya
que les permite seleccionar con precision los segmentos de red asignando los recursos necesarios para cada
servicio, mejorando asi la QoS de la red y la QoE percibida por los usuarios, y asegurando el cumplimiento
del Acuerdo de nivel de servicio (SLA).

Algunos proyectos han desarrollado sistemas para clasificar estos servicios basados en los indicadores KPI)
que caracterizan los diferentes servicios. Sin embargo, aunque los indicadores clave de calidad (KQl)
también son importantes en las redes 5G y generalmente no los consideran. En este trabajo, se propone
un clasificador de servicios que utiliza un enfoque de aprendizaje automatico (ML) basado en el aprendizaje
supervisado (SL), para mejorar la clasificacidn y respaldar asi una mejor distribucion de recursos y tréafico a
través de redes basadas en 5G/B5G. Una de las premisas mas importante, es considerar la inclusidn de los
KQl (adicionalmente a los KPI) y demostrar a través de simulaciones, que el esquema propuesto logra una
mejor prediccién con un clasificador Random Forest, con una precision del 97% y un coeficiente de
correlacién de Matthews del 96,6%. Se prevé que la clasificaciéon de servicios continuard como tema
relevante en la investigacién de requerimientos, casos de uso y capacidades de redes futuras (2030 y
posteriores).
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ABSTRACT

The latest generation of mobile wireless networks implemented in the world is known as the 5G network.
This communications network designed as a network focused on providing services to humans and meeting
the needs of vertical markets. Communications infrastructure service providers face the greatest challenge
of their existence in the deployment of 5G networks: the challenge of simultaneously offering services with
the best Quality of Service (QoS) and serving users to experience a better quality of service Experience (QoE).
The performance (KPI) and quality (KQI) parameters of the services affect their performance behavior of the
networks, so it is necessary to identify them entirely. Therefore, the classification of services in 5G/B5G
(Beyond 5G) networks becomes relevant for telecommunications service providers. Besides, the
classification allows them to select the network segments allocating the necessary resources for each
service, thus, improving the network's QoS and QoE perceived by users and ensuring compliance with the

Service Level Agreement (SLA).

Some projects have developed systems to classify these services based on the KPIs that characterize the
different services. However, although the quality indicators (KQls) are also crucial in 5G networks, they are
commonly not considered. We propose a service classifier that uses a machine learning (ML) approach based
on supervised learning (SL) to improve classification and thus support the better distribution of resources
and traffic over 5G-based networks. Considering the KQl inclusion (additionally to the KPI) is one of the most
critical premises. We demonstrate through simulations that the proposed scheme achieves a better
prediction with a Random Forest classifier, getting a precision of 97% and a Matthews correlation coefficient
of 96.6%. The classification of services will continue as a relevant topic in investigating requirements, use

cases, and capacities of future networks (2030 and later).

Palabras Clave: Gestion de servicios y redes 5G/B5G, modelos predictivos, Machine Learning, clasificacion de

servicios, KPIl, KQl, QoS, QoE, SLA.
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1 PRESENTACION

1.1 Introduccion

En los ultimos afios, debido sobre todo al crecimiento inusitado de necesidades de los
usuarios, del desarrollo de dispositivos electrénicos, se entrd en una carrera y espiral
tecnolégica vertiginosa. Los sistemas de comunicacion méviles inaldmbricos, en particular
los de telefonia celular han tenido que evolucionar al mismo ritmo, las generaciones de

telefonia celular muestran un ciclo de desarrollo cada 10 afnos.

Desde la aparicion de la telefonia celular conocida como de primera generacién (1G) en la
década de 1980, éstas fueron siempre centrado en el cliente como ser humano, donde el
servicio de voz fue el predominante y el hombre empezaba a no estar estdtico. Cada
generacion ha estado caracterizada por aspectos que van desde servicios analégicos,
digitales, protocolos, arquitecturas de red, frecuencias de operacién, didmetros de celdas,
coberturas, nimero de usuarios atendidos, y un sinfin de parametros que especifican su
funcionamiento y desempefio. Asi, a partir de la segunda generacidn (2G) se introduce la
tecnologia digital a velocidades de pocos kilobits por segundo donde el servicio de voz
continla en forma prioritaria; a la fecha 2021, las tecnologias de redes celulares
mayormente instaladas van desde la tercera a la cuarta generacién y sus variantes. Los
servicios digitales se han vuelto mas exigentes de recursos de red buscando proporcionar a
los usuarios una mejor prestacion. Si bien la voz continua solicitada, ha sido suplantada por
otros servicios como video-llamadas, realidad virtual, realidad aumentada, conexidon de
dispositivos como sensores y otros servicios digitales que exigen a la red, un mejor

desempeiio.

Las comunicaciones moviles han cambiado profundamente la vida cotidiana, y el deseo de

las personas por una comunicacién mévil de mayor rendimiento es continua. La red movil



de quinta generacién (5G) emerge para soportar demandas nuevas y sin precedentes mas
alla de la capacidad de los sistemas de generacidn previa. 5G viene a cambiar el paradigma,
se convierte en un sistema centrado en los servicios, en proporcionar servicios digitales;
servicios donde confluyen los conocidos como virtuales, los en demanda, los ubicados en la
nube; situaciones como éstas, hacen que los tiempos de respuesta que exigen los usuarios

de los servicios y de los proveedores y operadores de los mismos crezca.

1.2 Justificacion

En reunion de la Unidn Internacional de Telecomunicaciones (ITU, por sus siglas en inglés,
International Telecommunications Union), el sector de radiocomunicaciones planteé como
un gran reto de las redes inaldmbricas 5G, el cumplir los requisitos de las
Telecomunicaciones mdviles internacionales para 2020 (IMT-2020, por las siglas del
término en inglés, International Mobile Telecommunications) [1]. Se proyectd a 5G como
una tecnologia de comunicaciones habilitadora, capaz de soportar los tres casos de uso
genéricos, heterogéneos y con caracteristicas de trafico diferentes que exigen requisitos

estrictos y especificos de la red movil.

Actualmente (2021), alrededor del mundo se han desplegado redes 5G, donde los
operadores realizan pruebas sobre las aplicaciones existentes, de estas ultimas los
desarrolladores trabajan arduamente y no se tienen, aun, resultados fehacientes de que se
estdn cumpliendo las expectativas planteadas. Diversos paises de Latinoamérica realizan
negociaciones con fabricantes y operadores de tecnologias 5G, asi como adecuaciones a sus
leyes y reglamentos para estar en condiciones tecnolégicas y legales de afrontar el

despliegue de este sistema de comunicaciones.

En las referencias [1], [2] y [3] se resumen algunos de los requerimientos que debe soportar

la red 5G, entre los que se destaca:



= Ofrecer una experiencia de usuario consistente en una variedad de escenarios,
incluidos los casos de Banda Ancha Mévil Mejorada (eMBB, por las siglas del término
en inglés, enhanced Mobile Broadband), el cual admite conexiones estables con
velocidades de datos pico muy altas; servicios de ultra-baja latencia y de alta
confiabilidad (urLLC, por las siglas del término en inglés, Ultra-reliable and Low
Latency Communication), que soportan transmisiones de paquetes de pequefias
cargas utiles a muy baja latencia y con alta confiabilidad desde un conjunto limitado
de terminales; y por ultimo, servicios de comunicacién masiva tipo maquina (mMTC,
por las siglas del término en inglés, massive Machine Type Communication), el cual
admite un masivo numeros de dispositivos conectados que solo estdn
esporadicamente activos y envian una pequefa carga de datos.

* Proporcionar una experiencia al usuario de latencia de casi cero, y una velocidad de
datos de acceso similar a la fibra ptica.

* Conectar mas de 100 millones de dispositivos.

* Proporcionar una optimizacion de recursos inteligente basada en servicios.

= Mejorar la eficiencia energética y de costos en mas de cien veces.

Los autores en [1], [2] mencionan que 5G penetrard en cada elemento de la sociedad y
creara un ecosistema de informacion centrado en el usuario. 5G permite a los usuarios
nuevos servicios incluyendo: Realidad Aumentada, Realidad Virtual (AR, VR, por las siglas
de los términos en inglés, Augmented Reality y Virtual Reality; respectivamente), Internet
de las Cosas (loT, por las siglas del término en inglés, Internet of Things), vehiculos

autéonomos y muchos mas.

Los servicios solicitados por los usuarios son tan diversos que los patrones que los
distinguen como sus indicadores claves de desempefio o rendimiento (KPI, por sus siglas en
inglés Key Performance Indicator) y de calidad (KQl, por sus siglas en inglés Key Quality
Indicators) como su ancho de banda, latencias, pérdidas de paquetes, disponibilidad,
tiempos de interrupcion, etc., afectan la calidad de los servicios y la percepcion de los

usuarios.



Una de las formas para ayudar a una mejor experiencia de usuario y que provoque un
acercamiento a los verdaderos valores de los estandares es una correcta clasificacion de los
servicios que se soliciten. Las variaciones en los patrones de comportamiento limitan

identificar la actividad de la red.

Un operador de red necesita poder clasificar los servicios que los usuarios requieran. No se
trata solo de identificar el servicio, se debe conocer los indicadores claves de desempefio
(KPI) y calidad (KQl) del mismo [4]; eso permitira entre otras cosas, que el operador asigne
los recursos de red mds adecuados, gestionar el desempefio y poder satisfacer las
necesidades del usuario e inferir una mejor QoS/QoE. Por la heterogeneidad vy
requerimientos que tienen los servicios 5G, para un mejor soporte de la infraestructura de
la red y una mejor QoS/QoE el operador requiere de técnicas de aprendizaje automatizado
(ML por las siglas del término en inglés, Machine Learning) para detectar e identificar los
patrones en la red relacionados con los servicios. En [4],[5] se menciona que con el
conocimiento pleno de los servicios que circulan por la red, se posibilita el establecimiento
y posterior cumplimiento de los Acuerdos a nivel de servicio (SLA, por las siglas del término

en inglés, Service Level Agreement) y la automatizacion en todos los niveles.

1.3 Descripcion del problema

Las redes 5G no son una simple evolucién de las redes actuales, son redes con una gestién
mas compleja, sobre todo porque aun no se cuenta con suficientes datos de su operacioén.
Para identificar los requerimientos claves de 5G, se tienen que ver desde dos puntos de

vista, desde una perspectiva de usuario y desde la perspectiva del operador.

En la actualidad, los sistemas de clasificacion de servicios 5G que utilizan ML tienen en
cuenta los KPI como factor principal para realizar la clasificacion. No obstante, es necesario
considerar los indicadores KQIl para lograr la mejor clasificacion posible, ya que estos
permiten considerar no solo la perspectiva del desempefio de la red sino adicionalmente la

del usuario que solicita un servicio.



Con la finalidad de mostrar la importancia que tiene el identificar lo mas preciso posible los
servicios en redes de nueva generacion(5G/B5G), se realiza un grafico de dispersion para
observar la distribucion que tienen algunos servicios 5G seleccionados, se hizo
considerando dos parametros de KPl muy importantes: latencia E2E vy jitter. La Figura 1,

muestra como se dispersan los servicios considerados, donde cada color representa un

servicio:
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Figura 1. Distribucion de los servicios 5G para KPI de latencia E2E y jitter [Elaboracidn

propia].

De la Figura 1, se puede apreciar que los servicios 5G de Vo5G, vehiculos conectados,
vigilancia en video e ITS con requisitos de latencia E2E superior a los 60ms, son faciles de
identificar. Estos servicios estan agrupados y se pueden distinguir a simple vista (ver circulo
color azul). Sin embargo, en la medida que los requisitos de latencia E2E y jitter disminuyen,
se puede observar (circulo rojo) que la mayoria de los servicios tienen practicamente los
mismos requisitos. Por ejemplo, se hace muy dificil para un humano identificar, sin el apoyo
de un algoritmo de ML, entre los servicios de automatizacion de las industrias y redes
inteligentes. En el capitulo 4 se detalla la programatica utilizada para el andlisis; por

ejemplo, para generar la Figura 1 se emplea Python vy la libreria Seaborn, que tiene la



funcidn scatterplot, donde se le introducen los KPI que se quieran graficar y otros

pardmetros de entrada de la funcién.

Por lo anteriormente mencionado, se evidencia la influencia e importancia de los
pardmetros de desempeno (KPI) y adicionalmente los de calidad (KQl) en la identificacién
plena de los servicios, por lo que se resalta la necesidad de contar con un sistema de
clasificacién de servicios 5G/B5G, el cual ayudard al operador a tener la certeza del servicio
a atender, y proporcionar los recursos de red indicados para no tener un sobre
aprovisionamiento, lo que ocasionara un desperdicio de recursos, o en caso contrario no

suministrar los suficientes recursos y que el desempefio de la red no sea el 6ptimo.

1.4 Pregunta e hipotesis de investigacion.

Bajo la premisa de, si se conoce con mayor certeza el servicio que solicita cursarse por una
red 5G, el operador podra gestionar y asignar, en forma mas eficiente, los recursos de red

que requiera y cumplir con los compromisos (SLA) y de calidad.

Al dia de hoy, la carencia de informacidn sobre los valores de los pardmetros de KPI y KQl,
sobre todo valores de reales de operacién, constituye un reto para la elaboracién de este
trabajo. La documentacion existente, asi como los diferentes proyectos respecto al tema no
definen métricas sobre los valores de los KPl y KQI de los distintos servicios, que son de vital
importancia para la clasificacién de servicios 5G. Empieza a surgir informacion por parte de

los operadores sin embargo aun se tiene bajo resguardo.

La complejidad, flexibilidad, dinamismo y la correlacién entre las multiples variables de los
extensos datos que se manejan en las redes 5G no se pueden hacer en un solo analisis sin
ayuda computacional [6], se requiere que la red en si sea gestionada de un modo
automatizado. El aprendizaje automatizado (ML) es una de las herramientas mas

prometedoras en cuanto a inteligencia artificial (Al, por sus siglas en inglés Artificial



Intelligence) se refiere y se ha considerado su apoyo a la gestion cognitiva de las redes 5G

[7].

Aseveraciones como las consideradas lineas arriba llevan a plantear la siguiente pregunta
de investigacion, ¢Es posible mejorar la clasificacion de servicios en redes 5G al considerar
adicionalmente a los pardmetros de desempefio los de calidad?, afirmaciones como la
planteada en la pregunta de investigacion permite trabajar el tema bajo la consideracién de
la hipdtesis siguiente; “Es posible lograr identificar en forma mas plena los servicios a cursar
por infraestructura de red 5G, si se consideran los parametros claves de calidad en unién

de los parametros claves de desempefio de cada servicio bajo estudio”.

1.5 Objetivo General

El objetivo principal de este trabajo es desarrollar un sistema de clasificacion de los servicios
5G, que utilice técnicas de ML. El sistema clasificador de servicios debera manejar los
pardmetros claves tanto de desempeiio (KPI), como de calidad (KQl) ya que se considera
que, la inclusidon de estos ultimos llevard a una clasificacion de los servicios 5G mas precisa,
lo que permitird a los operadores ejecutar acciones como segmentacion de la red

estableciendo SLA conforme a los parametros QoS correspondiente al servicio clasificado.

1.6 Objetivos especificos
Para alcanzar el objetivo planteado se establecen algunos objetos particulares

e De larecopilacidny andlisis de la informacion tedrica, de estandares, y de resultados
de proyectos que se desarrollan sobre el tema, construir el marco tedrico de la
investigacion.

e Con el soporte de Machine Learning proponer un sistema para la clasificacion de

servicios 5G/B5G.



e Validar el sistema que se propone para clasificar servicios 5G a través de simulacion

comparando varios algoritmos de ML.

1.7 Secuencia de la tesis
La organizacion de este escrito es:

En el Capitulo 2, trata de algunas de las generalidades descriptivas alrededor de las redes
5G, se resumen las caracteristicas fundamentales, asi como aspectos de gestidn para incidir
en un mejor desempefio con énfasis en los servicios, y el despliegue de recursos que se
requieren para su desempefio y cumplimiento de los SLA. Se describen los servicios que se
desplegaran en la red 5G, sus caracteristicas técnicas que los identifican, su clasificacion.
Asimismo, se definen detalles de los indicadores claves de desempefio y de calidad (KPI y
KQl) intrinsecos a cada uno de los servicios, indicadores importantes para el desarrollo de
este trabajo. Posteriormente, y debido a que la arquitectura 5G esta basada en servicios se
explica la evolucidn de la arquitectura actual de la red de 4ta Generacién (4G) pues es
necesario conocer su escalamiento. Para finalizar se analiza la aplicaciéon de ML en la gestién
de redes 5G, asi como algunas de las distintas técnicas de ML aplicables para resolver un

problema determinado.

En el Capitulo 3, se propone un sistema para clasificar servicios 5G, con el apoyo de ML. Se
detallan cada uno de los bloques de dicho sistema, con un mayor énfasis en el bloque
referido a la aplicacién de ML en el sistema clasificador, por su importancia. Posteriormente

se plantean un conjunto de recomendaciones para implementar el sistema que se propone.

En el Capitulo 4, se definen los escenarios para la validacidon del sistema propuesto para
clasificar servicios apoyando en técnicas ML considerando tanto los KPI como los KQl, asi
como una combinacién de ambos. Se emplea la simulacién, bajo un entorno de desarrollo.
(IDE) de Jupyter Notebook de la plataforma Anaconda Navigator, como método de

validacién del sistema, considerando primero solo los parametros KPI de los servicios 5G, la



segunda simulacién, incorpora los pardmetros de KQI de los servicios seleccionados. Se

realiza utilizando cinco algoritmos diferentes para validar los resultados obtenidos.

En el Capitulo 5, se expresan las conclusiones e ideas que llevan a reflexiones finales sobre
las aportaciones y como sistema de clasificacion de servicios propuesto puede trascender a

la siguiente generacion (6G) de redes avanzadas de comunicaciones.

Como nota importante, resaltar que este trabajo, es producto de un proyecto de
colaboracién interinstitucional entre tres entidades de gran prestigio: el Departamento de
Electrdnica y Telecomunicaciones del Centro de Investigacion Cientifica y de Educacién
Superior de Ensenada (DET-CICESE), la Facultad de Ingenieria Arquitectura y Diseno de la
Universidad Auténoma de Baja California (FIAD-UABC) ambas en Ensenada, B.C., México y
la Facultad de Ingenieria Electrénica y Telecomunicaciones de la Universidad Tecnoldgica
de La Habana (CUJAE) de Cuba. Como productos de este trabajo se generd una tesis de

pregrado y un articulo en revista indexada.



2 CAPITULO: LAS REDES 5G, SUS CARACTERISTICAS, SERVICIOS Y LA
GESTION DE SU DESEMPERO.

2.1 Introduccion

La red 5G continua su desarrollo donde el crecimiento y la heterogeneidad de los diferentes
servicios implementados en las redes 5G han experimentado un rapido crecimiento debido
a sus caracteristicas y especificaciones particulares. Uno de los principales desafios
tecnolégicos que presenta, por la complejidad, flexibilidad y dinamismo de las redes
5G/B5G significa que deben administrarse automaticamente[6]. Por un lado, las variaciones
en los patrones de comportamiento de los servicios, de los protocolos y de las tecnologias
de comunicacién limitan la identificacidon de la actividad de la red, por otro, el modelo de
gestion tradicional es insuficiente. La red 5G requiere de cambios en la forma de su gestién,
ya que miles de parametros necesitan ser configurados, se deben monitorear, optimizar
miles de celdas al mismo tiempo y recopilar gran cantidad de informacién; no solo del
comportamiento humano, sino también de las maquinas. Lidiar con esta gran cantidad de
tareas y datos es casi imposible para las personas, segun [6], por lo que es necesario aplicar
soluciones de inteligencia artificial (Al) se puede utilizar para respaldar la gestidn cognitiva
de 5G / B5G [7], ML con una de las herramientas mas prometedoras en esta area, que la
red aprenda con base a modelos predictivos y pueda trabajar de forma auténoma e
inteligente ya que debido a las correlaciones entre multiples variables y los extensos

conjuntos de datos manejados en un solo analisis, se requiere asistencia computacional [6].

5G es una red que se centra en los servicios, y para estas redes se identifican una gran
variedad de nuevos servicios [4], algunos de ellos con caracteristicas o requisitos de
rendimiento y calidad muy similares que pudieran confundirse, por lo tanto, es importante

en el campo de las telecomunicaciones, y particularmente en el despliegue de redes
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5G/B5G, la correcta clasificacién de los servicios. Una clasificacion mas precisa de los
servicios, permite proporcionar un esquema eficiente para la asignacién de recursos de la
red y en consecuencia una mejor QoS y optimizacién de la QoE [4]. Si los servicios se
clasifican sin la ayuda de ML, sera inadecuada su clasificacién, y serdn aun mas dificiles las
tareas de monitorizar, controlar los recursos de la red, predecir y evitar violaciones de SLA,
gue pueden afectar tanto el rendimiento de QoS como la QoE percibida por los usuarios,

asi como el incumplimiento de los SLA, es decir, en general el desempeio de la red.

En este capitulo se muestran las generalidades de las redes 5G y aspectos de su gestidn, la
categorizacion y tratamiento de los servicios a circular por la misma, su clasificacién, asi
como los KPI y KQl involucrados y que los caracterizan. Ademas, se describe la evolucién a
una arquitectura basada en servicios (SBA, por las siglas del término en inglés, Service Based

Architecture).

Posteriormente se brinda un panorama general de ML y sus principales técnicas de
aprendizaje. La vinculacién de ML y 5G por la importancia que tiene para este trabajo,

asimismo, se detalla el estado del arte de ML en la clasificacién de servicios 5G.
2.2 Generalidades y gestion de la red 5G, trabajos relacionados.

Hoy en dia 5G empieza a estar presente en muchos aspectos de la vida donde su
implementacién inicié a finales de la década anterior, por ejemplo, en el hogar, trabajo, ocio
y transporte. Esto se aprecia en la Figura 2, que es una figura clasica, presentada en unos
de los primeros documentos visionarios de la ITU[2], donde se exponen los retos,
requerimientos y expectativas de lo que seria la nueva generacién de sistemas inaldmbricos
celulares, dicha figura representa una panoramica general de la diversidad de escenarios y
servicios que se implementan en la red 5G. También se observa que 5G promete ser una
tecnologia habilitadora para una sociedad totalmente moévil y conectada al abordar una

amplia gama de casos de uso y modelos de negocio con requisitos diversos.
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Figura 2. Vision general de 5G [1]

El rapido crecimiento del nimero de dispositivos mdviles, del volumen de datos, y las altas
tasas de datos, ha obligado a repensar el funcionamiento de la red actual (4G-LTE). El
sistema 5G se pensd penetrard en cada elemento de la sociedad, creard un ecosistema de
informacién centrado en el usuario y en todas las dimensiones, bajo un marco de interfaz
unificada, una red central flexible y escalable [2]. También rompera la limitacidn de tiempo
y espacio para permitir una experiencia de usuario inmersiva/interactiva, acortara la
distancia entre lo humano y las cosas proporcionando una integracion perfecta para lograr
una interconexion facil e inteligente entre las personas y las cosas [1]. Es decir, las redes 5G
estardn distinguidas por tres caracteristicas: ubicuidad, ultra rapida y de muy baja latencia.
Segun [5], la tecnologia 5G desempefiard un papel importante en el empoderamiento de
las transformaciones socio-econémicas, mejorando la productividad, sostenibilidad,

eficiencia y el bienestar general de las comunidades.

Proyectos y grupos de investigacion realizan su propia definicién de escenarios, casos de
uso y servicios que se desarrollan en la red 5G. Esto provoca mucha confusién para los
lectores, pues, por ejemplo, lo que en un escrito se denomine caso de uso, en otro se le

llama servicio. Este trabajo se apoya, sin perder de vista los otros conceptos, en las
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definiciones planteadas por la ITU y el IMT en[1][2] respectivamente, con la finalidad de no

diversificar tanto los conceptos.

Los escenarios 5G se caracterizan, de acuerdo con [1], en: muy alta densidad de volumen
de trafico, que incluyen al menos dareas residenciales densas y torres de oficinas; muy alta
densidad de conexién, ejemplo: estadios, reuniones al aire libre y subterraneos; y, por

ultimo, muy alta movilidad, tipico de vias rapidas y ferrocarriles de alta velocidad.

En los ultimos anos se ha llegado a un consenso creciente, conforme con la ITU, de que los
sistemas inalambricos 5G soportan tres casos de uso genérico [1]. Sin embargo, se espera

se amplien y se admitan mas casos de uso y aplicaciones de los establecidos en la actualidad.

Es necesario flexibilidad para adaptarse a los nuevos casos que poseerdn una amplia gama
de requisitos y una gran cantidad de caracteristicas diferentes, dependiendo de las
circunstancias y las diferentes necesidades en distintos paises. En la actualidad, autores de
[1] identificaron los diferentes servicios que se implementan en redes 5G y servicios
relacionados con un caso de uso genérico, tales como: banda ancha modvil mejorada
(eMBB), comunicacidn ultra confiable y de baja latencia (urLLC) y comunicacion masiva tipo

maquina (mMMTC), que son los casos de uso genéricos establecidos por la ITU en[1] y [2] son:
a) eMBB — Banda Ancha Mdvil mejorada:

Esta caracterizada por un alto rendimiento, gran cobertura y mévil, se promociona
como el sucesor de LTE, proporciona mejora de experiencia en todo sentido. Dentro
de 5G, eMBB proporciona conexiones a dispositivos inteligentes y entrega de

contenidos como video de ultra alta definicion (UHD), AR/VR.

La Banda Ancha Mévil Mejorada aborda los casos de uso centrados en el ser humano
para el acceso a contenido multimedia, servicios y datos. El escenario con la eMBB
viene con nuevas areas de aplicacion y requisitos, ademas de las aplicaciones
existentes para mejorar el rendimiento y una QoE de usuario mas fluida. Para el caso
de cobertura de area amplia, ademas se considera una movilidad media a alta, con
una velocidad de datos de usuario mucho mayor en comparacién con las
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b)

c)

velocidades de datos existentes en 4G. El objetivo de eMBB es maximizar la
velocidad de datos, garantizando una fiabilidad moderada, con una tasa de error de
paquete en el orden de 1073. En resumen, los servicios mdviles de banda ancha
accesibles donde sea y en cualquier tiempo, para casos de uso tasas de datos muy

altas, alta densidad de usuarios, y movilidad alta [8].
MMTC — Comunicacién masiva tipo maquina:

Conectividad de un nimero masivo de dispositivos heterogéneos como “vestibles”,
dispositivos sensores de baja potencia, etc., los cuales se pueden dividir en criticos
o masivos dependiendo de sus requerimientos como caso de uso: utilerias
inteligentes (Smart utilities), edificios inteligentes (Smart buildings), ciudades
inteligentes (Smart cities), sistemas de eSalud (eHealth), vestibles inteligentes

(Smart wereables), etc. [8].

Se caracteriza por una gran cantidad de dispositivos que pueden estar conectados a
una misma estacion base (BS) y transmiten un volumen relativamente bajo de datos
no sensibles al retraso. Se requiere que los dispositivos sean de bajo costo y tengan

una bateria de larga duracion.
urLLC — Comunicaciones ultra confiables y de Muy Baja Latencia:

Es la variante de LTE-m en 5G, promociona la habilidad de conexién simultanea a un
numero masivo de dispositivos conectados, requiere de conexiones consistente, con

ancho de banda limitado.

Estas comunicaciones criticas tienen requisitos estrictos para capacidades tales
como: rendimiento, latencia y disponibilidad. La tasa de transmisién urLLC es
relativamente baja y su principal requerimiento es asegurar un alto nivel de
confiabilidad, con una tasa de error de paquete de 10~° [3]. Los casos comunes son
para aplicaciones de control industrial, e Internet tactil, donde sus requerimientos

tienen una fuerte demanda de interaccién. Su enfoque estd hacia, baja latencia,
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pero alto caudal eficaz (Throughtput), confiabilidad critica, alta confiabilidad la cual

es requerida por sefiales de control tactil.

Se espera que la 5G impulse la evolucidn de las ciudades inteligentes y el IoT mediante la
implantacion de un numero elevado de redes de sensores de baja potencia en entornos
urbanos vy rurales [9]. Gracias a su seguridad y robustez, la red 5G resulta apta para la
prestacion de servicios de importancia critica, tales como redes eléctricas inteligentes,
servicios policiales y de seguridad, servicios publicos de suministro eléctrico e hidrico y
asistencia sanitaria. Sus caracteristicas de baja latencia también la hacen adecuada para la

cirugia a distancia, la automatizacion de fabricas y el control de procesos en tiempo real.

2.2.1 Servicios sobre redes 5G

Como se menciond, 5G es una red ideada y que esta siendo implementada con enfoque a
servicios, en [1] se resume graficamente (ver Figura 3) que los servicios enmarcados dentro
del tridngulo, donde sus vértices denotan los casos de uso propuestos por la ITU (eMBB,
MmMTC y urLLC). Se puede observar algunos servicios 5G y los respectivos casos de uso
genéricos con los que se relacionan servicios 5G tipicos como ARy VR, videos de Ultra-Alta
Definicion (UHD, por las siglas del término en inglés, Ultra High Definition) y el servicio de

hogar inteligente (smart home), se desarrollan en los escenarios planteados.

La relevancia de los requisitos esenciales especificos puede variar significativamente, segin
el caso de uso o el escenario en el que se implementa un servicio. La ITU en [1] Figura 3
muestra la importancia de algunos requisitos criticos con referencia a los KPI/KQI para tres
casos de uso genéricos, basados en una escala con tres niveles: bajo, medio y alto. Por
ejemplo, para los servicios asociados con el caso de uso de urLLC, la baja latencia es el
requisito mds critico, mientras que las velocidades maximas de datos y la eficiencia
energética de la red no son pardmetros clave. Los pardmetros KPI y KQIl inciden tan
fuertemente en el rendimiento de la red que consideramos fundamental incorporarlos a

ambos, de forma interrelacionada, y esta es la idea que sustenta este trabajo.
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Varios grupos de investigacién han implementado soluciones inteligentes para abordar la
necesidad de servicios de redes moviles, estandarizar ciertos métodos y mejorar el
rendimiento de la red, por ejemplo, a través de la alianza de proyecto de tercera generacién
(3GPP, de sus siglas en inglés, Third Generation Partnership Project), Next Generation
Mobile Networks (NGMN, por las siglas del término en inglés, Next Generation Mobile
Networks), Instituto Europeo de Normas de Telecomunicaciones (ETSI, por las siglas del
término en inglés, European Telecommunications Standards Institute) y muchas otras

iniciativas de investigacién[10][11].

Los autores de [11] destacaron la posibilidad de utilizar SL y algoritmos de aprendizaje no
supervisados para clasificar nuevos servicios dentro de casos de uso (eMBB, mMTCy urLLC).
Propusieron considerar el uso de requisitos basicos de latencia, ancho de banda y velocidad

de datos como KPI.

Para la definicién de los servicios 5G se consultaron varios ecosistemas de distintos
proyectos y empresas que se dedican al negocio de la implementacidn de dichos servicios,
entre los que se encuentran documentos de Huawei [12], Nokia [13], 3GPP [14], [15] v
NGMN [16], [17]. Se describen algunos de los servicios que se utilizaran en este trabajo en

la propuesta del clasificador de servicios 5G.

eMBB

GB/s

1.

Videos 3D

Entretenimiento en
la nube

a ,7 Realidad aumentada

Automatizacién de
@ las industrias

Hogar inteligente

Voz L. .
Aplicaciones de
Ciudad mision critica
inteligente )
Vehiculos
auténomos
mMTC url.LC

Figura 3. Ejemplos de servicios 5G y su caso de uso genéricos [1]

16



a. Video UHD transmitido en vivo (UHD video streaming)

Este es uno de los servicios mds demandado por los usuarios, este servicio de
entretenimiento constituye una parte importante del trafico de Internet y, en particular, los
videos bajo demanda representan la mayoria del trafico. Los usuarios consumen medios en
una creciente variedad de dispositivos que incluyen televisores, teléfonos inteligentes,
tabletas, dispositivos portatiles y otros [14]. Y su demanda debe satisfacer tanto a los

usuarios fijos como a los méviles

La transmision en directo y la transmisién a demanda de contenido ganan cada vez mas
popularidad. Los servicios en demanda son facilitados por plataformas de medios como
YouTube, Spotify, Netflix, Amazon Prime, etc. Esto se ve facilitado por el surgimiento de
nuevas interfaces como pantallas de 4K/8K para la descarga de videos o transmisiones en

directo de videos de UHD [14].

Existe otra produccién de medios de UHD, que no es necesariamente la de las grandes
cadenas de distribucion de contenidos, sino otra variedad de fuentes conocidas como
cooperativa de medios [16]. Esta se caracteriza por la integracion de medios de una
variedad creciente de fuentes, por ejemplo, periodismo profesional, equipos de
produccién, camaras drones, redes sociales y contenido generado por el usuario. Esto es
especialmente destacado porque, al ser las redes sociales su fuente de distribucién,
introducen una gran cantidad de trafico, ya que las redes sociales se utilizan con frecuencia

y ofrecen perspectivas mas amplias y son mds representativas de la opinidn publica[16].

b. Experiencias inmersivas (Immerse Experience)

Los servicios de realidad extendida como VR, AR, y 3D de alta resolucién; se consideran
como servicios de experiencias Inmersivas porque se experimentan sensaciones nuevas

increibles. Estos servicios se habilitan mediante el uso de interfaces nuevas de usuario
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(pantallas 4K/8K, VR y AR), asi como mediante la combinacion de informacién digital con la
del mundo real. Permite a los participantes interactuar en tiempo real para estar juntos en
un entorno de realidad virtual (VR) y/o realidad aumentada (AR) [14]. Segun [17], las
pantallas inmersivas de alta resolucién, asi como las interfaces de usuario que trabajan con
los sentidos humanos mas allda del audiovisual, haran que estas experiencias sean muy

realistas.

3GPP define en [14] que la interaccién audiovisual se caracteriza por un ser humano que
interactia con el entorno o las personas, o que controla un UE y depende de la
retroalimentacién audiovisual. Personas de todo el mundo que soliciten este servicio
pueden compartir el mismo momento y sentir la emocién a medida que los eventos se
desarrollan en tiempo real. Los proveedores de servicios también se benefician de estos
servicios ya que pueden aumentar los ingresos al proporcionar transmisiones inmersivas

[17].

c. Vehiculos conectados (Connected Vehicles)

Con la llegada de los vehiculos eléctricos y el progreso constante hacia la conduccion
automatizada, la industria automouvilistica estd experimentando una transformacion que
puede redefinir las nuevas categorias de casos de uso afines con las comunicaciones méviles
relacionadas con vehiculos conectados, que es un motor importante para el desarrollo de
5G [17]. Dependiendo de a qué se estd conectando el vehiculo, sera la denominacién del
servicio en particular, como define 3GPP en [15], si la comunicacién es vehiculo a todo V2X,
(por las siglas del término en inglés, Vehicles to All), vehiculo a vehiculo, vehiculo a
infraestructura, vehiculo a red y vehiculo a peatén (V2V, V2I, V2N, V2P, por las siglas de los
términos en inglés; Vehicle to Vehicle, Vehicle to Infrastructure, Vehicle to Network and

Vehicle to Pedestrian, respectivamente).

Las comunicaciones V2V y V2P son esencialmente entre vehiculos o entre vehiculos y

usuarios vulnerables de la carretera, cuyo objetivo es proporcionar informacién sobre la
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ubicacidn, velocidad, u otra. V2I incluye comunicaciones entre vehiculos y dispositivos de
control de trafico en la vecindad del camino. La transmisién V2N se realiza entre un vehiculo
y un servidor de aplicaciones V2X para proporcionar servicios conectados a los vehiculos

[15].
Sin embargo, NGMN concreta en [16] servicios que difieren de los de 3GPP, y que son:

e Conduccidn asistida: proporciona al conductor informacion util (mapas en tiempo
real para la navegacién, advertencias de velocidad, peligros en la carretera) para
maniobrar el vehiculo, lograr un flujo de trafico eficiente y/o prevenir o minimizar el
impacto de los accidentes. Posee al menos dos componentes de relevancia en las
telecomunicaciones, es decir, comunicaciones V2N para el modelado de medio
ambiente a largo plazo (adquisicion del Ultimo mapa digital, incluida la informacion
y ubicacion de las senales de trafico) y comunicaciones V2X para el modelado de
entorno a corto plazo (reconocimiento de objetos circundantes).

e Conduccion tele-operada: permite la operacién de un vehiculo por un conductor
remoto. Las dreas donde la completa conduccién remota puede encontrar
aplicaciones incluyen desastres, terrenos desconocidos/inesperados y entornos
donde la conduccién manual pone en peligro la vida como en plantas nucleares o
construcciones.

® Mediacion de informacion: abarca varios dominios que se basan en el
procesamiento de informacidn adquirida o informada por vehiculos para
proporcionar servicios como los de seguridad (rastreo de vehiculos robados, control

de fronteras), y otros de valor agregado como la gestién de flotas.

Estas diferencias hacen que existan ciertas particularidades en los servicios, lo cual

repercute en los indicadores de desempeiio o de calidad.

d. Sistemas de Transporte Inteligentes (ITS, por las siglas del término en inglés,

Intelligent Transport Systems)
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Uno de los retos de 5G es la baja latencia y seguridad, estas caracteristicas desempeiian un
papel importante en la evolucidn de los ITS, pues permite que los vehiculos inteligentes se
comuniquen entre si y brinda nuevas oportunidades en el ambito de los vehiculos y
camiones auténomos conectados [9]. Por ejemplo, un vehiculo autébnomo manejado a
través de un sistema de conduccién basado en la nube debe ser capaz de detenerse,
acelerar o girar cuando se le indique. Todo valor de latencia en la red o pérdida en la
cobertura de la sefial que impida la entrega del mensaje puede tener consecuencias

catastroficas.

Actualmente, la conducciéon auténoma de vehiculos crea nuevos desafios para las
comunicaciones, para la seguridad, optimizacién y para la eficiencia del trafico. Los servicios

de ITS reflejan distintos casos como: [16], [18].

® La seguridad vial: incluye advertir a los usuarios de la carretera sobre colisiones o
situaciones peligrosas.

e La conduccidon auténoma: requiere, ademads, la coordinacién de acciones, por
ejemplo, para realizar un adelantamiento.

® Los servicios de eficiencia de trafico tienen como objetivo controlar el flujo de este
en entornos urbanos. Incluye informacién sobre el estado de los semaforos y la
situacion del trafico local, para permitir la adaptacion de la velocidad del vehiculo
en las intersecciones.

e Servicio de entrega de drones/robots: automatiza la entrega de bienes y servicios
mediante el uso de robots y vehiculos aéreos no tripulados (drones).

e Centros de transporte inteligentes: En este caso se enmarcan los contextos de
aeropuertos, puertos, terminal de autobuses y estacién de trenes. Se utilizan:
numerosos sensores, recopilacion de grandes cantidades de datos, procesamiento,
analisis y tecnologias de comunicacidn para automatizar diferentes aspectos de la

operacion de un centro de transportacién moderno.
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e. Salud electrdnica (eHealth)

La salud electrénica (eHealth) es aquella en donde los procesos electrénicos y la tecnologia

de comunicacién apoyan la practica de la atencién médica. La politica del gobierno tiene un

fuerte impacto en las regulaciones para la financiacién de la atencién médica y puede

afectar la penetracion de las innovaciones en el sector de la salud. El ecosistema de salud y

bienestar se divide en varios servicios: [16]

Monitoreo de salud y bienestar: implica el uso de varios tipos de sensores y/o
dispositivos portatiles para rastrear indicadores relevantes para la salud.
Actualmente, dichos dispositivos utilizan tecnologias de comunicacidon de corto
alcance, como Bluetooth y Wi-Fi para conectarse a un concentrador (teléfono
inteligente o una puerta de enlace hacia la linea fija) que posean la capacidad de
enviar los datos a un médico, periddicamente o en tiempo real.

Atencion médica remota: permite consultas individualizadas, tratamiento vy
monitoreo de pacientes fuera de las instituciones de atencion médica. Los médicos
podrian monitorear remotamente y en tiempo real el progreso de un tratamiento
con la ayuda de datos de sensores de salud, asi como de fuentes de voz y video, y
ajustar el tratamiento seguln sea necesario.

Cirugia asistida: utiliza telepresencia y alimentacion de datos para permitir que un
cirujano especialista ayude de forma remota a otro cirujano o profesional médico a
realizar una cirugia.

Cirugia remota: permite que un cirujano opere remotamente un robot quirdrgico
para realizar una cirugia en un paciente. El papel de una empresa de
telecomunicaciones consiste en el aprovisionamiento del enlace de comunicacion
para permitir la transmision de video y audio, asi como la transferencia confiable de

datos en tiempo real entre el cirujano y el robot quirdrgico remoto.

Automatizacion de las industrias (IA - Industry Automation)
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Una de las fases de la conocida como Cuarta revolucién industrial (4Rl). La transformacién
en la automatizacidn industrial esta habilitada por los avances en conectividad masiva,
computacién en la nube, grandes analisis y automatizacién inteligente [13]. Los ultimos
planes y disefios para mejorar las fabricas se centran en aumentar la eficiencia de las lineas
de produccién basadas en la automatizacion robdtica y en conectar sitios de produccion
distribuidos, proveedores y logistica. La necesidad de esquemas de comunicacion
energéticamente eficientes que admitan escenarios de recopilacion de datos y brinden
caracteristicas como la AR y los servicios remotos para permitir el intercambio de
conocimientos e informacion es primordial en el cambiante panorama de las fabricas

automatizadas [11].

Los servicios automatizados de las fabricas se caracterizan tipicamente por el control en
tiempo real de maquinas y sistemas en lineas de produccion y fabricacion rapida, donde las
piezas de la maquina estan en movimiento dentro de un espacio confinado. Ejemplos de
tales aplicaciones se especifican en [18], e incluyen ensamblaje de alta velocidad vy
empaquetado. La automatizacién de procesos incluye aplicaciones para monitoreo vy
diagndstico de elementos y procesos industriales que generalmente se extienden sobre un
area grande y utilizan una gran cantidad de sensores para monitorear y controlar procesos

complejos que estan conectados entre si [18].

g. Vigilancia en video (VS- Video Surveillance)

Las ciudades inteligentes, fabricas o aplicaciones ambientales que utilizan video de UHD en
tiempo real y analisis basados en Al mejoran la conciencia situacional, la seguridad fisica y
la calidad de produccién [16]. Con el uso de Al, el analisis de video puede convertir
transmisiones de cdmara de UHD en informacién procesable. El andlisis en tiempo real de
la informacién adquirida a través de multiples fuentes (cdmaras de vigilancia, drones,
sensores) puede reducir significativamente el tiempo de deteccion de eventos y mejorar la

precision de la identificaciéon [12]. Los proveedores de servicios de telecomunicaciones
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tienen la oportunidad de hacer crecer su negocio al admitir nuevos casos de analisis de

video como: [13]

h. Redes inteligentes (SG-Smart Grids)

Las redes inteligentes son la tecnologia de comunicacién que permiten un mejor monitoreo,
supervisién, administracion y gestiéon [12]. Ademas, de consentir un mayor control de las
redes de generacién y distribucién de energia, lo que conduce a una mayor disponibilidad

y resistencia.

En [11] se dice que hay un nuevo impulso para hacer mas eficiente la distribucion y uso de
energia, programando niveles apropiados de generacion para minimizar las brechas entre
la oferta y la demanda, y proporcionar energia solo cuando sea necesario, con lo cual se

minimiza el desperdicio.

Por el lado de la oferta, existe una tendencia hacia fuentes de generacion de energia
descentralizadas y mds pequefias con una entrega de energia mucho menos estable. Por el
lado de la demanda, existe una proliferacion de dispositivos finales con diversos patrones
de consumo de energia (vehiculos eléctricos, dispositivos de 10T) [16]. Las tecnologias de
comunicacion 5G permiten la inteligencia necesaria para implementar en la nueva
infraestructura la distribucién de energia bidireccional y los nuevos modelos de negocio que
aprovechan una mayor eficiencia en la produccién, entrega, uso y coordinacién de recursos

energéticos limitados [11].

i. Vozsobre 5G (Vo5G, Voice over 5G)

Aunque los servicios de datos impulsan la evolucién de la 5G, los servicios de comunicacién
de voz/video siguen siendo servicios importantes de los operadores. Al igual que en las
redes de Evolucion a Largo Plazo (LTE, por las siglas del término en inglés, Long Term

Evolution), la forma de proporcionar servicios de comunicacion de voz/video debe
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determinarse para la comercializacién de 5G [13]. La industria necesita usar Vo5G para
resumir todas las soluciones de comunicacion de voz/video 5G. En [12] se especifica que
Vo5G debe incluir: Voz sobre Nuevo Radio (VoNR, por las siglas del término en inglés, Voice

over New Radio) y Voz sobre LTE (VoLTE, por las siglas del término en inglés, Voice over LTE).

3GPP ha especificado en [14] que 5G usa la arquitectura de comunicacién de voz/video 4G
y aun brinda servicios de comunicacion de voz/video basados en el Sistema de
administracion de informacion (IMS, por las siglas del término en inglés, Information
Management System). La tecnologia de acceso de radio 5G es NR, y la voz/video a través de

la red 5G se llama voz/video de NR (VoNR).

Los operadores deben tener en cuenta los factores de varias opciones de implementacién
de la red 5G por, motivos como la expansion de la cobertura de la propia red y la madurez
del ecosistema terminal. Cuando un UE se mueve al area donde la cobertura de la sefial NR
es deficiente, se debe iniciar un traspaso basado en la cobertura para implementar el inter
funcionamiento con la red 4G. Luego el UE transfiere a la red LTE y esta proporciona el

servicio de VoLTE [12].

2.2.2 Indicadores o parametros claves de desempefio (KPI) y de calidad (KQl)

Se ha podido distinguir que 5G soportard una amplia gama de servicios (véase Figura 3) que,
a su vez, estos servicios deben tolerar requerimientos en términos de KPl y KQI. En cierta
medida, los requisitos de los diversos servicios 5G pueden ser importantes para la mayoria

de los casos de uso genéricos.

Un servicio puede tener requerimientos diversos en términos de KPIl y KQI, porque puede
poseer caracteristicas de dos casos de uso genéricos como, por ejemplo, AR que se
encuentra en un término medio entre eMBB y urLLC (ver Figura 3). Sin embargo, otros
servicios pertenecen a un caso de uso en especifico, por ejemplo, ciudad inteligente

pertenece a mMTC.
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La relevancia de ciertos requisitos clave pueden ser significativamente diferente,
dependiendo del caso de uso o del escenario donde se despliegue un servicio. La Figura 4
[1] muestra la importancia de algunos requerimientos clave en términos de KPI para los tres
casos de uso genéricos, empleando una escala de tres niveles: bajo, medio, alto. Por
ejemplo, en servicios relacionados con el caso de uso urlLLC, la baja latencia es el
requerimiento mas importante, mientras que las velocidades de datos pico o la eficiencia

energética de la red no son pardmetros significativos.

Velocidad de Alto Tasa de datos de
datos pico experiencia de usuario

¢MBB /
Capacidad de /
trafico del
area

Eficiencia del
espectro

Eficiencia »
energética de : Movilidad
la red V
ot 4"
Densidad de Latencia LR

conexion
Figura 4. Importancia de algunos requerimientos claves para los casos de uso genéricos [1]

2.2.2.1 Indicadores claves de desempefio (KPI)

Los proveedores de servicios de telecomunicaciones han reportado histéricamente el
desempeio de sus redes contra un conjunto de KPI. Estos KPI estadn, por su naturaleza,
centrados en la red y proporcionan poca indicaciéon directa de la prestacion de servicios de
extremo a extremo (E2E, por las siglas del término en inglés, End to End) que permite la red.
No obstante, los KPl son medidas importantes para las operaciones de red, ya que
suministran indicacion de rendimiento de los componentes individuales del servicio
(también se debe tener en cuenta que los KPI generalmente se derivan de varias fuentes de

datos y no se limitan a los datos estadisticos del rendimiento de la red) [19].
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Los KPI, seguin [20], son la herramienta bdsica usada por los proveedores de servicios de
telecomunicaciones para la caracterizacién de forma cuantitativa de los servicios, en
términos de requisitos objetivos para varios pardmetros fundamentales. Los KPI se disefian
para mostrar como es el progreso en un servicio de telecomunicaciones, por lo que son
indicadores de rendimiento de estos servicios. Tienen como objetivos principales: medir el
nivel de servicio, realizar un diagnéstico de la situacién, comunicar e informar sobre el
cumplimiento de los objetivos reflejados en los KPI, motivar a los equipos responsables de

dicho cumplimiento y, en general, evaluar constantemente cualquier progreso [20].

Segun [21], los KPI describen el rendimiento de la capa de red e incluyen un grupo de
pardmetros medibles; por lo que son el método mds importante para operar y evaluar en
la actualidad la gestion de red. Los KPI se pueden extraer directamente del elemento de red
utilizando un sistema de gestién de red. A continuacidn, se listan las definiciones de algunos

KPI:

a) Latencia de E2E (E2E Latency) (definida por 3GPP en [14])
El tiempo que demora transferir una determinada informacién de una fuente a un destino
(en ms), medida en la interfaz de comunicacién, desde el momento en que la fuente

transmite hasta el momento en que se recibe con éxito en el destino.

b) Fluctuacion del retardo (Jitter)
Se define como la variacidn en la demora de los paquetes recibidos. En el lado de envio, los
paquetes se envian en una secuencia continua con los paquetes separados uniformemente.
Si el jitter excede el valor establecido que hace que los paquetes se reciban fuera del rango,
esto provoca que se descarten estos paquetes y tengan problemas, lo que afecta la QoS por

parte de la red [14].

c) Tasa de bits (Bit Rate)

Es la tasa de bits de interés minima garantizada que debe entregarse para garantizar una
experiencia de usuario aceptable para este servicio [3].
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d) Relacion de pérdida de paquetes (Packet Loss Ratio (definida por 3GPP en [14])
En el contexto de transmisiones de paquetes en la capa de red, es el valor porcentual de la
cantidad de paquetes enviados por esta capa que fueron entregados con éxito a una
entidad del sistema dada dentro de la restriccién de tiempo requerida por el servicio
objetivo, dividido por el nimero total de paquetes enviados por la capa de red.

e) Velocidad de datos pico (Peak Data Rate) para Enlace Descendente/Ascendente

(DL/UL, por las siglas de los términos en inglés, Down Link y Up Link;
respectivamente)

Es la velocidad de datos tedrica mas alta para un solo usuario, es decir, suponiendo
condiciones ideales de transmisidn sin errores, cuando se utilizan todos los recursos de

radio disponibles para la direccién de enlace correspondiente [22].

f) Movilidad (Mobility) (Segun 3GPP y la ITU, en [22])
Es la velocidad mdaxima a la que se puede lograr una QoS definida y una transferencia sin
interrupciones entre el punto de transmisidon y recepcién que pueden pertenecer a
diferentes capas de implementacion y/o Tecnologias de Acceso por Radio (RAT, por las

siglas del término en inglés, Radio Access Technologies) (en km/h).

g) Confiabilidad del servicio (Service Reliability) (definida en [23] por 3GPP)

Es la capacidad del servicio de comunicacién para desempefarse como se requiere en un
intervalo de tiempo dado, bajo condiciones establecidas. La confiabilidad puede
cuantificarse utilizando medidas apropiadas, como el tiempo medio entre fallas o la

probabilidad de que no existan fallas dentro de un periodo de tiempo especifico.

2.2.2.2 Indicadores claves de calidad (KQl)

Desde el punto de vista del usuario, los KQI reflejan los indicadores de experiencia del
usuario. Con estos indicadores se va de los parametros de rendimiento tradicionales

basados en la red (KPI) a los parametros de calidad percibidos por el usuario (KQl). Sin

27



embargo, durante un periodo de tiempo, después de su definicion, los KQl no fueron

promovidos ni aplicados [21].

Debido a la presencia de multiples interdependencias en toda la ruta E2E, medir la calidad
del servicio no es un asunto trivial, incluso cuando se limita a la calidad objetiva en lugar de
abarcar la experiencia subjetiva. Los KQl ofrecen un marco para reflejar objetivamente el
rendimiento del servicio y calidad, inherentemente desde una perspectiva E2E y se pueden

obtener, segln [21], a través de pruebas directas y analisis estadistico de la red.

Los KQI se derivan de una serie de fuentes, incluidas las métricas de rendimiento del servicio
como los KPI. Como un servicio o aplicacion es compatible con una serie de elementos de
un servicio, puede ser necesario determinar diferentes KPI para calcular un KQJ particular.

El mapeo entre los KPI y KQI puede ser simple complejo, empirico o formal [24].

Especificamente, los KQI en su definicion general permiten medir y gestionar eficazmente
la calidad del servicio al tiempo que separa la evaluacién de la calidad en fases o categorias
bien definidas, midiendo asi un aspecto especifico del rendimiento de la red o nivel de
servicio [20]. Las diferentes categorias definidas por el Instituto Europeo de Normas de
Telecomunicaciones (ETSI) y perfilado por grupo de trabajo de 3GPP indican las categorias

en se dividen los KQJ: [20], [25].

e Disponibilidad de red (Network Availability): l1a probabilidad de éxito de que las
funciones de red se puedan realizar por el cliente o usuario durante un periodo
especifico.

e Accesibilidad a la red (Network Accessibility): 1a probabilidad de que el usuario que
solicita un servicio a la red reciba la solicitud para proceder dentro de las condiciones
especificadas.

e Accesibilidad del servicio (Service Accessibility): la capacidad de obtener un

servicio, cuando lo solicita el usuario, dentro de los objetivos especificados.
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e Integridad del servicio (Service Integrity): el grado en que un servicio se
proporciona con una calidad aceptable, es decir, sin mayor deterioro, una vez
obtenido.

e Retenibilidad del servicio (Service Retainability): la probabilidad de que un servicio,
una vez obtenido, continle proporcionandose en determinadas condiciones, es

decir, sin interrupciones.
A continuacidn, se listan algunos KQl y sus definiciones:

a) Disponibilidad del servicio (Service Availability)
Es el valor porcentual de la cantidad de tiempo que el servicio de comunicacién de E2E se
entrega de acuerdo con una QoS acordada, dividido por la cantidad de tiempo que se espera
que el sistema entregue al servicio E2E de acuerdo con la especificacidon [14]. El servicio de
comunicacidn se considera no disponible si no cumple con los requisitos pertinentes de

QoS. Pertenece a la categoria de Disponibilidad de la red.

En la disponibilidad se aplica la siguiente regla: el sistema se considera no disponible si no
recibe un mensaje esperado dentro de un tiempo especificado, que como minimo, es la
suma del tiempo méaximo de latencia y supervivencia de E2E [14]. Se puede decir que la
disponibilidad mide la capacidad de cualquier sistema o servicio para llevar a cabo una
solicitud en un momento dado e incluye todos los aspectos que tienen un impacto al

respecto, como la disponibilidad fisica de los dispositivos.

b) Tiempo de supervivencia (Survival Time) (definido por 3GPP en [14])

Es el tiempo que consume y puede continuar una aplicacion de un servicio de comunicacién
durante el envio de un paquete de E2E. Este KQIl pertenece a la categoria de Retenibilidad

del servicio.

c) Tasa de datos de experimentada por el usuario (User Experience Data Rate)

Tasa definida tanto para DL como para UL (determinada por 3GPP [14])
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Es la velocidad de datos minima requerida para obtener una experiencia de calidad

suficiente.

d) Tiempo de interrupcion (Interruption Time)
Se define como el lapso de tiempo durante el cual un UE no puede intercambiar paquetes
en plano de usuario con ninguna BS durante una transmision [20]. Este KQIl pertenece a la

categoria de Retenibilidad de servicio.

La intencidn de los KQI para la experiencia del servicio, es intentar reflejar la experiencia del
cliente con indicadores que los reflejen. Con esta informacién, los KQI podrian reflejar

fielmente la experiencia del cliente.

2.2.3 Base de datos (dataset) de valores de los indicadores claves de desempefio y de

calidad.

En una de las definiciones clasicas de lo conocido como dataset se puede mencionar que es
un conjunto de datos tabulados en cualquier sistema de almacenamiento de datos
estructurados. En Machine Learning son conjuntos de datos histdricos que sirven de base
para entrenar un algoritmo con el objetivo de que una maquina pueda tomar decisiones.
Para el caso que nos ocupa, los datos pueden ser reales, es decir, de sistemas que estén
operando y arrojan informacién del comportamiento de dicho sistema; o también pueden
ser de lo que se conoce como sintético, pues es un dataset creado o formado con datos
extraidos de estandares, documentos/reportes técnicos de pruebas realizadas en
laboratorio por entidades normativas, compafias de telecomunicaciones y/o empresas

fabricantes de equipos.

Ante la dificultad de conseguir un dataset real con datos relevantes a este proyecto, se cred
un dataset sintético, con datos extraidos como se indicd lineas arriba. Esto se considera una
limitante. Ciertamente, entre mas datos contenga, se puede considerar un nimero mayor

de ellos y hacer mas precisa una decision. El dataset estara compuesto por datos inherentes
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al servicio solicitado por el usuario y métricas relacionadas con los requerimientos de canal

de comunicacién para un mejor desempeno o thoughput.

2.2.4 Contratos o acuerdos a nivel de servicio (SLA)

Un SLA es un acuerdo formal negociado (escrito) entre un proveedor de servicio y su cliente
con la esencia de fijar el nivel acordado para la calidad de un servicio en particular. El SLA
es una herramienta que ayuda a ambas partes (proveedor y cliente) a llegar a un consenso
en términos del nivel de calidad del servicio, en aspectos tales como tiempo de respuesta,
disponibilidad horaria, documentacion disponible, personal asignado al servicio, etc.

[24],[26].

Los SLA identifican y definen las necesidades del cliente a la vez que controla sus
expectativas de servicio en relacion a la capacidad del proveedor. Proporcionan un marco
de entendimiento, simplifican asuntos complicados, reducen las areas de conflicto y
favorecen el didlogo ante la disputa. También constituyen un punto de referencia para el
proceso de mejora continua, ya que el poder medir adecuadamente los niveles de servicio
es el primer paso para mejorarlos y de esa forma aumentar los indices de calidad, KPI, KQl,

etc. [27].

Los SLA tradicionales se enfocan casi exclusivamente en el soporte del rendimiento de la
red. Sin embargo, una tendencia acelerada hacia una gestiéon centrada en el servicio
conlleva a la necesidad de una nueva generacion de indicadores que se centren en la QoS y

en la QoE, en lugar del rendimiento de la red [26],[24].

Los requerimientos para establecer SLA en 5G estan en funcion de los servicios provistos y
de la infraestructura del proveedor, para formar un Objetivo de nivel de servicio (SLO, por
las siglas del término en inglés, Service Level Objetives) es imperativo considerar tanto
indicadores claves de desempeiio (KPI), como de calidad (KQl) entre otros [10]. Para el
establecimiento del SLA los pardmetros QoS son la base, ya que estan en funcién de las

aplicaciones, de la red, asi como, de factores subjetivos como es la experiencia de usuario
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(QoE) [27]. En la Figura 5 se puede observar la estrecha relacién entre KPI, KQl y SLA para

una gestidn del nivel de servicio [24].

Gestion de nivel de servicio

KQI de servicios

SLA

KPI de servicios

/\

Monitoreo de
nivel de servicio

Figura 5. Relacion de los SLA con los KPl 'y KQI [24].

La relacién entre QoE y SLA, estd en que QOE se relaciona con la percepcién de la calidad
del producto o servicio, mientras que SLA se refiere a la definicidn, medicidn e informe de
medidas objetivas del servicio o producto por el usuario. Como tal, la QoE y los SLA estan
relacionados en el sentido de que, si la percepcién del servicio es pobre, pero los
parametros del servicio caen dentro de los limites definidos por el SLA, el SLA debe se
rectificado [24]. Por tanto, la gestion eficiente de los acuerdos de nivel de servicio (SLA) y la
anticipacion de las infracciones de los objetivos de nivel de servicio (SLO) se vuelven

obligatorias para garantizar la calidad de servicio requerida en las redes 5G [28].

Un SLA efectivo es la clave para garantizar que un proveedor de servicios/infraestructura

entregue los términos de QoS acordados para los servicios de red al usuario final [27].

El marco de pardmetros del SLA es una herramienta util para categorizar pardmetros
involucrados. El marco organiza los pardmetros de SLA en seis categorias basadas en la en
servicio y la tecnologia con que se entrega, asi como en medidas de instancia individual y
su desempefio promedio. Las especificaciones de los valores especificos para los

pardmetros de desempefio del servicio es parte de una negociacién de contrato especifica.
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Un SLA normalmente tiene un conjunto de objetivos asociados al nivel de servicio (SLO).
Estos son los objetivos para alcanzar el nivel de servicio y, a menudo, se miden mediante

un conjunto de indicadores clave de rendimiento (KPI).
En general, los SLA se pueden caracterizar por:

e Un conjunto de KPI para el servicio en cuestién, a menudo valores promediados
durante un periodo de tiempo (por ejemplo, promedios mensuales de pérdida de
paquetes.

e Una forma clara de medir esos KPI por parte del cliente o del proveedor (o ambos).

e Se establecen sanciones en caso de la ocurrencia de violaciones (p. e., reembolsos

de servicios o multas).

2.3 Evolucién a una arquitectura basada en servicios (SBA) en 5G

La arquitectura de redes 4G estd orientada a la conexién y se basa en puntos de movilidad
centralizados vy fijos. Esta claro que con la demanda de los servicios en 5G sera necesaria
otra arquitectura de redes que satisfaga justamente ese cambio. En esta seccion se
comentan aspectos de la arquitectura de la generacion previa llamada Sistema de paquetes
evolucionado (EPS, por sus siglas en inglés Evolved Packet Systems), es la arquitectura 4G y
sus variantes LTE-avanzada y su transicion a la arquitectura 5G que estd orientada a

servicios. Se concluye con notas que se llevan a la practica para su implementacién.

LTE es una red que solo soporta redes IP razdn por la cual esta disefiada para conmutacién
de paquetes, cuyo enfoque es proveer comunicacion sin problemas entre equipos de
usuarios (UE) con el protocolo IP, sin embargo, la voz, en su forma nativa utiliza
conmutacién de circuitos, por lo que hubo que mejorar su arquitectura, que evolucionara.
Cuando se disefid la evolucion del sistema 3G, la comunidad 3GPP decidid usar el protocolo

IP como el protocolo de transporte para todos los servicios, por lo que la nueva arquitectura
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ya no utilizaria la conmutacién de circuitos usada en sistemas GPRS/UMTS. Por lo que hubo

que remplazar las soluciones tradicionales por soluciones basadas en IP [23], [29].

En esa evolucién el sistema EPS incluye lo correspondiente al equipo de usuario UE, el
equipo de acceso por radio (las radio bases) que evolucionan de E-UTRAN (enhanced UMTS
Terrestrial Radio Access Network) a e-nodeB y lo correspondiente a EPC (sistema

evolucionado de paquetes en la red nucleo, de sus siglas en inglés Evolved Packet Core), ver

P

External
networks

UOE EPC \j

= = = = Control plane
User plane (payload)

Figura 6.

Figura 6. Arquitectura bdsica EPS con acceso E-UTRAN [29]

En la arquitectura de 4G la funcién principal del sistema EPC es proporcionar al usuario
conectividad IP a la red de paquetes de datos (PDN) asi como trabajar servicios de voz
(VolP), es decir manejar la carga util eficientemente, con pocos nodos involucrados en el
manejo de trafico y evitar la conversion de protocolos. El detalle de la arquitectura se

muestra en la Figura 7.
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Figura 7. Arquitectura EPS 4G [23][29][22]

A continuacidon se describen brevemente las funciones de los componentes de la

arquitectura EPS 4G [23], [29], [30].

MME (Mobility Managemente Entity): se ocupa del plano de control. Maneja la
sefalizacion relacionada con la movilidad y seguridad para el acceso E-UTRAN.

HSS (Home Subscriber Server): es una base de datos que contiene informacién
relacionada con el usuario y con el abonado. También proporciona funciones de
soporte en gestion de movilidad, configuracién de llamadas y sesiones,
autenticacion de usuarios y autorizacién de acceso.

S-GW (Serving GateWay): es el punto de interconexidn entre el lado de radio y el
EPC. Como su nombre lo indica, esta pasarela sirve al UE enrutando los paquetes IP
entrantes y salientes. Es el punto de anclaje para la movilidad intra-LTE (es decir, en
caso de traspaso entre eNodeB) y entre LTE y otros accesos 3GPP. Esta conectado
I6gicamente a la otra puerta de enlace, la PDN GW.

P-GW (PDN, Packet Data Network Gateway): es el punto de interconexién entre el
EPCy las redes IP externas. El P-GW enruta paquetes hacia y desde los PDN. También
realiza varias funciones, como la asignacion de direcciones IP/prefijos IP o el control

y la facturacion de politicas.

Las puertas de enlace (S-GW y P-GW) se ocupan del plano de usuario. Transportan el trafico

de datos IP entre el Equipo de Usuario (UE) y las redes externas.
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La arquitectura de red moévil existente se disend para cumplir con los requisitos de voz y
servicios MBB convencionales, esta organizacién ha demostrado ser insuficientemente
flexible para admitir servicios 5G diversificados, es asi que las redes 5G se han disefiado
alrededor de servicios, por lo que se han hecho multiples actualizaciones de versiones 3GPP.
La evolucién de la arquitectura EPC ha causado una evolucién en el nucleo de la arquitectura

de 5G (basada en servicios, SBA) en dos partes:

e Enla separacion de los planos de control y de usuario de 4G EPCy,

e Enlareorganizacidn de las funciones de 4G EPC en servicios

La introduccién de la separacion de los planos de control y usuario en 4G EPC es el primer
paso hacia la arquitectura 5G. Las funciones S-GW y P-GW se dividieron en componentes

de los planos de control y datos.

La reorganizacion de las funciones en una arquitectura basada en servicios se ha venido
usando en la industria del software, donde el principio basico de esta arquitectura son la
independencia de proveedores, productos, servicios y tecnologias. Adicionalmente el
computo en la nube y la virtualizacién ha resultado en la disminucidn de costos vy
comparticion de recursos disponibles en centros de datos. La red de nucleo (CN) de 5G se
puede contraer en tamafio cuando se usa virtualizacién, ya que, varios componentes
pueden “correr” como maquinas virtuales de comunicacion. Mover el plano de control de

la CN de 5G a una nube proporciona bajar costos de despliegue [30].

El nucleo de 5G es una malla de servicios interconectados lo cual se puede distinguir en la
Figura 8, la arquitectura SBA estd compuesta por un conjunto de elementos, dentro de
cuadros, que representan las funciones de red (con sus siglas definidas en la propia figura)
gue se encargan de administrar el plano de usuario y de control. También se pueden
observar los puntos de referencia N1, N2 y N4; estos representan conexiones desde el plano
de usuario a las funciones del plano de control en la red de nucleo 5G, y el punto de

referencia N3 que representa conexiones a las funciones del plano de usuario.
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Las funciones de red dentro del plano de control de la red de nucleo de 5G solo utilizan
interfaces basadas en servicios para sus interacciones [31], [32]. Mediante la interfaz de la
RAN (N3) se transmiten paquetes de informacion entre el usuario demandante de un

servicio y su respectiva BS [32].

La Funcién de gestiéon de sesién (SMF, por las siglas del término en inglés, Session
Management Function) utiliza el punto de referencia N4 para controlar y administrar la
Funcidn de plano de usuario (UPF, por las siglas del término en inglés, User Plane Function)
gue maneja la ruta del plano de usuario de las secciones, incluido el reenvio y el

enrutamiento de paquetes [5].

NSSF NEF NRF PCF UDM AF

- A N \
an:.fl Nnef ,lnrfl .lp-ufl Nudml Naf | Plano de
Nausf Namf Nsmf Control
N1 N2 N4
Plano de
A -
Usuario UE e (R)AN — N3 — UPF Ne— DN
L r."g J
NSSF Network Slice Selection Function AUSF Authentication Server Function
NEF Network Exposure Function AMF Access and Mobility Management Function
NRF Network Repository Function SMF Session Management Function
PCF Policy Control Function UE User Equipment
UDM Unified Data Management (R)AN Radio Access Network
AF Applicaction Function UPF User Plane Function
DN Data Network

Figura 8. Sistema de SBA de la red 5G [29][31].
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La arquitectura 5G se define entonces como arquitectura basada en servicios (SBA) y la
interaccion entre las funciones de red dentro del plano de control y de usuario permiten

gue otras funciones de red autorizadas tengan acceso a sus servicios [32].

2.4 Segmentacion de red (NS, Network Slicing)

Con el desarrollo inusitado de Internet movil y aplicaciones multimedia, demanda de un
trafico que ha crecido increiblemente. Una red 5G requiere integrar multiples servicios
(realidad aumentada, redes sociales, juegos en linea, videos bajo demanda, etc.) cada uno
de ellos con requerimientos de desempeifio especificos, es decir, enfrentarse a
requerimientos de servicio tan distintos, abundantes y de requisitos de QoS diferentes [33],
[34], [35], como alto throughput, baja latencia, alta confiabilidad, movilidad y/o seguridad,
esas son algunas de las razones por las que se requiere de una red con arquitectura flexible

en su forma de trabajo, asimismo, de los protocolos y de las tecnologias de comunicaciones.

En ese sentido, nacié un paradigma en donde se deja atrds, el que una misma
infraestructura da solucidn al transporte de todo tipo de aplicaciones y servicios. La
segmentacion de la red, donde cada segmento de red (network slice) esté dedicada
exprofeso para un servicio. En este trabajo se usa indistintamente el término de network
slice o networks slicing asi en inglés, debido a, contar con un vocablo “mas preciso” cuando

se trate de segmentos de red.

Hoy en dia la literatura en el tema es extensa, y la coincidencia en los conceptos y
propuestas son amplias, pero precisas, siempre con la idea de que las redes 5G y
generaciones por venir (por ej. B5G, 6G) presenten el mejor desempefio, buscando por un
lado en el uso optimo de los recursos de los operadores y en la mejor experiencia y

satisfaccion de los usuarios.

En [34], [33], [5] se indican varios conceptos, definiciones y retos por los que fue concebido

networks slicing, asi como, retos y aspectos de gestién.
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Networks slicing se refiere a la particion de una red fisica en multiples redes virtuales, cada
una con una arquitectura y optimizada para un servicio/aplicacion especifica, es una red
l6égica extremo a extremo (End-to-End), aislada, autocontenida en sus propios recursos
virtuales, flujo de tréafico y reglas de aprovisionamiento [34]. Dentro de sus caracteristicas

fundamentales se encuentra:

e Proveer redes logicas con mejor desempeno que las redes “one size fit all”, puede
escalarse hacia arriba o abajo dependiendo del nimero de usuarios o de los
requerimientos de los servicios.

e Puede aislar los servicios uno de otro, asi como entre los diferentes “slices” en la
misma infraestructura. Por lo tanto, la confiabilidad, seguridad de cada “slice” se
mejora.

e Cada network slice se acondiciona de acuerdo a los requerimientos del servicio, por
lo cual se optimizan los recursos fisicos de la red. Esto lleva a que los servicios estén

lo mejor clasificados y buscar garantizar la QoS requerida.

La segmentacion de las redes considera varios partes de su arquitectura, la red de acceso
de radio (RAN, del inglés Radio Access network), red de nucleo 5G (5G Core Network) y se
puede realizar aun hasta el equipo terminal o del usuario (UE). Networks Slicing se basa y
se apoya en los conceptos y arquitectura de redes definidas por software (SDN, del inglés
Software Defined Networks) y en la virtualizacién de las funciones de red (NFV, del inglés
Network Function Virtualization), flexibilizando la configuracion virtual de los recursos de
red como, el ancho de banda, procesamiento de servidores y capacidad de elementos de
red. Las tecnologias SDN y NFV permiten, ademds de mejorar la escalabilidad, flexibilidad y
dinamismo de la red, la optimizacién de servicios en particular, y reducir asi riesgos y costos

[5],[22],[36].

SDN separa el plano de control (software) y el plano de datos (hardware), y ldgicamente

centraliza la inteligencia de la red en el controlador. El controlador centralizado permite al
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operador de red dirigir el trafico de datos durante el tiempo de ejecucién, y permite la

automatizacion de tareas como la de configuracion y la gestidn de politicas [36].

NFV se aleja del principio del hardware exclusivo dedicado para funciones de red al
aprovechar la tecnologia de virtualizacion y desacopla funciones de red, p. ej., puertas de
enlace(GW) o corta-fuegos (firewalls) del hardware, lo que permite implementar dichas
funciones de red en servidores, conmutadores y almacenamiento estandar de alta
capacidad [36]. No solo admite una reduccidn de costos, sino que también permite la rapida
implementacién de nuevos servicios y escalar flexiblemente las funciones de red segun sea

necesario.

En detalle, en la red de nucleo (Core Network), SDN y NFV virtualizan los elementos y
funciones de la red en cada slice de la misma, para cumplir con sus propios requisitos de
infraestructura. La red fisica del operador se divide en multiples redes virtuales de E2E,
donde cada segmento estd légicamente aislado y tiene un tratamiento dedicado en

términos de rendimiento o funcionalidad [34].

Como los servicios previstos para 5G tienen demandas diferentes, hace extremadamente
complejo crear una sola red capaz de soportarlos a todos, y en caso de ser posible el costo
seria muy elevado [36]. Los distintos servicios que se demandan por una amplia gama de
dispositivos (teléfonos inteligentes, dispositivos portatiles y sensores, entre otros) imponen
requisitos sin precedentes a la arquitectura de red movil actual de 4G, que utiliza el
concepto “one size fit all’ [26], tecnicismo que en el contexto que nos ocupa, indica que

una sola infraestructura de red da cabida a todos los servicios solicitados.

En la Figura 9 [5] se muestra este concepto en una red 4G, donde todos los servicios son
tratados de manera similar por la Red de acceso de radio (RAN), y luego transmitidos a la
red central o red de nucleo (CN, Core Network). La arquitectura de la red mévil 4G hace un
aprovechamiento ineficiente de sus recursos cuando los requisitos para diferentes servicios
se tratan de forma similar; ya que la red no sabe diferenciar que trato brindar a cada servicio

en particular [34].
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Figura 9. Arquitectura de la red 4G [36]

En la Figura 10 se observa varios UE que solicitan servicios, las solicitudes se transportan
por el segmento de red (Network Slice) que le corresponde, con la premisa de que los
segmentos de red estan disenados en funciéon de los requisitos especificos de cada caso de

uso y muy en particular, para cada servicio.

Segmento eMBB
(Video, AR, VR)

~
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___________________ 3

Figura 10. Solicitud de servicios 5G a través de network slicing [36][11].

También se aprecia en la Figura 10 que las solicitudes transitan a través de la misma RAN.
En la RAN el segmento se puede construir sobre recursos fisicos y/o sobre recursos légicos
abstraidos de recursos fisicos [5]. En [3], se estudian los problemas de permitir la
coexistencia de los tres casos de uso heterogéneos (eMBB, mMTC y urLLC) con la misma

infraestructura de RAN.



En otras palabras, network slicing puede ser visto como parte del paradigma de “Network
as a Service”, introduciendo ademas una nueva arquitectura basada en servicios (SBA) para

la red movil 5G.

El segmentar la red en forma muy especial o ad hoc para cada servicio permite distribuir o
asignar los recursos especificos para tal servicio, en una red ldgica extremo a extremo (E2E,
End-to-End) con caracteristicas propias de KPl y KQl QoS, estableciendo su SLA por lo tanto
el usuario experimentard su grado de satisfaccion QoE y el proveedor aprovechara de mejor
forma la infraestructura con que cuenta, todo esto a través de herramientas de gestion. La
“semilla basica” de este proceso es contar con un conocimiento pleno de los requerimientos
de los servicios solicitados por los usuarios. En tal sentido en el siguiente acapite se tratan
aspectos sobre clasificacidon de servicios, donde las técnicas de aprendizaje automatizado

(ML) plantean escenarios interesantes
2.5 Clasificacion de servicios 5G, estado del arte

Como se menciond en epigrafes anteriores, el crecimiento y la heterogeneidad de los
distintos servicios que se implementarian en la red 5G, tiene un desarrollo especial debido
a sus caracteristicas y especificaciones particulares. Esto fue planteado en [1][2] en los casos
de uso propuestos por la ITU que son soportados por 5G. La Figura 11 que enmarca los tres
casos de uso propuestos por la ITU y que se denotan en cada vértice del tridngulo, contiene
en su interior los distintos servicios, y su ubicacién depende de sus caracteristicas y
requerimientos de recursos de red para su funcionamiento, si se ampliara ese diagrama,
seria posible saber que algunos de esos servicios tienen caracteristicas similares que

podrian introducir confusion y considerar un servicio cuando realmente sea otro.

En [37], [38] muestra como estos caso de uso dictan nuevos requerimientos y caracteristicas
(algunos comunes en su vecindad) que influyen en aspectos de confiabilidad, disponibilidad
y resiliencia ademas de que estas caracteristicas influyen en la definicién e implementacién

del NS por lo que se tienen que tomar en cuenta.
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Figura 11. Casos de uso y la complejidad de las aplicaciones [37]

En el campo de las telecomunicaciones y en particular en el despliegue de redes 5G, es
importante que los proveedores de servicios cuenten con la mejor clasificacién de estos. La
razon, es que la categorizacién exacta de los servicios solicitados por los UE, permite al
operador asignar los recursos de red precisos llamados segmentos de red (network slices)
para cada servicio, asi como designar un SLA a cada network slice, mejorar la QoS de la red
y la QoE percibida por los usuarios. Varios grupos de investigacion implementan soluciones
inteligentes para abordar servicios de redes méviles y también buscan estandarizar algunos
métodos para mejorar el desempeiio de las redes, como se puede ver en la alianza de 3GPP,
el proyecto de Redes modviles de préoxima generacién (NGMN), ETSI y muchas otras

iniciativas de investigacién [10][11].

En [11], se destaca la posibilidad de emplear de algoritmos de SL y aprendizaje no
supervisado para clasificar nuevos servicios dentro de los casos de uso (eMBB, mMTC y
urLLC). Para esta clasificacion el autor propone requerimientos basicos, o KPl como son:

latencia, ancho de banda y tasa de datos.

En [39], se expone la posibilidad de clasificar servicios que los usuarios demanden con la

ayuda de tecnologias como SDN, NFV y ML. El objetivo que se persigue por los autores es el
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de predecir la demanda y asignar dindmicamente la cantidad de recursos de red [39]. Los
pardmetros en los que se basa esta clasificacién son: ancho de banda, latencia, la
variabilidad del retardo que sufre la informacién o jitter (se deja el término en inglés, ya que

es un tecnicismo dificil de describir en forma literal en espafiol) y otros KPI.

En [5] se establece un sistema para crear una base de datos donde se definan los SLA de
cada network slice. Los autores indican el uso de técnicas de aprendizaje no supervisado
para clasificar servicios 5G, como base del sistema principal. No se brinda mucha
informacidén sobre los elementos a tener en cuenta para la clasificacién, pero si plantean

gue debe ser con requerimientos de KPI.

El grupo de investigacion de Machine Learning en redes, (NMLRG, por las siglas del término
en inglés, Network Machine Learning Research Group) trabaja en métodos novedosos para
la clasificacién de servicios 5G con el empleo de ML [40]. En algunos de los trabajos
desarrollados por el NMLRG [40], los autores muestran los resultados obtenidos por los
modelos que se utilizaron para la clasificacidon de servicios 5G, donde se enfocan en los KPI
referidos al trafico de red como factor principal para realizar la clasificacidén en el sistema

propuesto.

Las distintas variantes que se emplean en los trabajos anteriormente mencionados se basan
en la recopilacién y analisis de datos con el objetivo de determinar una mejor clasificaciéon
de servicios 5G. La recopilacién y analisis de los datos que se realiza en dichos trabajos se
efectla a partir de los requerimientos de KPIl y ninguno utiliza los KQI como elementos a
tener en cuenta para la clasificacién de servicios 5G. Si se emplearan los KQI, se complicaria
mas el algoritmo de ML que se utilice porque aparece una nueva dimensién en el analisis
de dicho algoritmo. Sin embargo, se estima que incorporar los KQIl para clasificar servicios
5G ayudaria a mejorar la QoS y la QoE, haciendo mas precisa la determinaciéon y
cumplimiento de los SLA. Lo que si, es insoslayable, el uso de técnicas de ML en busqueda

de la mejor clasificacion.
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2.6 Aprendizaje automatizado, Machine Learning (ML)

El término de aprendizaje automatizado (Machine Learning) fue definido por primera vez
en 1959 por Arthur Samuel como: “El aprendizaje automatizado es el campo de estudios
gue da a las computadoras la habilidad de aprender si ser explicitamente programada” [41],
asimismo, es una rama de la inteligencia artificial cuyo objetivo es, desarrollar técnicas que
permitan a las computadoras aprender por su cuenta [42]. De forma mas especifica, se trata
de crear programas capaces de generalizar comportamientos a partir de una informacién
suministrada en forma de ejemplos. Por lo tanto, es un proceso de induccion del
conocimiento y puede ser visto como un intento de automatizar algunas partes del método
cientifico mediante métodos matematicos [43]. En muchas ocasiones el campo de trabajo
de ML se compara con el de la estadistica computacional, ya que las dos disciplinas se basan
en el analisis de datos. Sin embargo, ML también se centra en el estudio de la complejidad

computacional de los problemas [43].

Explicitamente, una maquina aprende la ejecucion de una tarea particular T, con el objetivo
de mantener una métrica de rendimiento especifica P, basada en una experiencia particular
E, donde el sistema tiene como objetivo mejorar de manera confiable su rendimiento P
mientras ejecuta la tarea T, explotando su experiencia E. En dependencia de como se
especifique T, P y E, el aprendizaje se fundamenta en: mineria de datos, descubrimiento

auténomo o actualizacién de bases de datos [43].

ML ha encontrado una amplia gama de aplicaciones en procesamiento de imagen/audio,
finanzas y economia, andlisis de comportamiento social, gestidn de proyectos, etc.; y puede
ser utilizado en el modelado de varios problemas complejos de los sistemas de préxima
generacion, en los que las soluciones existentes requieren mucho ajuste manual, o en
problemas en los que no hay ninguna solucién y se utiliza un enfoque tradicional [43]. Una
diferencia importante de ML sobre los algoritmos cognitivos tradicionales, es la extraccion
automatica de caracteristicas, mediante lo cual se puede renunciar a la costosa ingenieria

de obtener las caracteristicas a mano [39]. En términos generales, una tarea de ML puede
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detectar anomalias, predecir escenarios futuros, adaptarse a entornos fluctuantes, obtener
informacién sobre problemas complejos con grandes cantidades de datos y, en general,

descubrir patrones que un humano puede pasar por alto.

ML utiliza el poder de Big Data (se deja el término en inglés, ya que es un tecnicismo dificil
de describir en forma literal en espafiol) y recursos informaticos para procesar patrones en
datos histdricos, y luego utilizarlos como funciones de prediccién al analizar datos futuros
[44]. Se basa tipicamente en usar algoritmos matematicos o métodos estadisticos para
examinar un conjunto de datos existente y usar los resultados para obtener predicciones

[39].

Un concepto clave para el entendimiento de ML y de este trabajo, es el de conjunto de
datos (dataset), que se utiliza en el resto del capitulo. Un conjunto de datos contiene
ejemplos de entrenamiento (filas) y caracteristicas (columnas), y de forma general, existen
dos tipos de conjuntos de datos: etiquetados y no etiquetados. El conjunto de datos
etiquetado se representa por X = {x™ € RN_,, Y = {y(™ € R}Y_, y el no etiquetado
se representa solo por X = {x(™ € R4}N_, [44]. Donde X denota el conjunto de
caracteristicas que contiene N muestras. Cada muestra es un vector d-dimensional y se
denomina vector de caracteristicas, mientras que cada dimensidn de un vector se denomina
atributo, variable o elemento. Y representa el conjunto de etiquetas, y registra qué etiqueta

se corresponde con su vector de caracteristicas [44].

Un conjunto de datos normalmente se divide en: datos de entrenamiento y prueba. El
conjunto de entrenamiento se usa para entrenar un algoritmo de ML y el conjunto de
prueba, para asegurarse de que las predicciones del modelo predictivo generado por el
algoritmo sean correctas. Al aplicar ML, el objetivo es estimar qué tan bien se generaliza un

algoritmo de aprendizaje mas alla de las muestras del conjunto de entrenamiento [44].

Incorporar ML para ayudar a resolver un problema conlleva un conjunto de desafios. Los
principales desafios para la realizacion del presente proyecto son: la obtencién de datos de

alta calidad (lo que es esencial en cualquier aplicacion de ML) para establecer una base de
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datos y el tipo de datos (si son etiquetados o no etiquetados). Esto ultimo es clave para

decidir qué tipo de aprendizaje emplear en un proyecto de ML.

2.6.1 Esquema general de ML

El esquema general de todo problema de ML presenta dos fases de trabajo: la fase de
aprendizaje y la fase de induccién, ambas se pueden observar en la Figura 12. La primera
etapa, la de aprendizaje, es donde a través del descubrimiento de patrones en los datos de
entrada (entrenamiento), los cuales se usan para describir los datos y posteriormente
resumirlos en un modelo mediante un algoritmo de ML. En la fase dos, se induce la
prediccién al usar el modelo (de la fase de aprendizaje) [45]. Se prueban otros datos nunca
antes vistos (los datos de entrenamiento deben ser diferentes a los de prueba); los nuevos
datos se transforman en un vector de caracteristicas, que se introducen en el modelo y da
como resultado una prediccidn [45]. El objetivo del modelo de entrenamiento es minimizar

el error entre las predicciones y los valores reales.

Fase de aprendizaje

S s > gy

Datos de Vector de

. - Algoritmo |
entrenamiento  caraccteristicas £ Modelo

Fase de inducir

B E.. @ .8

Datos de Vector de Modelo Prediccion
prueba caracteristicas

Figura 12. Fases del esquema general de un problema de ML [44].
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2.6.2 Validacién cruzada

De acuerdo con [19], al crear y entrenar un algoritmo de ML, el objetivo es seleccionar el
qgue realice las mejores predicciones. Sin embargo, si se selecciona el algoritmo que

III

presenta el “mejor” rendimiento predictivo en los datos de entrenamiento, es posible que
el modelo predictivo se sobreajuste o tenga sobreaprendizaje (overfitting), e indica que el
algoritmo de ML no se entrena bien. Este sobreajuste puede ocurrir cuando un modelo
tiene patrones memorizados que aparecen en las fuentes de datos de entrenamiento y
evaluacioén, pero falla al generalizar los patrones de los datos [46]. Para evitar que ocurra,
se pueden hacer dos cosas: aumentar el volumen de la base de datos o reservar datos

adicionales al dividir el conjunto de datos en tres partes (entrenamiento, validacion vy

prueba) y con esto validar el rendimiento del algoritmo de ML [46].

Asimismo, para evaluar los resultados del analisis estadistico y validar el algoritmo en un
problema de ML, se usa la técnica de validacién cruzada (cross-validation) [47]. El objetivo
de la validacion cruzada consiste en estimar el nivel de ajuste de un modelo a un cierto
conjunto de datos de prueba independientes de las utilizadas para entrenar el algoritmo.
La validacion cruzada permite garantizar que los datos de la particién entre entrenamiento

y prueba sean independientes [47].

No se trata de utilizar un nuevo conjunto de datos de validacién, sino consiste en emplear
una validacién cruzada de K-iteraciones (K-Folds), donde el conjunto de datos se divide en
K subconjuntos [48]. Uno de los subconjuntos se utiliza como datos de pruebay el resto (K-
1) como datos de entrenamiento. El proceso de validacién cruzada se repite durante K
iteraciones, con cada uno de los posibles subconjuntos de datos de prueba. Cada iteracion
produce un modelo de prediccidn, y por lo tanto una estimacién del rendimiento de la
generalizacion, por ejemplo, una estimacion de la precision. Una vez finalizada la validacion
cruzada, todos los ejemplos se han utilizado sélo una vez para evaluar, pero (K-1) veces

para entrenar [48]. En la Figura 13 se representa la explicacidén anterior.
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’ Todos los datos ‘

’ Datos de entrenamiento ‘ ‘ Datos de prueba ‘

Iteracién 1 ’ ‘ Iteracion 2 Iteracién 3 Iteracion 4 ‘ Iteracién 5 ‘

Divisién 1 Tteracion 1 | ‘ Iteracién 2 Iteracion 3 Iteracién 4 Iteracién 5

Division 2 Iteracién 1 | [ Iteracion 2 Iteracién 3 Iteracion 4 Iteracion 5

|
|
Tteracién 5 ‘
|

Division 4

Division 3 ‘ Iteracién 1 | ‘ Iteracion 2 Iteracion 3 Iteracion 4 ‘
’ Iteracién 1 | ’ Iteracién 2 Tteracién 3 Tteracién 4 ‘ Tteracién 5
Divisién 5 ‘ ‘

Iteracién 1 | ‘ Iteracién 2 Iteracién 3 Iteracion 4 Iteracién 5 ‘

Evaluacion final ﬂ Datos de prueba ‘
Figura 13. Ejemplo de validacion cruzada K-Folds para 5 iteraciones [46]

2.6.3 Aprendizaje supervisado, no supervisado y reforzado

Las técnicas convencionales de ML se refieren a los tipos conocidos como: Aprendizaje
supervisado, no supervisado y reforzado, asi como a sus diferentes algoritmos. Se describe
en forma breve estas tres técnicas que se pueden usar para implementar esquemas

inteligentes de toma de decisiones en sistemas de redes de comunicaciones como 5G/B5G.

El aprendizaje supervisado (SL, por las siglas del término en inglés, Supervised Learning) es
una técnica de ML que toma datos de entrenamiento, organizados en un vector de
caracteristicas de entrada (x) y un valor de salida deseado (y) para desarrollar un modelo
predictivo, al inferir una funcion f(x), devolviendo la salida predicha y [49]. Las variables (x)
y (y) se les conoce como variable independiente y dependiente respectivamente. Esta
técnica utiliza conjuntos de datos de tipo etiquetados y es extremadamente Util cuando la
funcién a abordar requiere estimacion o clasificacién de variables. En la Figura 14 se puede

apreciar un modelo genérico de SL.
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Figura 14. Modelo genérico de SL [50]

La técnica de SL tiene dos aplicaciones principales: regresién (para estimacién) vy
clasificacién. Por un lado, la clasificacién, seglin [51], se aplica cuando el valor de salida y
(en ocasiones llamadas etiquetas o categorias) que se intenta predecir es discreto. Por otro
lado, se aplica la regresién cuando y es un valor continuo real. Se puede encontrar una gran
cantidad de algoritmos de SL que se pueden utilizar para la clasificacion y regresion. A

continuacion, se presentan algunos de ellos: [49]

1. k-Vecinos mas cercanos (k-NN, por las siglas del término en inglés, k-Nearest
Neighbors): es un método no lineal donde la entrada consiste en las k muestras de
entrenamiento mas cercanas en el espacio de entrada. El resultado previsto es el
promedio de los valores de sus k vecinos mas cercanos.

2. Magquinas de soporte vectorial (SVM-Support Vector Machine): estan inspirados en la
teoria del aprendizaje estadistico, que es una herramienta poderosa para estimar
funciones multidimensionales. Para este problema, dadas m muestras de
entrenamiento ((xy,¥1), ..., Xm, ¥im)), €l objetivo es aprender los parametros de una

funcién que mejor se adapte a los datos (muestras de hiperplano).
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3. Redes neuronales artificiales (ANN, por las siglas del término en inglés, Artificial
Neural Networks): es un modelo de aprendizaje estadistico inspirado en la estructura
de un cerebro humano, donde los nodos interconectados representan las neuronas que
producen respuestas apropiadas.

4. Arbol de decisién (DT, por las siglas del término en inglés, Decision Tree): es un
modelo de diagrama de flujo en el que la capa nodo interno representa una prueba en
un atributo. Cada nodo hoja representa una respuesta, y la rama representa el
resultado de la prueba, Figura 15. No requieren ningin conocimiento previo de los
datos, son robustos (es decir, no sufren del problema de la dimensionalidad, ya que se

centran en los atributos mas destacados) y funcionan bien para un conjunto de datos
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Figura 15. Ejemplo de un DT con tres nodos [10]

También se han propuesto metodologias para aprovechar al maximo los datos disponibles
y aumentar el rendimiento de la prediccion. Algunas de estas se clasifican entre los llamados
métodos de conjuntos (Ensemble). Los métodos de conjunto combinan las predicciones de
multiples algoritmos de aprendizaje para producir una predicciéon final. Uno de estos

métodos mas conocidos es:

5. Bosque aleatorio (Random Forest): es una combinacion de DT predictores tal que cada

arbol depende de los valores de un vector aleatorio probado independientemente y
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con la misma distribucién para cada uno de los arboles. Cada arbol es construido con
la aplicacion de la siguiente metodologia: sea N el nimero de casos de prueba, M es
el numero de variables para la clasificacidn de etiquetas. Sea m el nimero de variables
de entrada a ser usado para determinar la decisién en un nodo dado (m<«M). Para
cada nodo del arbol, elegir aleatoriamente m variables en las cuales basar la decisién.
Calcular la mejor particion del conjunto de entrenamiento a partir de las m variables.
Para la prediccién un nuevo caso es empujado hacia abajo por el arbol. Luego se le
asigna la etiqueta del nodo terminal donde termina. Este proceso es iterado por todos
los arboles en el ensamblado, y la etiqueta que obtenga la mayor cantidad de
incidencias es reportada como la prediccidon [52]. En la Figura 16 se muestra un

ejemplo de un bosque aleatorio de tres arboles de decisién.
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I

{ Voto de la mayoria

Prediccion final

Figura 16. Ejemplo de un bosque aleatorio de tres DT [51]

2.6.4 Aprendizaje no supervisado

El aprendizaje no supervisado (unsupervised learning) es una técnica de ML que recibe
datos de entrada sin etiquetar, con el objetivo de encontrar un patrén en ellos. En este caso,

se deja que la computadora aprenda por si misma, sin proporcionar la respuesta correcta
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al problema que se quiere resolver [49]. El objetivo es construir una representacion de
entradas que puedan usarse para predecir a partir de entradas futuras sin dar al algoritmo
la respuesta correcta, como se hace en el caso de SL [49]. En la Figura 17 se puede observar
un modelo genérico de aprendizaje no supervisado:

Textos de

entrenamiento,

documentos, %
imagenes, etc

Vectores de
caracteristicas

(€9

N\

Algoritmo de
aprendizaje
automatico

Vector de
Nuevo texto, caracteristicas Probabilidad o

documento, cluster ID
imagen, etc. ) a 0 mejor

(€9) representacion

Figura 17. Modelo de aprendizaje no supervisado [50]

Se puede distinguir en la Figura 17 que, en comparacién con el SL, el aprendizaje no
supervisado requiere solo el conjunto de caracteristicas, no el conjunto de etiquetas. Por
tanto, el tipo de conjunto de datos es no etiquetado. Este tipo de aprendizaje puede ser
extremadamente util cuando se requiere identificar comportamientos anémalos, reconocer
patrones o reducir la dimensionalidad de los datos. Las tres familias mas importantes de
aprendizaje no supervisado se pueden encontrar en [49] y son: agrupacioén (clustering),

reduccion de la dimensionalidad y estimacion de probabilidad.
2.6.5 Aprendizaje reforzado

A diferencia del caso de SL, el aprendizaje reforzado (reinforcement learning) aprende de
las interacciones para lograr un determinado objetivo. En muchas aplicaciones reales como:

problemas de decisidn y control secuenciales, no es posible proporcionar una supervisién
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explicita al aprendizaje. En estos casos, solo se puede proporcionar una funcidon de
recompensa/costo, que indica cuando el algoritmo esta funcionando bien/mal [49]. El
Proceso de decisién de Markov (MDP, Markov Decision Process) representa la base teérica
para el marco del aprendizaje reforzado. En la Figura 18 se ilustra el modelo general de esta

técnica de ML.

Ingreso de datos sin procesar

¢ ¢ Recompensa Mejor Accion 0000
A

(o] 0 )
0%, .4 R AAAA
A

.’ : [ ]

Seleccion de
¢ A o o Estado Algoritmo o0

Figura 18. Modelo de aprendizaje reforzado [50].

El problema se define mediante un Proceso de decisién de Markov (MDP) {¢,A,T,R,y}
donde ¢, es el conjunto de estados posibles del entorno ¢ = {21,22, ...,2n}. A4, es el
conjunto de acciones posibles A = {al, a2, ..., aq} que cada tomador de decisiones puede
elegir. T(2'|e, @), es la funcién de transicion que denota la probabilidad de obtener 2" dando
una accién a en el estado 2. R(g,a) es una funcidn de recompensa, que especifica el
rendimiento inmediato esperado obtenido al ejecutar la accion a en el estado ¢, y ademas,
se considera que 0 <y <1 es un factor de descuento, que da mds importancia a las

recompensas inmediatas en comparacion con las recompensas obtenidas en el futuro [49].

La persona (el agente) toma las decisiones e interactia continuamente con el llamado
entorno. El agente selecciona acciones, el entorno responde a esas acciones y evoluciona
hacia nuevas situaciones. En particular, el entorno responde a las acciones mediante

recompensas, es decir, valores numéricos que el agente intenta maximizar con el tiempo.
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El agente tiene que explotar lo que ya sabe para obtener una recompensa positiva, pero

también tiene que explorar para tomar mejores medidas en el futuro [49].

Casi todos los algoritmos de aprendizaje reforzado se basan en la estimacidon de una llamada
funcidn de valor, que considera estados que estiman qué tan bueno es que un agente esté
en un estado dado [37]. Ejemplos de algoritmos de esta técnica de ML no se discuten en

este trabajo, para mas interés sobre ellos se puede consultar [10].

En la Figura 19 V. P. Kafle, et. Al. [11], presentan un grafico con un resumen de la
clasificacién de las técnicas de ML y su aplicabilidad en redes, dicho grafico fue extraido de

datos presentados por [53].

4 M’Uld v Reattime decsions Recommendation engines
(@ ads, elr) ¥ Game Adiicl ’ (Amazon web service, Legend
W § Neuwal . m"“@‘eﬂ({‘” Netfi, Sounddoud, etc) v @
7 \ | nework v Skil acquisib ¢, Ctomer segee
7 g :

aradter reCognition
— m_.
B e poliang,

Figura 19. Clasificacion de técnicas de Machine Learning para redes [11]
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2.7 Aplicacion de ML a la gestion de redes 5G

Los sistemas mdviles e inaldmbricos se han convertido en parte esencial de la
infraestructura social, movilizan la vida diaria y facilitan la economia digital de multiples
maneras. Sin embargo, las comunicaciones inaldmbricas y 5G se han percibido como
campos de investigacién diferentes de ML, a pesar del potencial que tienen cuando se usan
en combinacion. De hecho, la influencia de las comunicaciones de redes moviles e
inaldmbricas habilitadas para ML se ha hecho evidente por una serie de paradigmas de
redes recientes, como: servicios basados en la ubicacidon, almacenamiento en caché movil,
control de trafico de red, etc. [39]. Con la finalidad de tomar las mejores decisiones y realizar
una gestion eficiente de redes 4G o 5G, ML es una herramienta potente, ya que provee
informacidn significativa proveniente del andlisis de datos que se ponen disponibles a los

operadores, estos datos, pueden ser utilizados en introducir mejoras a la red [49].

ML implica beneficiarse de cdmo una computadora puede “aprender” de la experiencia
para mejorar su habilidad de: pensar, planear, decidir y actuar, es decir, habilitar a las
computadoras para que aprendan por si solas [54]. ML ha evolucionado hasta el punto de
gue actualmente permite que las redes inaldmbricas aprendan y extraigan conocimiento al
interactuar con los datos. El interés preliminar y las discusiones sobre la viabilidad de la
evolucidn de los estdndares 5G con la ayuda de protocolos de ML captan la atencién y la

imaginacién de ingenieros e investigadores de todo el mundo [10].

Con los avances, sin precedentes, del software y de la capacidad computacional, la vision
de la gestién auténoma de la red se puede poner en practica aprovechando también otros
desarrollos de conocimiento interdisciplinarios en el drea de ML [49]. El desafio de IMT-
2020 es asegurar el rendimiento de la red y los diferentes requisitos de QoS/QoE para los
casos de uso genéricos: eMBB, mMTC y urLLC. Para ello se puede utilizar, de manera
efectiva, ML, lo que permite que la red aprenda de la experiencia, al tiempo que mejora el

rendimiento [49].
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Segun [55], ML es una de las tecnologias claves a utilizar en el monitoreo de la red 5G y
facilitar su auto-adaptacién, ya que permite el ajuste del comportamiento en respuesta a la
percepcidon del entornoy de los datos que ya han sido procesados. Adaptacion es la “funcién
inteligente” que puede seleccionar automaticamente diversas funcionalidades mediante el
uso de diferentes componentes de software. Tales funciones no pueden basarse por
completo en reglas predefinidas hechas a mano, ya que es demasiado complejo predecir
las condiciones de trabajo futuras causadas por cambios en el entorno, necesitandose

mecanismos automatizados [7].

El analisis de Big Data actualmente recibe gran atencién en la investigacion de la industria
de las telecomunicaciones, debido a su capacidad de proporcionar informacidén perspicaz a
partir del andlisis de datos ya disponibles para los operadores. ML a través del andlisis de
datos que se generan por la red, puede aproximar la autoconciencia al conducir la gestion

de la red de reactiva a predictiva [39].

En 5G, la autoconfiguracidon (self-configuration) de la red desempefia un papel importante
en la gestién de las mismas. El concepto de autoconfiguracién se define segin [10], como
una funcién que monitorea de forma constante los pardmetros de los equipos de la red y
su entorno para, en consecuencia, actualizar dichos parametros y con ello garantizar que la

red funcione de la manera mas eficiente posible.

Con la creciente complejidad de las BS en 5G el proceso de autoconfiguracion es un desafio
en la actualidad para los investigadores, debido a la cantidad de pardmetros a considerar.
Para realizar la autoconfiguracidn, se aplican varias técnicas de ML con el objetivo de
automatizar las funciones de los equipos de red [10]. La autoconfiguracion de la red,
empleando tecnologias como SDN, NFV y ML, ayudan a la gestidén y el analisis lo que permite

resolver problemas de la red y mejorar la QoS/QoE [6].

A diferencia de lo que ocurre en 4G bajo el concepto de “one size fit all”, |a softwarizacion,
network slicing y la exposicion de la capacidad de red proporcionan capacidades de

programacion dinamica para aplicaciones promulgadas por el IMT-2020. El plano de gestién
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y orquestacién de redes segun IMT-2020 necesita detectar: cualquier falla de QoS,
anomalias de eventos y realizar el proceso de gestién, con el objetivo de cumplir, asegurar
y facturar los servicios en la infraestructura fisica y virtual, incluidos los recursos
informaticos, de almacenamiento y de red, o de realizar la orquestacion para lograr
disposicion automatizada, coordinacion, creacién de instancias y uso de funciones y
recursos de red por criterios de optimizacion [56]. Con la creciente complejidad y
dinamismo de los comportamientos de la red, es muy dificil con cédigo tradicional
programar recursos de red basados en el conocimiento experto, especialmente cuando no

hay una relacidn causal matematica entre eventos de red y anomalias de QoS [3].

Las redes de comunicacién actuales con arquitectura distribuida no se han disenado para
hacer frente al andlisis de datos y al aprendizaje automatico. La red segun IMT-2020 es
necesaria para soportar diversos requisitos de rendimiento en servicios heterogéneos

basados en mecanismos de control de QoS unificados y de E2E [39].

Para cumplir con los requisitos de las redes segin IMT-2020, los algoritmos de ML de
aseguramiento de calidad de servicio necesitan datos de entrada que deben recopilarse de:
los UE, la red de acceso y la red de nucleo. Dichos algoritmos también necesitan datos de
KPI de QoS para construir una correlacién entre KPI de QoS y datos relacionados con QoS.
Sin embargo, debido a la complejidad y dinamismo de la red segin IMT-2020, tales
algoritmos producen datos masivos y heterogéneos. Por tanto, es necesario obtener un
formato de datos unificado para que el modelo funcional de aseguramiento de QoS basado

en ML funcione de manera eficiente y precisa [56].

Un mecanismo de ML que aprende de forma inteligente del entorno de red y reaccionar
ante situaciones dinamicas, se puede aplicar al campo de las redes segin IMT-2020. Dicho
mecanismo aprende de los datos anteriores de QoS contra los KPI de destino y reconstruye
las relaciones entre datos anteriores relacionados con QoS y anomalias de QoS de forma

automatica y precisa [56]. Con el empleo de las relaciones aprendidas, estos mecanismos

58



pueden detectar anomalias de QoS actuales y luego pueden desencadenar la mitigacién

automatica o acciones sugeridas.

Los mecanismos de ML también pueden predecir futuras anomalias relacionadas con la QoS
[56], ya que tienen la capacidad de adaptar un sistema completo basado en datos histdricos,
lo que significa que en 5G, la gestidn supervisa las métricas claves de la red, entiende los
pardmetros configurables y ajusta sus valores de manera éptima para lograr una
configuracion de red superior, precisada a través de un conjunto de indicadores claves de

rendimiento (KPI) [7].

ML es un método de andlisis de datos que automatiza la construccion de modelos analiticos,
a partir de la idea de que los sistemas pueden aprender de los datos, identificar patronesy
tomar decisiones con la minima intervencién humana. En [43] se especifica que ML brinda
las herramientas para definir los patrones en los escenarios propuestos en IMT-2020 y
mejorar la calidad de servicio (QoS) brindada por un operador de red, asi como, desde una
perspectiva de usuario, mejorar su calidad de experiencia (QoE). La QoE esta directamente
relacionada con la QoS, pero para los proveedores de servicios constituye un reto tener el
conjunto adecuado de herramientas y procesos para asignar la QoS en el nivel de red a la

QoE en los niveles de usuario [57].
2.8 Conclusiones
En este capitulo se puede concluir que:

e La ITU define tres casos de uso genéricos fundamentales y significativos para las
redes de nueva generacion como 5G/B5G: eMBB, mMTC y urLLC.

e Las redes de nueva generacion, como 5G, estan disenadas para soportar servicios
tan heterogéneos y con exigencias de desempefio diversas.

e Debido a que enfoque de la red 5G esta basada en servicios, fue necesaria la
evolucion a una Arquitectura Basada en Servicios (SBA), emigrando de Ia

arquitectura actual de 4G y LTE la cual no satisface los requerimientos.
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e Los servicios especificados para las redes de nueva generacion 5G se distinguen por
sus requerimientos técnicos y diversos en términos de desempefio (KPI) y de calidad
(KQl).

e Se considera esencial conocer e identificar los servicios por lo que, la clasificacion de
los mismos resulta de gran importancia.

e La actual clasificacidon de servicios, basada solo en parametros de desempeiio KPI no
permite la mejor gestidn de los servicios 5G.

e Para la identificacion y clasificacion adecuada de servicios, ML ha emergido como
herramientas claves, sus técnicas como aprendizaje supervisado, no supervisado y
reforzado son factores claves para ello y en general para la gestidon del performance
de la red 5G.

e Una identificacidn plena de los servicios solicitados por los usuarios (a través de las
UE) permitiria a los proveedores asignar los recursos de red adecuados y ah hoc a

cada servicio

En el capitulo 3, se propone un sistema para la clasificacién de servicios 5G basado en sus
KPI'y KQl, y se apoya en técnicas de ML con la idea de obtener mas precisién en su

clasificacion.
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3 CAPITULO: PROPUESTA DE UN SISTEMA DE CLASIFICACION DE
SERVICIOS

3.1 Introduccion

La arquitectura de las redes 5G se planteé como una red enfocada a soportar servicios,
heterogéneos por lo que, la identificacion y consecuente clasificacion de estos requiere
atencién especial pues permitird una asignacién eficiente de los recursos de la red. Se ha
mencionado que las redes 5G tienen una gran variedad de servicios nuevos, algunos de ellos
inclusive con requerimientos de desempefio y calidad muy similares, lo cual hace dificil
identificacion y su clasificacion. Por lo que, la automatizacién y en particular el aprendizaje
automatizado (ML), juega un papel importante en la deteccidn e identificacidon de patrones
de los servicios bajo analisis. Una clasificacion de servicios sin la ayuda de ML dificulta su
identificacion plena y la consecuente monitorizacion y control de los recursos de la red
asignados, lo que evitaria que lleguen a funcionar correctamente, y afectaria sus
prestaciones de QoS, la QoE percibida por los usuarios, asi como la violacién de los SLA, es

decir, la gestidn de la red en su totalidad.

En este capitulo se propone un sistema para clasificar servicios de redes 5G/B5G genéricos,
el sistema clasificador emplea técnicas de ML. Se explica cada una de las partes del sistema
clasificador de servicios partiendo de su esquema general. Dando especial énfasis al bloque
relacionado con el modelo predictivo y los algoritmos de ML por la importancia que poseen
en el sistema propuesto. Se considera substancial el manejo de la informacidn inherente a
los servicios, desde la creacidn de la base de datos, el etiquetado, su divisién para entrenar,
probar y validar el modelo predictivo, son etapas importantes. El capitulo finaliza con

recomendaciones para lograr la implementacion de la propuesta.

61



3.2 Propuesta del sistema para clasificar servicios, su esquema general.

El esquema general del sistema que se propone para la clasificacién de los servicios 5G
genéricos se muestra en la Figura 20. En dicha figura se representa el momento en que un
usuario o un dispositivo conectado a la red mévil 5G solicita un servicio al operador de red.
Una consideracion, es que en este trabajo se asume que se implementa la tecnologia
network slicing en radio de acceso a la red (RAN) de 5G, por lo que, se muestran las

solicitudes a través de las UE separadas.

En el proceso de clasificacién de un servicio con ML, este se pasa por un modelo predictivo,
cuya entrada es un vector de caracteristicas (x) formado por los KPl y KQI del servicio a
clasificar. El modelo predictivo emplea la técnica de ML de SL que puede ser utilizado por
un operador de red para clasificar los servicios solicitados y, con ello, distribuir
eficientemente los recursos de red con los que cuenta y en consecuencia mejorar su
desempeiio, la calidad de los servicios y la calidad de experiencia de los usuarios. La salida
del sistema que se propone es justamente un servicio clasificado con una etiqueta (y) que

se espera corresponda a la clasificacidén correcta del servicio.

L LR LR LR R R L R R R L L T T

Algoritmo de ML, ya Sistf:ma
entrenado y listo para clasificador
predecir de

servicios 5G

¢MBB E )
mMTC %

I
i
urLLC :
|

Solicitud de |- s
servicios 5G

Servicio
clasificado

Figura 20. Esquema general del sistema propuesto para la clasificacion de servicios 5G.

62



3.3 Construccion de la base de datos (dataset) de los servicios

Con el objetivo de lograr la mejor clasificacidon posible se propone, ademas de considerar
los KPI como entrada principal del sistema, presentar los KQl como pardmetros
fundamentales de calidad de la propia red. Se infiere que con la inclusién de los KQl aparece
una nueva dimensién en el andlisis que ayudara a que la clasificacidon de los servicios sea

mas asertiva, con el apoyo de técnicas de ML.

La introduccidon de indicadores clave de calidad (KQl), que reflejan el rendimiento y la
calidad del servicio de E2E, posibilitan obtener una mejor experiencia real del cliente [25].
La intencion de al incorporar los KQI es tratar de mostrar la experiencia del cliente con
indicadores que contengan sus requerimientos y asi proporcionarles un mejor desempeiio
de la red y una mejor QoE. Se debe tener en cuenta que los KPI definidos en las
especificaciones actuales, no se diferencian por los servicios que caracterizan, solo miden

al portador de los mismos.

Uno de los principales problemas enfrentados en este trabajo, lo cual constituye una
limitante, fue la obtencion de un conjunto de datos con parametros KPI/KQI de sistemas
5G/B5G en operacion. Por lo tanto, se construyé un conjunto de datos sintéticos (de forma
manual) analizando tanto los parametros KPl como los parametros KQl extraidos de
documentos de estdndares de la ITU, de proyectos europeos y de documentos de analisis
llevados al cabo por empresas de telecomunicaciones. El conjunto de datos se construyo
tomando los valores umbral consultados en la bibliografia y oscilando estos valores de
forma aleatoria, provocando valores diversos para cada KPI/KQl para cada servicio

individualmente.

La base de datos se creé utilizando los valores de los parametros correspondientes a los KPI
y KQI de los servicios seleccionados, los cuales se indican en el ANEXO 2. Base de datos
(dataset) creada con valores KPI y KQI de los servicios 5G, se encuentra en formato de
Valores Separados por Comas (CSV). Los documentos consultados en esta etapa estan

relacionados con estandares y diversos informes de proyectos sobre redes 5G, como 3GPP
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[14][15][58][23], la Alianza Publico-Privada 5G (5G-PPP, 5G Public Private Partnership) [7],
NGMN [16][17], Speed [59][60], 5G America [5], la ITU [1][61][62], Huawei [12] y otros
[21],[20],[18], [22], [63], [64], [65] v [66].

La eleccidn de los servicios considerados fue en base a que fueran representativos dentro
de los tres casos de uso, tal como se muestran en las Figura 3 y Figura 11. Los valores de los
parametros seleccionados fueron los valores umbral estandar, y se manipularon
aleatoriamente hasta obtener valores suficientemente cercanos a sus valores limite. El
anexo 2 muestra las tablas con los parametros de umbral para los parametros KPI/KQl

extraidos.

La base de datos contiene 165 filas y 14 columnas. Las filas son los valores de los pardmetros
de los servicios 5G a clasificar y, las primeras 13 columnas contienen los valores de KPI y
KQl, mientras que la ultima columna corresponde a las etiquetas de los servicios 5G. La
Tabla 1 es un fragmento de la base de datos, y se pueden visualizar algunos valores de KPI,
KQl y servicios 5G. Este proyecto es un trabajo en progreso, la base de datos es un proceso
gue puede crecer con el tiempo, la propuesta es probar la combinacién de KPI + KQl, y a

medida que la base de datos crezca, se probara la hipotesis.

Se elige CSV como formato de la base de datos, porque los archivos de este tipo son
documentos en formato abierto y sencillo para representar datos en forma de tabla, en
donde las columnas se separan por comas y las filas por saltos de linea. Adema3s, esta

extension de archivo se maneja e implementa facilmente en los lenguajes de programacion.

El conjunto de datos esta disponible bajo solicitud, en la siguiente liga por si se requiere su
uso por algun proyecto bajo desarrollo Zenodo.org, o en el link https://zenodo.org/record/

47790744#.YK8rd5Mzb0OQ, d0i:10.5281/zenodo 4779074.
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Tabla 1 Fragmento de la base de datos construida

Packet Peak Data Peak Data Service Experienced Experienced

Latency Jitter Bit Rate . Mobility Reliability e Survival Interruption N
s Loss Rate Rate DL Rate UL J - J Availability N Data Rate Data Rate N Service
(ms) (ms) (Mbps) oy (Gbps) (Gbps) (km/h) (%) pord Time (ms) " (Mbps) UL (Mbps) Time (ms)
1 1 7 2 9 99 1000 500 X 1o
20 10 20 95 992 9 990 1490 2000 UHD_Video_Strear

9 999 10 1000 )2 Immerse_Experience
99.999 10 5 8 0 Smart_Grid

2%

99.9999

99.9999

3.4 Propuesta de modelo predictivo y algoritmos de ML para la clasificacion de

servicios

La propuesta del sistema clasificador de servicios 5G/B5G se muestra en la Figura 21. Es un
diagrama el cual posee varios bloques necesarios para guiar como se genera el modelo

predictivo del esquema general mostrado en la Figura 20.

El esquema propuesto, opera primero fuera de linea hasta que el modelo predictivo sea
validado vy, aprenda a clasificar los servicios de manera efectiva con pocos errores. En una
siguiente fase, seria suimplementacién en linea por los operadores de red donde el modelo
predictivo clasifique los servicios nuevos solicitados por los UE. La salida del sistema
corresponde al servicio ya clasificado el cual se retroalimenta al algoritmo ML, lo que hace
gue el modelo predictivo sea mas eficiente, pues su base de datos se mantiene actualizada
con informacién de los servicios existentes. Cada una de estas fases y cada bloque se explica

en la subseccion 3.4.1.
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Figura 21. Diagrama en bloques del modelo predictivo empleando ML [Elaboracion

propia].
3.4.1 Descripcién del diagrama del modelo predictivo

El primer bloque del esquema del modelo predictivo es la representacién de la base de
datos, en ella se encuentran datos de servicios 5G/B5G (parametros y valores que describen
sus indicadores claves de rendimiento y calidad KPI y KQl). Los datos de servicios 5G se
utilizan para entrenar el algoritmo de ML y comprobar el modelo predictivo. Hay que
destacar que la calidad y la cantidad del conjunto de datos (pardmetros y sus valores) afecta

el desempefio del entrenamiento y la prediccidon del modelo predictivo.
3.4.1.1 Etiquetado de los datos

En este proyecto se trabaja con un problema de clasificacion donde se utilizan diferentes
etiquetas (servicios 5G/B5G). Se necesita atribuir o estipular una etiqueta a los elementos
a clasificar para distinguirlos. La revisidén y atribucién de etiquetas se puede realizar de

forma manual o computacional, en el segundo de los casos se utiliza un programa disefiado
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especificamente. Al aplicar ML, se emplea un conjunto de datos etiquetados con las
caracteristicas de los servicios para resolver un problema de clasificaciéon de servicios
5G/B5G. Los servicios que se encuentran en la base de datos que llegan al sistema, se
representan por la variable x (ver Figura 20). Al ser procesados se etiquetan (se representan
por la variable Y); el etiquetado de los datos se realiza antes de crear el modelo predictivo
del algoritmo, por lo que es posible saber qué etiqueta (y) corresponde a los parametros (x)

de cada servicio 5G en la base de datos (ver Tabla 1).

Para la clasificacion de los servicios enfoque de este trabajo, se debe considerar la premisa:
los servicios presentan una serie de pardmetros (x) determinadas por los KPl y KQI que los
definen y se le debe asignar de acuerdo a dichos parametros, las etiquetas (y)
correspondientes. Cabe destacar que el etiquetado de los datos se desarrolla antes de la
creacién del modelo predictivo, con el objetivo de que el algoritmo conozca qué etiqueta
(v) corresponde a los parametros (x) de cada servicio 5G, de la base de datos. Por tanto, no
tiene sentido hablar de etiquetado de datos en el momento en que el modelo predictivo va

a clasificar un servicio solicitado.
3.4.1.2 Division de los datos para entrenamiento y prueba

Como se menciond, el dataset es Unico ya que fue creado exprofeso para este proyecto y
contiene los pardmetros descriptivos de los servicios a clasificar, para el desarrollo del
modelo predictivo, se requiere dividir el dataset en dos partes: una parte de los datos, se
utiliza para entrenar el algoritmo y otra para probar el mismo. La divisién de la base de
datos genera cuatro variables: Xtrain, Xtest, Ytrain y Ytest. La variable de entrenamiento
Xtrain, se correlaciona con los valores de los servicios 5G de entrada que se seleccionaron
para entrenar el algoritmo de MLy Ytrain con sus respectivas etiquetas de salida. Las otras
dos variables Xtest y Ytest corresponden a las variables tanto de entrada como salida para
la fase de prueba y validacion del modelo predictivo. La divisién de los datos permite que
posteriormente se pueda probar el algoritmo de ML con datos de entrada nuevos, como se

explica posteriormente.
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3.4.1.3 Entrenamiento del algoritmo de ML.

El modelo predictivo se describe por un proceso matematico que predice eventos o
resultados futuros mediante un anadlisis de patrones del comportamiento pasado. El modelo
predictivo representado en la Figura 20, se crea a partir de un algoritmo de ML, cuyo
objetivo es crear una funcién y = f(x) capaz de predecir el valor correspondiente a
cualquier objeto de entrada x (en el sistema que se propone para la clasificacién de servicios
serian los KPI y los KQI de los servicios 5G). Para ello, el algoritmo de ML tiene que haber
sido entrenado con un conjunto de parametros o caracteristicas de los diferentes servicios
gue se quieran clasificar. Esto permite que para nuevos valores de entrada (x) conocidos, se
puedan asignar etiquetas nuevas (y) desconocidas, pues luego del primer entrenamiento el
modelo predictivo puede proporcionar resultados para nuevos datos. Lo anterior se traduce
en que una vez que el algoritmo de ML se haya entrenado, estd listo para predecir o

clasificar servicios solicitados.

La fase de entrenamiento, consiste en poner a disposicidon del algoritmo de ML datos de
entrenamiento de los cuales aprende. El algoritmo de ML desarrolla una funcion en base a
los datos de entrenamiento (Xtrain) que proporcionan la respuesta correcta (Ytrain). En
otras palabras, con Xtrain y Ytrain se entrena el algoritmo y se genera una funcién f(Xtrain)
= Ytrain que: identifica patrones en los datos de entrenamiento, permite asignar los
atributos de los datos de entrada a los datos destino (es la respuesta que se busca predecir)

y genera un modelo que captura dichos patrones.

El tiempo de entrenamiento es fundamental porque representa la cantidad de tiempo que
el algoritmo necesita para entrenarse completamente y ser capaz de realizar predicciones.
El entrenamiento del algoritmo de ML se puede efectuar sin conexién o fuera de linea
(offline) lo cual se recomienda para problemas de redes. Asimismo, el entrenamiento es
posible realizarlo con pruebas con conexién a Internet, aunque no se recomienda debido a

gue esta situacidon requiere de un mayor tiempo pudiendo no ser capaz de generar el
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modelo predictivo y consecuentemente realizar predicciones fuera del tiempo requerido.

Entrenar el algoritmo sin conexidn resuelve este problema.
3.4.1.4 Validacion del algoritmo de MLy prueba del modelo predictivo

Como resultado del entrenamiento del algoritmo ML se tiene un modelo predictivo que
puede clasificar los servicios 5G, que se genera con los datos de Xtrain. Sin embargo, los
datos de Xtest no se utilizan en el entrenamiento del algoritmo ML, lo que puede significar
qgue el modelo predictivo generado no clasifique los servicios correctamente. Existe la
posibilidad de que este modelo sea propenso a desajustarse hacia abajo (underfitting) o
sobre ajustarse (overfitting) y, por lo tanto, es necesario comprobar el algoritmo ML para
garantizar que el modelo predictivo sea efectivo. Si el modelo predictivo muestra un
sobreajuste, no es muy util, ya que, por ejemplo, un modelo que repita las etiquetas de las
muestras que acaba de ver, lograria una puntuacién perfecta, pero no seria capaz de
predecir etiquetas desconocidas. Para evitar este problema, se inserta el bloque de
validacién del algoritmo ML, el cual aplica un método basado en la técnica de validacion

cruzada, descrita en el epigrafe 2.6.2.

Cuando el modelo se prueba con los nuevos datos de Xtest, los valores de las métricas
deben ser similares a los de la etapa de validacién, ya que esto indica que el algoritmo
elegido funciona de manera efectiva. Es decir, si el resultado de la etapa de validacidn es
similar a los de las etapas de evaluacion y entrenamiento, el modelo entrenado es correcto

y no hay indicios de sobreajuste.

Una vez que el algoritmo ha sido entrenado y validado, el siguiente paso es probar el
modelo predictivo para determinar si puede predecir datos nuevos y futuros. El bloque de
prueba del modelo soluciona este problema mediante la realizacién de una prueba de
prediccidn con Xtest; y Y = f (Xtest) esto se representa en la Figura 21. La salida Y de este
bloque es un vector de los diferentes servicios 5G generados por el modelo predictivo, que

corresponde a los resultados de la prueba del modelo de prediccion con la variable Xtest.
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3.4.2 Validacion del modelo predictivo y sistema clasificador.

Dado que las futuras instancias tienen valores de salida (variable Y) desconocidos, no se
sabe con exactitud si son los valores correctos de la prediccidn realizada por el modelo
predictivo. Para saber qué tan asertivas son y seran las predicciones del modelo predictivo,
se debe comparar la prediccidn Y, con los datos conocidos (de los que ya se conoce la
respuesta) de destino (Ytest) y, utilizar esta prueba como base de precision predictiva para
futuros datos. Por lo que, la comprobacion o validacién del modelo predictivo se describe a
partir de la comparacién entre los vectores Y y Ytest. En caso de no ser considerada
aceptable la comparacién de la prediccién Y con un servicio conocido, este valor se
considera un “error” y se re-entrena el algoritmo; esta consideracién permite que el

algoritmo continué entrenando y se tendra que el sistema propuesto sea mas preciso.
3.4.2.1 Matriz de confusion y métricas de desempeno.

Para validar el modelo predictivo es necesario determinar si los valores obtenidos son los
esperados, para ello se utilizan diferentes métricas de desempenio, lo que permite conocer
qué tan efectivo es el modelo basado en alguna métrica. Las medidas de desempefio o
rendimiento se generan a partir de la relacién de Ytest y Y, que, a su vez, crean lo que se

conoce como matriz de confusion, ejemplo de la cual se muestra en la Tabla 2.

Se llama matriz de confusidon porque visualiza el desempefio del modelo predictivo
empleado y permite observar si se estan confundiendo dos etiquetas. Las columnas de esta
matriz representan el nimero de predicciones de cada etiqueta (Y) realizadas por el modelo
predictivo, mientras que cada fila representa la etiqueta actual de los valores de prueba

(Ytest).
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Tabla 2 Ejemplo de matriz de confusion para clasificacion binaria

PREDICCION (Y)
Positivo Negativo
ACTUAL Positivo Verdaderos positivos Falsos negativos
(Ytest) (VP) (FN)
Negativo Falsos positivos Verdaderos negativos
(FP) (VN)

Donde: [42]

Verdaderos positivos (VP): El nimero de valores actuales clasificados como
pertenecientes a una clase particular, para los cuales la prediccién del modelo es
correcta.

Falsos positivos (FP): estos son los valores actuales clasificados como pertenecientes
a una clase incorrecta. El modelo los considera positivos, pero la prediccién es
incorrecta.

Falsos negativos (FN): son valores que pertenecen a una clase en particular, pero se
clasifican de manera diferente (prediccion incorrecta)

Verdaderos negativos (VN): son observaciones que no pertenecen a una clase

determinada y se clasifican correctamente.

Se puede derivar una serie de métricas a partir de los resultados de la matriz de

confusion de la Tabla 2 y utilizar para evaluar el rendimiento del modelo predictivo de

la siguiente manera: [32][46]

Exactitud (Accuracy): Es la relacion entre el numero de predicciones correctas
(resultados VP y VN) realizadas por el modelo y el nimero total de predicciones. En
otras palabras, esto refleja la frecuencia con la que la clasificacién del modelo

predictivo es correcta. Es la medida mas directa de la calidad de la clasificacién,
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aungue es menos apropiada cuando las etiquetas de las variables de salida no estdn
balanceadas (datos no balanceados), es decir, las etiquetas no son de cantidades

similares

VP +VN (Ecuacién 1)
VP +FN+FP+VN

Precision (Precision): Mide la precision con la que el modelo predictivo clasifica los
servicios segun su desempefio debido a predicciones positivas. Es la relacién entre
el niumero de predicciones correctas y el nUmero total de predicciones predichas

correctamente.

vp (Ecuacién 2)
VP + FP

Sensibilidad (Recall): Esta es la relacion entre el nimero de predicciones correctas y
el numero total de predicciones positivas. En otras palabras, representa la

sensibilidad del modelo predictivo en términos de deteccidn de instancias positivas

vp (Ecuacién 3)
VP + FN

Puntaje F1 (F1 score): Este es un promedio ponderado de la sensibilidad y la
precision. Una puntuacién mas alta representa un mejor modelo. Por lo tanto,
proporciona un buen indicador de la precision general del modelo predictivo,
mientras que la precision y la sensibilidad proporcionan informacién sobre areas

explicitas.

2 * precision * sensibilidad (Ecuacion 4)
precision + sensibilidad
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e Coeficiente de correlacién de Matthews (MCC): como una medida alternativa que
no se ve afectada por el problema de los conjuntos de datos desequilibrados, MCC
es la uUnica tasa de clasificacion binaria que genera una puntuacion alta solo si el
predictor binario pudo predecir correctamente la mayoria de las instancias de datos
positivos y la mayoria de instancias de datos negativos. Va en el intervalo [-1, +1],
con valores extremos -1y +1 alcanzados en caso de clasificacidon errénea perfecta y
clasificacién perfecta, respectivamente. Al mismo tiempo, MCC = 0 es el valor

esperado para el clasificador de lanzamiento de monedas [67].

_ TP+TN — FP xFN (Ecuacién 5)
J(TP + FP) (TP + FN) = (TN + FP) = (TN + FN)

MCC

Si los valores de las métricas para el modelo predictivo son satisfactorios, la fase de trabajo
fuera de linea se termina y el modelo esta listo para ser utilizado en linea por un operador
de red para clasificar nuevos servicios solicitados por los UE. Si los resultados alcanzados en
cuanto a las métricas no son los esperados, se debe repetir todo el ciclo, comenzando desde
el entrenamiento del algoritmo ML, hasta que se observe una tasa de éxito razonable, para

gue el modelo genere menos errores en el futuro.

Una vez cumplimentadas las fases anteriores, se tiene un modelo predictivo capaz de
clasificar los servicios 5G en funcién de sus KPI y KQl. Cuando esto se implementa en linea,
los UE solicitan nuevos servicios (representados en la parte inferior de la Figura 21) y el

modelo toma como entrada un vector formado por los KPl y KQI de los servicios solicitados.

Al clasificar los servicios, el sistema propuesto también utiliza una etiqueta de salida y las
caracteristicas (KPI/KQl) del servicio, y las retroalimenta en la base de datos del sistema. El
objetivo de este enfoque es aprovechar el conocimiento de cada servicio, sus
requerimientos y sus caracteristicas técnicas, e incorporarlos a la base de datos
enrigueciéndola y repitiendo todo el procedimiento de reentrenamiento del algoritmo ML

hasta generar un nuevo modelo predictivo mas robusto que brinde una mejor clasificacién.
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Si la validacién del modelo predictivo es satisfactoria, se considera finalizada la simulacién
y se deben arribar a conclusiones en funcién de los resultados obtenidos. En el caso de que
no fuese satisfactoria, se pueden tomar algunas de las siguientes acciones: aumentar el
volumen de los datos para el entrenamiento del algoritmo de ML y prueba del modelo
predictivo; elegir otro algoritmo de SL; hacer mas complejo o mas sencillo (desde un punto
de vista de estructura) el algoritmo utilizado en la simulacidon para lograr una mejor

precision.
3.5 Servicios clasificados y su incidencia en la gestion de desempefio.

El sistema clasificador de servicios propuesto es solo una parte de un sistema completo de
tratamiento de servicios 5G solicitados a través del UE. Mantener este aspecto en mente,
permite inferir en la importancia del sistema clasificador. Para ilustrar lo anterior, se
considera el siguiente escenario: Un usuario solicita atencidn a un servicio (a través del UE),
se somete al sistema clasificador y la salida de éste corresponde a un servicio clasificado
por el modelo predictivo (véase Figura 20). El modelo predictivo se puede equivocar, y no
clasificar adecuadamente un servicio, lo que implica que el proveedor de recursos de red
de telecomunicaciones haga una inadecuada asignacion de recursos del network slice pues
lo considera otro servicio. Si estas decisiones se toman para un gran niumero de servicios
gue se solicitan y llegan a una RAN (o e-nodeB), se puede hacer un sobre dimensionamiento
de recursos de red (desperdicio) poniendo limites al crecimiento de segmentes. Situaciones
como estas afectan el desempefio o performance de la red en su totalidad. Lo anterior
afecta negativamente la QoS ofrecida por el proveedor de servicios por la vaguedad en la
definicion de los parametros con que debe operar el servicio clasificado y, en consecuencia,
afecta la QoE percibida por el usuario que lo demanda; provocando incluso el
incumplimiento de los SLA. De ahi, que se requiere que el modelo se equivoque lo menos

posible.

La expectativa es que, con la inclusion de los KQI el modelo predictivo acierte mucho mas

al clasificar servicios, que al solo considerar los KPI. La correcta clasificacién de los servicios
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gue se soliciten por parte de los UE, provoca un acercamiento a los valores verdaderos de
los estandares de los requerimientos necesarios de los servicios 5G; y es una de las formas

de obtener una mejor experiencia para los usuarios.

Cuando se clasifica el servicio, el objetivo final es ayudar a inferir una mejora de las
mediciones de QoS/QoE, que es lo que se quiere con el sistema de clasificacion de servicios
5G propuesto. La referencia [11] plantea que una mejor determinacién de las mediciones
de QoS y QoE ayuda también a facilitar el empleo de la tecnologia network slicing, que
brinda grandes beneficios para la red 5G; pues se proporcionaria una cantidad éptima de
recursos en cada slice creado. La gestidon de la calidad del servicio puede mejorar la
capacidad de servicio del cliente desde varios niveles segin [13]. Desde el punto de vista de
la gestion de QoE se mejora la percepcién del usuario, que se construye a partir de sus
expectativas y la satisfaccidon de sus necesidades; pues el operador de red o servicios puede
asignar los recursos necesarios (ancho de banda, velocidad de datos, etc.) para la prestacion
del servicio con los requerimientos solicitado. Ademas, si se mide la operacion y gestion
diaria, se perfecciona la capacidad de detectar procesamiento de fallos; ya que es posible

encontrar rapidamente los fallos de la red.

El operador de red o proveedor de servicios ofrece servicios a los clientes mediante los
network slices. Para este propdsito, los proveedores proporcionan requisitos de servicio,
gue representan la QoS. Contar con un servicio clasificado promueve la calidad de lared y
del servicio, que en conjunto con una evaluacién de mantenimiento permite mejorar la
operacion de la red cuando se clasifica un servicio, el operador de red puede cubrir los
requerimientos necesarios para la prestacion del mismo por parte de un usuario y asi

mejorar la QoE.

La clasificacidon del servicio permite al proveedor el monitoreo de la utilizaciéon de los
recursos de infraestructura, y puede ajustar estos recursos segun el cumplimiento de los
SLA. Garantizar el cumplimiento de los SLA y desarrollar medios para la deteccion de

violaciones de los mismos, se ha convertido en una de las mayores preocupaciones de los
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operadores de red. Desde la perspectiva de éste, algunos de los beneficios que trae consigo
la propuesta de clasificacion de servicios incluyen: reducir el tiempo para implementar un
nuevo servicio, aumentar la rentabilidad y mejorar la satisfaccion del cliente; cumpliendo
con los SLA. Desde la perspectiva de los clientes, estos obtienen el servicio solicitado con
una experiencia de latencia de casi cero, con lo que se mejora la QoE percibida por los

usuarios.

Otra de las funciones que puede realizar el operador cuando se clasifica un servicio, es
desde el punto de vista de operacién y administracién, de acuerdo con [11], es la asignacion
dindmica de recursos de red. Los recursos de la red se asignan segun la demanda en funcion
del nimero de usuarios activos o la importancia del servicio. Un ejemplo de lo expuesto
puede ser el caso en que se comparten recursos limitados entre servicios de emergencia y
de entretenimiento, donde se ejecuta una asignacion de recursos con mayor prioridad a los

servicios de emergencia cuando su demanda aumenta.

3.6 Recomendaciones para implementar el sistema de clasificacion de servicios 5G

que se propone

Para implementar el sistema de clasificacion de servicios 5G que se propone se debe
seleccionar: el algoritmo de ML que generard el modelo predictivo del sistema que
proporcione las mejores métricas de desempeno, la base de datos necesaria para el
entrenamiento del algoritmo de ML, el lenguaje de programacién a emplear y la plataforma

software donde se simulara la propuesta.

Previo de seleccionar el algoritmo de ML, se debe conocer qué tipo de problema se quiere
solucionar. La esencia de este trabajo es la clasificacion de servicios 5G/B5G, su
identificacion que desfogue en una asignacién de recursos dptima y en consecuencia un
funcionamiento de los servicios sobre la red, con una gestidon, monitorizacion y vigilancia de

QoS 'y los SLA.
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El clasificador empleado en el sistema que se propone pertenece a la técnica de SL y utiliza
los datos de entrenamiento para comprender cédmo las variables de entrada dadas se

relacionan con la etiqueta (servicio 5G).

Para la selecciéon del algoritmo de ML de SL a emplear, se debe tener en cuenta sus
propiedades y caracteristicas, asi como su precisidon de acierto, lo cual depende del método
gue emplee, pues en dependencia de este la distribucién de los datos de entrada vy la
naturaleza de los mismos puede afectar los célculos que el algoritmo realice. Un criterio que
se puede utilizar para la eleccién del algoritmo de ML son las métricas de evaluacion del
desempeio del modelo predictivo. En la Tabla 3 se puede apreciar el comportamiento de
algunas caracteristicas para varios de los algoritmos de SL de ML que se pueden
implementar en este tipo de problemas de clasificacién, lo cual es util para seleccionar el

gue se empleard en el sistema que se propone.

Tabla 3. Andlisis de las caracteristicas de algunos algoritmos de SL de ML [10].

Algoritmo de Escalabilidad Tendencia a Dificultad de Tiempo para | Tiempo para
ML sobreaprendizaje programacion aprender predecir
DT Alta Muy alta Poca Poco Poco
Bosque Muy alta Promedio Promedio Alto Alto
Aleatorio
SVM Media Promedio Alta Alto Poco
ANN Media Promedio Muy alta Alto Poco
k-NN Baja Alta Facil Alto Depende del
valor de k

Como se observa en la Figura 21, para el entrenamiento del algoritmo de ML que se emplee
se necesita una base de datos, la cual debe contener los valores de los KPl y KQl de los
distintos servicios 5G a clasificar. De esta forma, al entrenar el algoritmo de ML con esta
base de datos, el modelo predictivo sera capaz de clasificar un servicio para otros valores
de x (véase Figura 20) desconocidos; es decir, valores de KPl y KQl que no estén guardados
en la base de datos. El formato de esta base de datos puede ser: Excel, Valores separados

por coma (CSV, por sus siglas del término en inglés, Comma Separated Values), u otro.

Para seleccionar el lenguaje de programacién a emplear al implementar el sistema de
clasificacién 5G que se propone, es importante conocer las diferencias y singularidades de
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estos; sus ventajas e inconvenientes, en funcién de la plataforma para la cual se desarrolle
el proyecto. Una encuesta de la IEEE [68] sefiala que, como tendencia, los lenguajes de
codigo abierto son los preferidos por los desarrolladores al permitir estudiar, modificar y
mejorar el cédigo, logrando independencia tecnoldgica. También en [48] se establece una
comparacion entre algunos de los principales lenguajes de programacién como: Ruby,
Python, JavaScript, etc.; los cuales son de interés en este trabajo. Se selecciond Python por
su facilidad de uso, adaptabilidad, cantidad de librerias, asi como diversas rutinas

implementadas.

A la par de elegir el lenguaje de programacion que se empleard, se debe escoger la
plataforma de desarrollo que se utilizara; pues ésta constituye el ambiente o entorno de
software comun en el cual se desenvuelve la programacién de un grupo definido de
aplicaciones y estd vinculada a la familia de los lenguajes de programacion. En este trabajo
se busca emplear plataformas de desarrollo de cddigo abierto, existiendo varias disponibles
para la programacion en el campo de ML. Su seleccién viene dada primeramente por la
eleccién del lenguaje de programacion y luego por otros criterios como: sistema operativo
y caracteristicas de interés que poseen. Algunas de las principales plataformas de desarrollo
para proyectos de ML son: TensorFlow, Apache SystemML, Caffe, Torch y Navegador
Anaconda. Se elige este ultimo por su facilidad de instalar y administrar paguetes, manejo
de paquetes en forma relativamente simple y compilacién de Python. La Tabla 4 compara

las distintas plataformas mencionadas.

El sistema propuesto puede clasificar servicios en redes de préxima generacién. Sin
embargo, es fundamental aclarar (como se mencioné lineas arriba) que el clasificador forma
solo una parte de un sistema que un operador de red puede utilizar para ofrecer servicios.
El sistema clasificador de servicios necesita interactuar para conectarse con el resto del

sistema del operador, por lo que se deben considerar dos opciones:

1. Reprogramar el sistema propuesto en el idioma del sistema del operador. Esto tiene

el inconveniente de requerir la reprogramacion de los sistemas utilizados por cada
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operador, incluida la nube, lo que no es muy factible (por problemas de
mantenimiento o actualizacion futuros).

Incorporar en el sistema propuesto una Interfaz de programaciéon de aplicaciones
(API, por las siglas de término en inglés, Application Programming Interface)
apropiada para permitir la comunicacién con el sistema del operador (accesible
desde un servidor publico o privado). Se debe proporcionar la seguridad necesaria

para garantizar que esto solo se emplee de manera autorizada.

Es preferible la segunda opcion, ya que los sistemas 5G proporcionan APl apropiadas para

permitir que un tercero de confianza cree, modifique, elimine y monitoree instancias de los

segmentos de red utilizados por el tercero, y para administrar un conjunto de dispositivos

o capacidades que incluyen funciones de QoS [22].

Para crear la APl en el sistema que se propone, se pueden utilizar diferentes infraestructuras

ya existentes, como las que ofrecen Google, Amazon y Microsoft. Asimismo, existen

plataformas que facilitan la instalacién de una API.

3.7 Conclusiones

En este capitulo se puede concluir que:

La identificacién plena de los servicios 5G/B5G es esencial principalmente porque
permite la asignacién precisa de recursos ad hoc al servicio en el network slice por

parte del proveedor, de tal suerte que su desempefio sea el idoneo.

Ante la dificultad de contar con un dataset con datos KPIl y KQI operativos (de redes

5G operando), se propone la construcciéon de una base de datos (dataset) sintética.

El sistema clasificador de servicios 5G propuesto, tiene como entrada un vector de
caracteristicas (x) formado por los parametros de los KPI y KQI de los servicios 5G

gue se quieren clasificar.
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e El etiquetado, division del dataset para entrenar, probar y validar el sistema de
clasificacién propuesto, asi como las retroalimentaciones permiten su auto-ajuste

en forma dindmica.

e Al aplicar ML se mejora la clasificacién de los servicios; lo cual permite que un
operador que emplee el sistema propuesto asigne y ajuste los recursos necesarios
al ofrecerlos y trabajar en la mejora de la QoS de la red 5G, cumplir con los SLA
establecidos y mejorar la percepcidén y experiencia del servicio recibido por los
usuarios.

e Para permitir la comunicacién del sistema de clasificacion de servicios 5G/B5G que
se propone, se hace necesario la incorporacién de una API, que interactue con los

sistemas del proveedor de servicios de telecomunicaciones que lo emplee.

En el capitulo 4, se valida el alcance del sistema clasificador de servicios 5G basado en
técnicas y algoritmos ML con el empleo de un método de simulacién. A través de esta, se
analizan las distintas métricas obtenidas (ecuaciones de 1 a 5) y se evalla el rendimiento
del modelo predictivo. Con la intencidn de conocer si al incorporar los KQJ existe una mejora
tanto en las métricas resultantes, como en la QoS y en la QoE, se realizan dos simulaciones
(la primera con los parametros de KPl y la segunda incorporando los parametros de KQl); se
comparan los resultados de estas, y asi, comprobar el cumplimiento de los objetivos del

sistema clasificador de servicios propuesto.
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4 CAPITULO: VALIDACION DEL SISTEMA PROPUESTO

4.1 Introduccion

La red 5G tiene un cardcter novedoso, lo que hace necesaria su investigacion siendo la
simulacidn uno de los métodos que apoya este proceso. El sistema clasificador de servicios
5G/B5G que se propone, permite mejorar los parametros de QoS de la red, la QoE percibida

por el usuario y el cumplimiento de los SLA, como se definié en el capitulo 3 de este trabajo.

En este capitulo se realiza la validacion del sistema propuesto para la clasificacion de
servicios 5G a partir de sus KPl y KQl y basado en ML. Como método de validacién se emplea
la simulacién, por lo que se parte de plantear el escenario de simulacién para
posteriormente realizar esta. Con el objetivo de comprobar el desempeno de cada uno de

ellos con la base de datos creada, se realizan las simulaciones con algunos algoritmos de SL.

De acuerdo a lo planteado, en el epigrafe 4.3, primeramente, se realizard la simulacién con
los KPI de los servicios 5G, y posteriormente se consideran e incluyen los KQIl. Finalmente,
se hace un analisis profundo de los resultados obtenidos en las dos simulaciones para
decidir el modelo predictivo que se ajusta mejor a la problematica de clasificar servicios 5G

utilizando KPI1/KQl.
4.2 Escenario de validacion

Resulta imprescindible definir un escenario donde se expliquen las condiciones para la
implementacidn del sistema de clasificacidon y validacion del mismo. El escenario se define
por la seleccion de los elementos necesarios: algoritmo de ML, lenguaje de programaciony
plataforma de desarrollo, los servicios 5G a clasificar, asi como la base de datos (dataset)

con los pardmetros o valores correspondientes a sus KPI y KQl.

Con la idea de analizar si la inclusion de los parametros KQIl adicionalmente a los KPI
mejoran la clasificacion de los servicios considerados, se realizan dos simulaciones para

cada modelo. La primera considera solo los KPI, mientras que la segunda incorpora los KQl.
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4.2.1 Seleccidn del algoritmo de ML

En el epigrafe 2.6, se revisaron algunas de las propiedades y caracteristicas de los algoritmos
con la finalidad de ayudar a la elecciéon de uno de ellos para la generacién de un modelo

predictivo para la implementacién del sistema que se propone.

Existen diversos algoritmos de SL que se pueden emplear para la implementacion del

sistema que se propone. En este trabajo se utilizan los siguientes:

e Arbol de decisién (Decision tree).

e Bosque aleatorio (Random forest).

e Maquina de soporte vectorial (SVM).

e K-Vecinos mas cercanos (KNN).

e Red neuronal multicapa de tipo perceptron (MLPC, por sus siglas en inglés Multi-

Layer Perceptron Classifier).

Del andlisis de los resultados y de sus métricas de desempeiio obtenidos de la simulacién
del sistema de clasificacion con los algoritmos propuestos, se establecera cudl o cuales de

ellos son los que se adaptan mejor.

4.2.2 Seleccion del lenguaje de programacion y de la plataforma de desarrollo

En la seleccién del lenguaje de programacion a emplear se tuvo en consideracién, que fuera
de cédigo abierto dadas las bondades del mismo, vistas en la seccién 3.6 y, adicionalmente,
aspectos como la velocidad de procesado, la facilidad de aprendizaje y la comunidad de
desarrollo. De acuerdo con lo anterior, en este trabajo se selecciona el lenguaje de
programacion Python el cual, ademas, es lider en lenguajes de desarrollo de ML y analisis

de datos, sobre todo por su simplicidad y facilidad de aprendizaje.

En comparacion con otros lenguajes de programacion, Python es relativamente facil de
aprender, adoptar, adaptar por los programadores y/o principiantes y es un lenguaje

gratuito de alto nivel. Contiene librerias especificas que le facilitan el trabajo a los
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programadores, por ejemplo: Scikit-Learn, que brinda una gama de algoritmos de
aprendizaje de ML, técnicas de validacion y métricas de evaluacién;, NumPy (Numerical
Python), proporciona potentes estructuras de datos implementando vectores y matrices
mas rapido, ocupando menor espacio que las listas propias de Python; y Pandas (Panel

Data), para manipulacion y analisis de datos de alto rendimiento.

Cuando se trabaja con el lenguaje Python y en una aplicacion de ML, muchas son las
plataformas en las que se puede desarrollar un proyecto, algunas de las cuales se
caracterizan en la Tabla 4. Para el escenario de validacién en el cual se va a simular la
propuesta de sistema para la clasificacion de servicios 5G, se escogié la plataforma

navegador Anaconda (Anaconda Navigator).

Como se observa en la Tabla 4, Anaconda es conocida como la suite mas completa de cédigo
abierto empleando Python para la ciencia de datos, pues abarca una serie de aplicaciones,
librerias y conceptos disefiados para este fin. Este navegador permite iniciar aplicaciones y

administrar facilmente paquetes, entornos y canales, sin usar comandos de linea [69].

Anaconda Navigator tiene instalados varios paquetes de entornos de desarrollo integrado
(IDE, por las siglas del término en inglés, Integrated Development Environment) como

Spyder y Jupyter, que proporcionan servicios integrales al programador.

Algo mas que contribuyd a la seleccion de la plataforma de desarrollo Anaconda es que con
ella se puede instalar de forma sencilla la estructura conceptual y tecnolégica de soporte
definido (web framework) Flask que, facilitaria la creacion de APIs. Esta opcidn permite
conectar el sistema que se propone para la clasificaciéon de servicios 5G con el sistema que

utilice el operador.
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Tabla 4. Comparativa de algunas plataformas de desarrollo de cédigo abierto [Elaboracidn

Aspecto

Sistemas
operativos

Lenguajes de
programacion
Caracteristicas

TensorFlow

Linux, Windows
MacOS, Android,
iOS.
Python, C++,
JavaScript, R.
Para el calculo
numérico de alto

rendimiento.
Detecta y
descifra
patrones. Se
construyo en
base a facilidad
de ejecucion vy
escalabilidad.
Permite ser
ejecutada en la
nube.

propia], [69][70].

Apache
SystemML
Linux, MacOS.
Windows.

Python, R, Java.

Es flexible para el
aprendizaje
computacional
con multiples
modos de
ejecucion. Posee
optimizacion
automatica
basada en datos
y caracteristicas
de cluster para

garantizar la
eficiencia y
escalabilidad.

Caffe

Linux, MacOS.
Windows.

Python.

Se enfoca en redes
convolucionales.
Soporta tipos de
aprendizaje
profundo en la
clasificacion de
imagenes y su
segmentacion. La
velocidad de
procesamiento es
su principal
ventaja.

4.2.3 Servicios 5G a clasificar y sus pardmetros KPl y KQl

Torch

Linux, Android, iOS.

C++, Python.
Tiene muchas
rutinas para
indexar 'y una
increible interfaz
para C. Posee:

rutinas de dlgebra
lineal, red neuronal
y modelos basados
en la energia,
rutinas de
optimizacion
numérica y soporte
de GPU rapido.

Navegador Anaconda

MacOS. Windows.

Linux.
Python, R.
Permite instalar 'y
administrar paquetes,
dependencias y

entornos de manera
sencilla. Posee una
gran variedad de
aplicaciones
relacionadas con ML.
Compila Python en
cédigo de maquina. Es
una suite para la
ciencia de datos con
Python.

Existen una gran variedad de servicios 5G a ser implementados que tienen lugar dentro de

los casos de uso descritos en el capitulo 2. Clasificar todos los servicios desplegados en 5G

constituye una tarea ardua, ya que una parte de estos no estan aun implementados. Para

la validacién del sistema que se propone para la clasificacién de servicios 5G, se consideran

nueve servicios recogidos en el capitulo dos. Estos servicios son:

N o u A w N oPR

Salud electrénica (eHealth).

Redes inteligentes (smart grid).

Experiencias inmersivas (immerse experience).

Vehiculos conectados (connected vehicles).

Vigilancia en video (video surveillance).

Video UHD transmitido en vivo (UHD video streaming).

Automatizacion de las industrias (industry automation).

84



8. ITS, Sistema de Transporte Inteligente (Intelligence Transport System)

9. Vo05G, Voz sobre 5G.

Las redes al estar operando arrojan una inmensa cantidad de datos generados por los
servicios que ofrecen. Estos datos son necesarios para, por un lado, obtener estadisticas del
uso y funcionamiento de la red, y por otro, lograr la prestacién eficiente de los servicios.
Dichos proveedores protegen esta informacién como uno de sus activos comerciales mas
valiosos que poseen. Debido a esto, y ante la falta de informacién publica, los grupos de
trabajo en tecnologias de redes en 5G, tanto, oficiales como académicos, asi como
entidades desarrolladoras de aplicaciones y servicios, definen y generan sus propios
conjuntos de datos para la investigacidon [39]. Se debe precisar que se consideraron, dentro
de los KPly KQI de los servicios 5G en los que se simulé su clasificacion, aquellos pardmetros

en los que se encontré mayor informacién en la bibliografia.

A continuacidn, se listan los pardmetros de los KPl y KQI empleados en la simulacién, los
valores que toman estos parametros se recopilan en el ANEXO 1. Pardmetros de KPI y KQlI

de servicios 5G.
Latencia E2E.

Jitter.

Tasa de bits.

Tasa de pérdida de paquetes.
Velocidad de datos pico para DL
Velocidad de datos pico para UL.
Movilidad.

Confiabilidad del servicio.

Disponibilidad del servicio.

W ©® N o U kA W N R

Tasa de datos experimentada por el usuario para DL. En muchos proyectos este
pardmetro es considerado un KPI, para la realizacién de este trabajo se considera un

KQl, porque es la velocidad de datos experimentada por el usuario para DL en la
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implementacién de red y brinda pardmetros de calidad desde una perspectiva de
usuario.

10. Tasa de datos experimentada por el usuario para UL. En muchos proyectos este
pardmetro es considerado un KPI, para la realizacién de este trabajo se considera un
KQl, porque es la velocidad de datos experimentada por el usuario para UL en la
implementacién de red y brinda pardmetros de calidad desde una perspectiva de
usuario.

11. Tiempo de supervivencia.

12. Tiempo de interrupcién.
4.2.4 Dataset de parametros claves de los servicios.

Al analizar detalladamente estdndares y una gran variedad de articulos cientificos con el
objetivo de confeccionar la base de datos que se empleard para validar el sistema que se
propone para la clasificacion de servicios 5G se encontré que la mayoria de estos servicios
no se encuentran estandarizados actualmente, lo que implica que ciertos parametros claves
de desempefio (KPI) y de calidad (KQl) que los distinguen, no estén definidos con exactitud.
Esto dificulté la obtencidn del conjunto de datos y, por ello, se asumieron algunos valores
de KPI y KQl, sujetos a errores experimentales, que no afectan la validez del modelo

predictivo.

Tal como se indicé en seccién 3.3, la base de datos se cred a partir de la informacién
contenida en articulos, estandares y en documentos de proyectos de compaiiias de
telecomunicaciones, referenciados en dicha seccion. Recordar que, la base de datos
contiene 165 filas y 14 columnas. Las filas (165) corresponden a los valores de los
pardmetros de los servicios 5G a clasificar y, de las 14 columnas contienen: las 13 primeras
los valores de KPI y KQI, mientras que la Ultima columna corresponde a las etiquetas de los
servicios 5G. Este dataset se puede consultar en el ANEXO 2. Base de datos (dataset) creada

con valores KPly KQIl de los servicios 5G.
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4.3 Validacion o comprobacion del sistema de clasificacion propuesto.

En este epigrafe se describe el proceso de simulacién del algoritmo de ML y del modelo

predictivo del sistema de clasificacion de servicios 5G propuesto en la Figura 21.

Para determinar si la inclusion de KQl mejora el modelo de clasificacion de servicios
predictivos, se realizan dos simulaciones. La primera considera solo los KPI, mientras que la

segunda incorpora los KQl.
e Escenario

Primeramente, se explica y se define el escenario y las condiciones utilizadas en ambas
simulaciones (que llamaremos Caso 1 y Caso 2). Los elementos necesarios son los
algoritmos SML, un lenguaje de programacion, una plataforma de desarrollo, los servicios

5G a clasificar y los pardmetros de sus KPly KQl.

Para el escenario de validacion y para simular el sistema propuesto, se utilizan los
algoritmos SL: Arbol de decisién (DT), Bosque aleatorio (con cinco arboles), Maquina de
vectores de soporte (SVM) con un kernel lineal, K-Vecinos mas cercanos (KNN, K = 3) y Multi-
Layer Perceptron Classifier (MLPC), usando el lenguaje Python, y la plataforma Anaconda
Navigator con Jupyter Notebook como IDE. Para leer desde este IDE el formato de la base
datos (CSV) se debe indicar la ruta donde esta se encuentra guardada, ya sea local o en la
nube. Luego, con el uso de la libreria Pandas, se puede leer la base de datos como una
estructura de datos de dos dimensiones (columnas y filas), en inglés se le conoce como
dataframe. La funcidn de esta libreria que se utiliza para leer la base de datos es

pd.read_csv, y en ella se especifica la ruta y el nombre del archivo.

Se consideran nueve servicios 5G esenciales a clasificar: transmision de video de ultra alta
definicion (UHD), experiencia inmersiva, vehiculos conectados, salud electrdnica,
automatizacion de la industria, videovigilancia, red inteligente, sistemas de transporte

inteligente (ITS) y voz sobre 5G (Vo5G). Los parametros de KPI seleccionados fueron latencia
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E2E, jitter, tasa de bits, tasa de pérdida de paquetes, velocidad maxima de datos DownLink

(DL), velocidad méaxima de datos UpLink (UL), movilidad y confiabilidad del servicio.

Los parametros KQI fueron la disponibilidad del servicio, la tasa de datos de la experiencia

del usuario DL / UL, el tiempo de supervivencia y el tiempo de interrupcion.

Se trabajo en dos casos: En el caso 1, usando solo KPI y en el caso 2, incluyendo los KQl o

sea con parametros KPly KQl.

4.3.1 CASO 1: Simulacién usando solo KPI
4.3.1.1 Etiquetado de los datos

En el diagrama a bloques de la Figura 21, el segundo bloque representa el etiquetado de los
datos. Para esta simulacion, dado que el conjunto de datos se confecciona de forma manual,
se procede de igual forma con el etiquetado de los datos; a cada caracteristica (x) se le

asigna el servicio 5G (etiqueta y) que le corresponde, como se explico en el capitulo tres.

Antes de seguir con la simulacién hay que verificar que los tipos de datos de los KPI de la
base de datos sean numéricos. Esto se debe a que las funciones matematicas de ML no
permiten datos de tipo texto. La libreria Pandas asigna tipos de datos automaticamente,
pero de igual forma se hace necesario comprobar. Para este caso todos los pardmetros de
KPI son datos de tipo numérico, por lo que no hay que realizar ninguna conversién de los
mismos para trabajar sin problemas. En el ANEXO 3. Tipos de datos de los parametros de
KPIy KQI de los servicios 5G, se pueden ver las variables (KPl y KQl) y el tipo de dato que le

corresponde a cada una.
4.3.1.2 Division de datos

El escenario es el descrito en 4.3; el conjunto de datos tiene dimensiones de 165 x 9, donde
las primeras ocho columnas representaban los KPl y la Ultima contenia las etiquetas de los
servicios. Se divide la base de datos en dos partes, donde se utilizé el 80% (132) de los datos

(Xtrain) para entrenar los algoritmos creados y, una vez entrenados, se generd el modelo
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predictivo. El 20% restante (Xtest) se utilizé para probar el modelo. Una de las librerias que
mas se emplea en este trabajo es Scikit-Learn, la cual incluye la funcién train_test_split. Esta
funcidn permite tomar muestras aleatorias, no en secuencia, sino mezcladas para llevar a
cabo la division de los datos. Los parametros de entrada que se le indican a esta funcién
son: la variable de entrenamiento, la variable de prueba, y la cantidad (expresada en %) de
cada variable que se quiere dividir. Se emplea esta funcién para realizar la division de los
datos planteada, que como también se explicd en el capitulo tres genera cuatro nuevas

variables: Xtrain, Xtest, Ytrainy Ytest.

4.3.1.3 Entrenamiento del algoritmo de ML

Una vez divididos los datos se procede a crear los modelos predictivos. Para ello se emplean
las funciones de la libreria Scikit-Learn. Se wusan las siguientes funciones:
DecisionTreeClassifier, RandomForestClassifier, SVC, KNeighborsClassifier y MLPClassifier;
para generar un arbol de decision, un bosque aleatorio (de cinco arboles), una SVM (con un

kernel lineal), un clasificador KNN (con K=3) y una MLPC, respectivamente.

Una vez creados los modelos para clasificar, se procede a entrenarlos con los datos de Xtrain
y Ytrain. Los modelos pueden ser propensos a desajustarse o sobreajustarse, lo que significa
gue funcionara perfectamente para los datos de entrenamiento (Xtrain) que ya se conocen,
pero su precisién puede ser menor para los nuevos servicios (Xtest). Segun [46], [47], hay
dos enfoques posibles para evitar el sobreajuste: aumentar el volumen de la base de datos
o reservar datos adicionales dividiendo el conjunto de datos en tres partes (entrenamiento,
validacién y prueba). Aumentar la cantidad de datos fue dificil porque no habia suficientes
datos conocidos del servicio 5G; por lo tanto, se reservaron datos adicionales y se aplico la
técnica de validacion cruzada de K-Folds utilizando K =10 [71] y se obtuvieron los resultados

gue se muestran en la Tabla 5.
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Tabla 5. Resultados de la precision en la etapa de validacion cruzada para la primera

simulacion (KPI).

Algoritmos de SL Resultados de la validacion cruzada K-Folds (K = 10)
Arbol de decisién 99.23
Bosque aleatorio 99.23

SVM 92.42

KNN 59.83

MLPC 87.08

4.3.1.4 \Validacion del algoritmo MLy prueba del modelo predictivo

Cabe senalar que todos los datos forman parte del conjunto de datos original, y no
constituye tres nuevos conjuntos de datos, es decir se “crea” el conjunto de validacién, y se
utiliza durante las iteraciones que se hacen en el conjunto de entrenamiento. En el caso que
se ocupa, para aplicar la técnica de validacién cruzada de K-iteraciones se emplean las
funciones KFold y cross_val_score, de la libreria Scikit Learn. La funcidén cross_val_score
evallUa una métrica o puntuacidon deseada para cada divisién de los datos, mediante
validacién cruzada. Es decir, como se tienen 10 subconjuntos, se pudieron tener diez valores
de exactitud. Este proceso ayudd a comprobar si el algoritmo de ML se entrend
correctamente o, si el modelo predictivo que se emplea no fue adecuado para resolver el
problema de clasificacién. Mas informacién de estas funciones o del proceso completo de

validacién cruzada se puede encontrar en la pagina oficial de Scikit Learn [64].

Para realizar predicciones con el modelo predictivo se emplea la funcién predict. La funcién
de Scikit Learn tiene como parametro de entrada un vector de caracteristicas de los servicios
5G a clasificar que en este caso es el conjunto de datos de prueba Xtest, que se obtuvo en
la division del conjunto de datos de entrada. La salida de esta funcién es el vector Y (véase
Figura 21), generado por el modelo predictivo. Como se menciond en el capitulo 3, se deben

comprobar las métricas del modelo de ML en relacién con los datos de los que ya sabe la
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respuesta (comparar Y con Ytest) y utilizar asi esta prueba como base de precision predictiva

para futuros datos y para validar el modelo predictivo.

4.3.1.5 Validacion del modelo predictivo

Para realizar la validacién del modelo predictivo se utilizan un grupo de funciones de la
libreria Scikit Learn que ayudan a establecer algunas de las principales métricas de
evaluacién de las predicciones. Estas funciones son: confusion_matrix; permite la
visualizacién de la matriz de confusién generada, y las funciones accuracy score,
precision_score, recall_score, f1_score y matthews_corrcoef arrojan los valores de las

métricas de desempefio.

La Figura 22 muestra las matrices de confusidon obtenidas durante el proceso de prueba
para cada modelo en la primera simulacion, en la que solo se consideran los KPI. La diagonal
principal muestra el nimero de predicciones correctas realizadas por el modelo predictivo.
Los valores fuera de la diagonal principal representan predicciones en las que el modelo

estaba equivocado.

Al analizar las matrices de confusién reflejadas en la Figura 22 de forma individual, se
obtienen las principales métricas para evaluar el rendimiento de los modelos predictivos.
Con el objetivo de un mejor entendimiento de esta matriz se ejecutan los cédigos de las
funciones de Scikit Learn descritas (o se utilizan las ecuaciones de la 1 a la 5) para mostrar
las distintas métricas obtenidas en la simulacién para los servicios analizados. A
continuacion, se muestra un analisis de los resultados obtenidos en esta simulacidn para

cada modelo de forma individual.
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CVIISIE IA SG VS UHD VO eH CVIISE IA SG VS UHD VO eH CVIISIE IA SG VS UHD VO eH
CV[3000000O0 0] cv[3 000000 O0 O] CV[3 00 00 0 0 0 0]
IS [0 6 00000 0 0] ms [0 6 000 00 0 0] ITS[0 6 00000 0 0]
IE 00600010 0] IE[006 00010 0] IE[0 06 00010 0]
IA[0O0OO0D5000 0 0] m[00050000 0] IA[0OOO50000 0]
SG 1 0002000 0] s [0 0003 000 0] SG[0 0 00300 0 0]
VS [0 0000300 0] vs [0 00003 00 0] vs[0 0 0 00 300 0]
UHD [0 0 0 000 2 0 0] vaip [0 0 0 0 0 0 2 0 O] UHD[O 0 0 0 0 0 2 0 0]
VO[O0 D 0 00 0 3 0] volO 1 00000 2 0] vo[0O 0 0 0 0 0 0 3 0]
eH [0 000 0O0O0 0 1] eH[0O0OO0OO0O0OOOO 1] eH[0O 0 0 0 0 0 0 0 1]

a) Decision Tree b) Random Forest c) SVM

CVITS E IA $G VS UHD VO eH CVITS [E IA SG VS UHD VO eH
CV[20000010 0] CV[2 0000100 0]
MS[04000010 1] ITS [0 6000000 0]
E[00600010 0] IE006 00010 0]
SG[0 0003000 0] SG 00003000 0]
VS[3000000 0 0] VS[10000200 0]
UHD [0 0 0 0 0 0 2 0 0] UHD [0 0 0 0 0 0 2 0 0]
VO[O0 0 0000 0 3 0] VO[0 000000 30]
eH[00000O0OO 1] eH [0 000 00O 0 1]

4) KNN e) MLPC

Figura 22. Matrices de confusion de la 1ra simulacion (KPI). CV: Connected Vehicles; IE:
Immersive Experience; IA: Industry Automation; SG: Smart Grid; UHD: Video Streaming; VS:

Video Surveillance; VO: Vo5G; eH: e-health.

Con la ayuda de la Figura 22 inciso a) (Decision tree) se puede ver que el algoritmo arbol de
decision creado y entrenado con parametros de KPI confunde un servicio de redes
inteligentes (smart grid) con uno de vehiculos conectados. Esto hace que la precision y la
puntuacion F1 al clasificar servicios de vehiculos conectados sea del 75% y 85.7%,
respectivamente; mientras que la sensibilidad y la puntuaciéon F1 al clasificar servicios de
redes inteligentes sea del 66.7% y 80%, respectivamente. También se observa que confunde
un servicio de experiencias inmersivas y lo trata como uno de video UHD transmitido en
vivo. Esto implica que las métricas de precision, sensibilidad y puntaje F1 bajen

considerablemente a los valores reflejados en la Tabla 6.
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Tabla 6. Resultados del modelo drbol de decision (1ra simulacion KPI). Nota: Support indica

cantidad.

precision recall
Connected Vehicles 0.750 1.000
ITS 1.000 1.000
Immerse_ Experience 1.000 0.857
Industry Automation 1.000 1.000
Smart Grid 1.000 0.667
Surveillance 1.000 1.000
UHD Video Streaming 0.667 1.000
Vo5G 1.000 1.000
€ Health 1.000 1.000

accuracy
macro avg 0.935 0.947
weighted avg 0.957 0.93%

fl-score

HHOFHORORO

o

.857
.000
.923
.000
.800
.000
.800
.000
.000

.939
.931
.940

support

H WD wwu o w

33
33

En el caso del algoritmo bosque aleatorio, se obtienen métricas bastante similares al caso

del arbol de decisién, y en algunas situaciones se equivoca en los mismos servicios; como

es el caso de experiencias inmersivas y video UHD transmitido en vivo. Sin embargo, este

se equivoca confundiendo servicios de Vo5G con servicios de ITS. Este analisis se puede

apreciar en la Figura 22 b). Los valores de precision, sensibilidad y puntuacion f1 se observan

enlaTabla 7.

Tabla 7. Resultados del modelo bosque aleatorio (1ra simulacion KPI)

precision
Connected Vehicles 1.000
ITS 0.857
Immerse Experience 1.000
Industry Automation 1.000
Smart_Grid 1.000
Surveillance 1.000
UHD Video Streaming 0.667
Vo5G 1.000
e_Health 1.000

accuracy
macro avg 0.947
weighted avg 0.954

recall

H OO

.000
.000
.857
.000
.000
.000
.000
.667
.000

.947
.939

fl-score

HOOKKRE OO

[w iR w]

.000
.923
.923
.000
.000
.000
.800
.800
.000

.939
.938
.939

support

Hwhwwu o w

33
33
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En la Figura 22 c), se observa la matriz de confusidon para el modelo SVM. Este modelo solo
se equivoca con un servicio de experiencias inmersivas, al catalogarlo como de video UHD
transmitido en vivo. Por esto, su exactitud es del 97% y las métricas individuales disminuyen
un poco en el ejemplo expuesto, pero sin influir mucho en el resultado final. La Tabla 8

contiene las métricas que se obtuvieron durante la simulacién.

Tabla 8. Resultados del modelo SVM (1ra simulacion KPI).

precision recall fl-score support

Connected Vehicles 1.000 1.000 1.000 3
ITS 1.000 1.000 1.000 6

Immerse Experience 1.000 0.857 0.923 7
Industry Automation 1.000 1.000 1.000 S5
Smart_Grid 1.000 1.000 1.000 3
Surveillance 1.000 1.000 1.000 3

UHD Video Streaming 0.667 1.000 0.800 2
Vo5G 1.000 1.000 1.000 3

e Health 1.000 1.000 1.000 1

accuracy 0.970 33

macro avg 0.963 0.984 0.969 33

weighted avg 0.980 0.970 0.872 33

Al observar la matriz de confusion de la Figura 22 d), se constata de la cantidad de errores
cometidos por el modelo KNN. Se tiene una exactitud del 78.8% (ver Tabla 9), y las demas
métricas con valores muy similares a este porcentaje. El modelo confunde servicios de
vehiculos conectados, ITS y experiencias inmersivas, clasificdndolos como de video UHD
transmitido en vivo. Ademas, los tres servicios de videovigilancia los confunde con vehiculos

conectados, asi como uno de ITS como que lo clasifica como de eHealth.
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Tabla 9. Resultados del modelo KNN (1ra simulacion KPI).

precision
Connected Vehicles 0.400
ITS 1.000
Immerse Experience 1.000
Industry Automation 1.000
Smart_Grid 1.000
Surveillance 0.000
UHD_Video_Streaming 0.400
Vo5G 1.000
e_Health 0.500

accuracy
macro avg 0.700
weighted avg 0.803

recall

o

0.667
0.667
0.857
1.000
1.
0
1
1
1

000

.000
.000
.000
.000

.799
.788

fl-score

.500
.800
.923
.000
.000
.000
.571
.000
.667

oOHOOHHOOO

o

.788
0.718
0.775

support

HWwhhwwum o w

Si se observa la matriz de confusién de la Figura 22 e), es posible ver de igual manera que

en el modelo anterior, algunas irregularidades. El modelo presenté una exactitud del 87.9%,

ya que tuvo muchas equivocaciones al clasificar servicios (ver Tabla 10), como por ejemplo

de vehiculos conectados, experiencias inmersivas, videovigilancia y video UHD transmitido

en vivo.

Tabla 10. Resultados del modelo de MLPC (1ra simulacion KPI).

precision
Connected Vehicles 0.500
ITS 1.000
Immerse Experience 1.000
Industry Automation 1.000
Smart_Grid 1.000
Surveillance 0.500
UHD Video Streaming 0.667
Vo5G 1.000
e Health 1.000

accuracy
macro avg 0.852
weighted avg 0.889

recall

HE OO O

o

.667
.000
.857
.000
.000
.333
.000
.000
.000

.873
.879

fl-score

.571
.000
.923
.000
.000
.400
.800
.000
.000

HHOORKMORO

o

.879
0.855
0.878

support

H W Wwwum g oy w

33
33
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La Tabla 11 muestra un resumen de las métricas obtenidas de las matrices de confusiéon de
la Figura 22 y aplicar las ecuaciones (1) a (5) para evaluar el desempefio del modelo

predictivo.

Tabla 11. Métricas resultado del modelo para la primera simulacion (KPl)

Algoritmo SL Exactitud (%)  Precisién Macro (%) Sensibilidad Macro (%) F1-Score Macro (%) MCC (%)

DT 93.9 93.5 94.7 93.1 93.19
RF 93.9 94.7 94.7 93.8 93.17
SVM 96.9 96.3 98.4 96.9 96.6
KNN 76.8 70 79.9 71.8 76.89
MLPC 87.8 82.4 85.1 82.7 86.58

Al terminar la primera simulacion se puede concluir que, los mejores modelos predictivos
son los generados al entrenar el arbol de decisién, el bosque aleatorio y la SVM. Sin
embargo, el objetivo principal que se persigue es comprobar, que al incluir los pardmetros
de KQl para entrenar estos mismos algoritmos de SL, aumenten las métricas de
rendimiento. Por tanto, se debe realizar la segunda simulacién para poder dar conclusiones

generales.

4.4 CASO 2: Simulacion con la incorporacion de los KQl

En esta simulacion se repitié el procedimiento, siendo la diferencia respecto al CASO 1, la
incorporacion de los parametros de calidad de usuario (KQl) a la base de datos en formato
CSV para entrenar el algoritmo de ML. Esta es una de las acciones mas complicadas (y mas
importante), pues en la actualidad no hay muchos estandares que reflejen estos

pardmetros.

Se introdujeron cinco KQI a la base de datos, todos de tipo de dato numérico; por lo que no
representa un problema para el algoritmo de ML. Los parametros de los KQI que se

consideraron son los que se listan a continuacién y se muestran en el ANEXO 1. Parametros
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de KPIl y KQI de servicios 5G, y los valores de estos, que se encuentran almacenados en la
base de datos se muestran en el ANEXO 2. Base de datos (dataset) creada con valores KPly

KQl de los servicios 5G.

Disponibilidad del servicio (service availability).
Tiempo de supervivencia (survival time).

1.
2
3. Tasa de datos de experiencia de usuario (user experience data rate) para DL.
4. Tasa de datos de experiencia de usuario (user experience data rate) para UL.
5

Tiempo de interrupcion (interruption time).

Se mantiene una base de datos que contenia 165 filas, con cinco columnas adicionales
correspondientes a los pardmetros de KQI, esto con el objetivo de mejorar la clasificacién
de servicios 5G. Se dividen los datos de igual forma, pero en este caso, la variable
independiente (las caracteristicas de los servicios 5G) es una matriz de tamano 120 x 13
(120 filas, que se corresponden con los valores de los parametros de KPl y KQI de los
servicios 5G a clasificar y 13 columnas, que contienen los KPl y KQI, considerados en esta

simulacidn).

Se usan las mismas funciones para crear y entrenar el algoritmo de ML, lo que da como
resultado los mismos algoritmos ML. Esto permite verificar si al incluir los KQl, el modelo
predictivo clasifica servicios con mayores porcentajes en las métricas que los que se
obtienen cuando solo se consideran los KPI (CASO 1). Asimismo, se utiliza de nuevo la
técnica de validacion cruzada de K-Folds con K = 10 [71] para validar el algoritmo MLy los

resultados obtenido se muestran en la Tabla 12.
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Tabla 12. Resultados de la precision en la etapa de validacion cruzada para la segunda

simulacion (KPI+KQl).

Resultados de la validacion cruzada K-Folds (K

Algoritmos de SL -10)
Arbol de decisién 97.69

Bosque aleatorio 98.52

SVM 91.59

KNN 83.35

MLPC 90.11

La Figura 23 muestra las matrices de confusion obtenidas para los cinco modelos en esta

segunda simulacion.

CVIISIE IA SG VS UHD VO eH CVIISE IA SG VS UHD VO eH CVIISIE IA SG VS UHD VO eH
CV[300000000] ¢v[300000O0O0 0] V(30000000 0]
IIs[0 6 00000 0 0] ims [0 6 00000 0 0] IS0 6000000 0]
E[007000000] E[0O70000O0O0] E[0070000O0 0]
IA[0OOOS50000 0] IA [00O0S50000 0] IA (00050000 0]
sG[000021000] s[10002000 0] SG[00003000 0]
vs [0 0 000 300 0] vs [0 0000300 0] VS[000O0O0300 0]
vip [0 0 0 0 0 0 2 0 0] wyep [0 OO0 00O 20 0] UHD[0O 0O 0 0 00 2 0 0]
vo[0 00 000030] vI[000O0O0OO 3 0] VO[0 000000 3 0]
e [0 0000O0O0O0 1] eH [0 0000O0O0O0 1] eH[0 000 O0O0O0O0 1]

a) Arbol de decisién b) Bosque aleatorio c) SVM

CVITS E IA SG VS UHD VO eH CVITS E 1A SG VS UHD VO eH
cVi300000000] C[30000000D0]
mS[040000200 M [0600000O0O0]

E[007 00000 0] 109 7049000 00]
A[00041000 0] 4, @041 60 0i0]
%670 0/ 0. B 3 0 90 O] S6 [0000300 0 0]
V.[10 0 0 0E 00 1] VS [00000 300 0]
UID[0 00000200 UHI0O0O0O0DO0O200]
V[0 0000003 0] vo [0 000000 3 0]
aE5S 10 O B 8 & 9 eH [000000O0O0 1]
d) KNN e) MLPC

Figura 23. Matrices de confusion de la 2da simulacion (KPI+KQl). CV: Connected Vehicles;
IE: Immersive Experience; IA: Industry Automation; SG: Smart Grid; UHD: Video Streaming;

VS: Video Surveillance; VO: Vo5G; eH: e-health.
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Para realizar la prediccion y de validar el modelo predictivo, se emplearon las funciones de
Scikit Learn antes explicadas y se procede de igual forma que en la simulacién anterior. Los

resultados de manera independiente fueron los siguientes:

En este CASO 2, simulacién con el modelo de arbol de decisién (ver Figura 23 inciso a), al
incluir los KQI se obtiene un 97% de exactitud como se muestra en la siguiente Tabla 13. En
la matriz de confusién a) de la Figura 23, se puede distinguir que solo confunde un modelo

de redes inteligentes con uno de videovigilancia.

Tabla 13. Resultados del modelo drbol de decision (2da simulacion KPI + KQl).

precision recall fl-score support

Connected Vehicles 1.000 1.000 1.000 3
ITS 1.000 1.000 1.000 6

Immerse ExXperience 1.000 1.000 1.000 7
Industry Automation 1.000 1.000 1.000 S
Smart Grid 1.000 0.667 0.800 3
Surveillance 0.750 1.000 0.857 3

UHD Video Streaming 1.000 1.000 1.000 2
Vo5G 1.000 1.000 1.000 3

e Health 1.000 1.000 1.000 1

accuracy 0.970 33

macro avg 0.972 0.963 0.962 33

weighted avg 0.977 0.970 0.969 33

Para modelo de bosque aleatorio (ver Figura 23 b), el valor de exactitud para esta segunda
simulacidon fue de 97%, y ademads se puede observar Tabla 14 que las demds métricas
coinciden con las del arbol de decisién de la Tabla 13. En la matriz de confusién (Inciso b, de
la Figura 23) se puede observar que confunde un servicio de vehiculos conectados con uno

de redes inteligentes.
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Tabla 14. Resultados del modelo de bosque aleatorio (2da simulacion).

precision recall fl-score support

Connected Vehicles 0.750 1.000 0.857 3
ITS 1.000 1.000 1.000 6

Immerse Experience 1.000 1.000 1.000 7
Industry Automation 1.000 1.000 1.000 5
Smart Grid 1.000 0.667 0.800 3
Surveillance 1.000 1.000 1.000 3

UHD Video Streaming 1.000 1.000 1.000 2
Vo5G 1.000 1.000 1.000 3

e Health 1.000 1.000 1.000 1

accuracy 0.970 33

macro avg 0.972 0.963 0.962 33

weighted avg 0.977 0.970 0.969 33

Observando la matriz de confusién Figura 23 c) para el modelo de SVM se extrae que no se
equivocd, clasificd bien todos los servicios. Esto se puede apreciar también en la Tabla 15,

donde todas sus métricas tienen valor de 100%.

Tabla 15. Resultados del modelo de SVM (2da simulacion).

precision recall fl-score support

Connected Vehicles 1.000 1.000 1.000 3
ITS 1.000 1.000 1.000 6

Immerse Experience 1.000 1.000 1.000 7
Industry Automation 1.000 1.000 1.000 S5
Smart_ Grid 1.000 1.000 1.000 3
Surveillance 1.000 1.000 1.000 3
UHD_Video Streaming 1.000 1.000 1.000 2
Vo5G 1.000 1.000 1.000 3

e Health 1.000 1.000 1.000 1

accuracy 1.000 33

macro avg 1.000 1.000 1.000 33

weighted avg 1.000 1.000 1.000 33

Al observar los resultados de la matriz de confusién correspondiente a k-Vecinos Cercanos
KNN inciso d) de la Figura 23, se detectan algunos errores. Por ejemplo, el modelo confunde

los servicios de videovigilancia con eHealth y vehiculos conectados; de automatizacién de
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las industrias con redes inteligentes; de ITS de video UHD transmitido en vivo. Todas estas

equivocaciones se traducen en bajos porcentajes en las métricas de rendimiento del

modelo, tal como se aprecia en la Tabla 16.

Tabla 16. Resultados del modelo KNN (2da simulacion).

precision
Connected Vehicles 0.600
ITS 1.000
Immerse_ Experience 1.000
Industry Automation 1.000
Smart Grid 0.750
Surveillance 1.000
UHD_Video Streaming 0.500
Vo5G 1.000
€ _Health 0.000

accuracy
macro avg 0.761
weighted avg 0.880

recall

O KHOFOKOR

o

.000
.667
.000
.800
.000
.333
.000
.000
.000

.756
.818

fi-

score

.750
.800
.000
.889
.857
.500
.667
.000
.000

OHOOOOK OO

o

.818
.718
0.815

o

support

H Wl WwwumJd o w

33

33

En el Ultimo algoritmo considerado Figura 23 inciso e) el modelo de la MLPC, se arrojaron

los resultados de las métricas de rendimiento que se muestran en la Tabla 17, donde se

destaca un 97% de exactitud. Como se puede ver en la matriz de confusion Figura 23 e) el

modelo solo se equivoca en un servicio, en el de automatizacidon de las industrias con

videovigilancia, lo que implica el buen resultado obtenido.

Tabla 17. Resultados del modelo MLPC (2da simulacidn).

precision
Connected Vehicles 1.000
ITS 1.000
Immerse_ Experience 1.000
Industry Automation 1.000
Smart_Grid 1.000
Surveillance 1.000
UHD Video Streaming 1.000
Vo5G 0.750
e_Health 1.000

accuracy
macro avg 0.972
weighted avg 0.977

recall

o O

o

.000
.000
.000
.000
.000
.667
.000
.000
.000

.963
.970

fl-score

[ R w]

1.000
1.000
1.000
1.000
1.
0
1
0
1

000

.800
.000
.857
.000

.970
.962
.969

support

W Wwwu o w
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El resumen de las métricas de desempefio para el modelo predictivo basado en esta
segunda simulacion (CASO 2) desplegadas en la las matrices de confusidn de la Figura 23 se

muestra en la Tabla 18.

Tabla 18. Métricas resultado del modelo para la sequnda simulacion (KPI+KQl)

Algoritmo SL Exactitud (%)  Precisién Macro (%) Sensibilidad Macro (%) F1-Score Macro (%) MCC (%)

DT 96.9 97.2 96.3 96.2 96.6
RF 96.9 97.2 96.3 96.2 96.6
SVM 100 100 100 100 100
KNN 81.8 76.1 75.6 71.8 79.8
MLPC 93.9 97.2 97.8 97.2 93.2

De la Tabla 18, es posible saber que el modelo KNN no se aplica a nuestro problema porque
presenta una precision inadecuada. Ademds, se observa que los otros modelos
incrementaron sus métricas en esta segunda simulacidn, y las mejores métricas obtenidas

son Arbol de decisién (DT), Bosque aleatorio (RF) y maquina de soporte vectorial (SVM).

Para verificar si el modelo predictivo era satisfactorio, se creé una funcién para comparar
la precisién obtenida en la etapa de validacion cruzada versus la precisién de la etapa de
prueba. Se considera aceptable el modelo si la diferencia no supera el 5%. El resultado
obtenido para el SVM tuvo una diferencia de 8.41%, por lo que se concluye que este modelo
puede estar sobreajustado. El resultado obtenido tuvo una diferencia de 0,69% vy 1,62% en
el arbol de decision y el bosque aleatorio. Este resultado significa que el modelo predictivo

generado por los algoritmos de arbol de decision y bosque aleatorio no se sobreajusta.

Si el modelo predictivo estd sobreajustado, se elige la tercera opcion, por ejemplo, hacer

un Bosque Aleatorio con profundidad maxima.

Las Figura 24 y Figura 25 muestran los esquemas de uno de los arboles en el Bosque
Aleatorio en cada simulacién. En Figura 24 se puede apreciar los KPI que utiliza el arbol en

la primera simulacién para clasificar un servicio 5G.
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Peak Data Rate UL (Gbps) <= 0.65
entropy = 3.133

value = (16, 13, 17, 15, 11,9, 19, 19, 13]
class = Video surveillance

Reliability (%) <= 100.0

Peak Data Rate DL (Gbps) <= 0.43| Packet Loss Rate (%) <= 0.0
entropy = 0.943 entropy = 1.574
=24

samples = 17
value =16, 0,0,0,0,9,0.0, 0] 5
class = UHD video streaming class = eHe:

s =25
value = [0, 0. 17. 0, 0, 0, 19, 0, 0]
class = Video surveillance

Figura 24. Esquema de un drbol de decision del bosque aleatorio para la primera

simulacion (KPI).

Este es un ejemplo de un Arbol de Decisién del Bosque Aleatorio creado. Se observa que
tiene una profundidad de 4 nodos para llegar al valor de la clasificacidon esperado. Para
realizar la clasificacidon de los servicios, el arbol usa los KPI que “estima conveniente”,
atendiendo a la estadistica de los datos en la base de datos con que se entrend. Se puede
ver como va cambiando la tonalidad de color, esto expresa como se va llevado a cabo la
clasificacién de un servicio. Asimismo, se puede observar como el valor de entropia en el
nodo principal es de 3.133 y va disminuyendo hasta llegar a casi cero, lo que implica que se
clasificé el servicio. El arbol va identificando un servicio a medida que va recorriendo los
nodos, y sabe que cantidad de muestras pertenecen a cada clase (indicado por “value”)
donde cada numero corresponde a la cantidad de ejemplos de entrenamiento de un
servicio determinado. Por ejemplo, hay 16 servicios de UHD Video streaming, 13 de
Immerse Experience, etc., esto por supuesto en el primer nodo, poco a poco van

disminuyendo).

Ahora, en este arbol especificamente usa el KPI de tasa de velocidad pico UL como regla a
comparar si es menor o igual a 0.65 Gbps en el nodo principal. Si el servicio que se vaya a

clasificar presenta una tasa de velocidad pico UL menor o igual a 0.65 Gbps, se va por la
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rama izquierda, la regla a emplear es comparar con el valor de Confiabilidad de 100%. Si la
tasa de velocidad pico es mayor a 0.65 Gbps entonces es por la rama derecha, y la regla a
aplicar es comparar utilizando el KPI de Tasa de bits (Bit Rate) con un valor de 2.2 Mbps. El
servicio sigue recorriendo el camino que se corresponda con sus caracteristicas que lo

determinan, hasta llegar al nodo que le otorga la clase a la cudl pertenece (clasificacién).

En la segunda simulacién (Figura 25), el mismo arbol incorpora KQl para mejorar su

clasificacidn y obtener mejores métricas.

Packet Loss Rate (%) <= 0.0

Figura 25. Esquema de un drbol de decision del bosque aleatorio para la sequnda
simulacion (KPI+KQl).

Al observar un arbol de la segunda simulacion, se puede destacar la sustitucion de algunos
KQl por KPI que estaban en el arbol anterior. Este arbol presenta las mismas caracteristicas
que el de la primera simulacién, se puede distinguir, por ejemplo, la misma cantidad de
nodos. Sin embargo, este usa como primera regla comparar usando el KP| tasa de pérdida
de paquetes con el valor de 0.026%. Si es mayor que este valor entonces usa una nueva
regla. Se compara usando el KQI tasa de velocidad de experiencia de usuario UL con 27.5
Mbps, en caso contrario mantiene la regla inicial, solo que cambiando el valor a comparar

con 0.0% (recordar que en términos de pérdida de paquetes puede haber valores de 0.0%).
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Como era de esperar, cuando se incorporaron los pardmetros KQl para clasificar los

servicios 5G, el modelo predictivo aprendio a clasificar los servicios de manera mas eficaz.

La Figura 26 muestra los resultados promedio en términos de las métricas de evaluacién
obtenidas por el modelo Random Forest para ambas simulaciones. Se observa que hubo
incrementos del 3% en precisién, 2.5% en precisién, 1.6% en recuerdo, 2.4% en puntaje F1

y 3.4% en MCC.

Los bajos porcentajes en los resultados surgen de la pequefia cantidad de datos disponibles
para la simulacion. Con un aumento en la cantidad de valores en la base de datos, el
algoritmo ML tendria mds datos de los que aprender y mas datos para clasificar, lo que
significa que los porcentajes para el modelo predictivo también aumentarian. Todas estas
métricas representan aspectos del desempefio del modelo predictivo del sistema de
clasificacién de servicios 5G propuesto. Dado que estas métricas se incrementaron, el
rendimiento del sistema propuesto también aumentd, lo que significa que se produjo una

clasificacion de servicios mas eficaz cuando se consideraron tanto los KPI como los KQJ.

100
98
96
X 9
92
90
88
Métricas  Exactitud Precisién Sensibilidad Puntaje F1

B 1rasimulacién (KPI) B 2dasimulacién (KPI+KQl)

Figura 26. Comparacion de los resultados obtenidos por el modelo Random Forest para

ambas simulaciones.

105



45 Valoracion de los resultados

A lo largo de este trabajo se ha planteado que el objetivo de proponer un sistema para
clasificar servicios 5G empleando ML, basado tanto en KPI, como en KQI, es mejorar la
clasificacién de los servicios y, con ello, que el operador asigne los recursos necesarios para
optimizar la QoS y la QoE, en particular esta ultima al incluir los KQI (CASO 2). Las Tabla 11

y Tabla 18 reflejan los resultados obtenidos en las simulaciones.

De la primera simulacién, considerando solo los KPI, se puede concluir que el modelo
predictivo no aprendid bien a clasificar servicios de experiencias inmersivas (immerse
experience) ya que en los cinco algoritmos tiene al menos un error y en los cinco eventos se
confunde con servicios de video UHD transmitido en vivo, esto se debe, por presentar
ambos servicios, caracteristicas parecidas. Sin embargo, los servicios UHD si los clasifica
correctamente, con ninguno de los algoritmos se confunde. Esto se puede ver en las
matrices de confusién de la Figura 22. También se puede apreciar en la Figura 22 inciso d)
(KNN) los tres servicios de videovigilancia (VS) los confunde con vehiculos conectados (CV),
en general el algoritmo KNN es el que tiene mayores confusiones al clasificar servicios (con
siete para el CASO 1); el modelo predictivo (utilizando el algoritmo de MLPC) confundid
cuatro servicios: de vehiculos conectados (CV) con videovigilancia (VS) y viceversa, el ya
mencionado de experiencia inmersiva con video UHD transmitido en vivo, asi como el IA
automatizacion de la industria con redes inteligentes (SG-smart grid) por presentar

caracteristicas muy parecidas, ver Figura 22 e).

De la segunda simulacién (CASO 2), considerando los KPI y los KQlI, se puede distinguir que
el modelo es capaz de clasificar los servicios de experiencias inmersivas, ya que en las
matrices de confusion de la Figura 23 se incorporan a la diagonal principal los siete servicios
de este tipo. Es decir, el modelo ya clasifica bien los servicios de experiencias inmersivas, no
los confunde con los de video UHD transmitido en vivo, por esta razéon se obtiene un

aumento bastante considerable de las métricas de evaluacion del modelo predictivo, lo que
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se puede apreciar en la Tabla 18. En general, al algoritmo que mas se confunde al clasificar

servicios es KNN con seis casos.

Se consideran cumplidos los objetivos propuestos para estas simulaciones. Como se
esperaba, con la incorporacién de los pardmetros de KQIl para clasificar servicios 5G el
modelo predictivo aprendio a clasificar mejor los servicios. En la Tabla 19 se pueden ver los
promedios de las métricas de evaluacion de una simulacion respecto a la otra. Se aprecia
un aumento de un 3.0% en la exactitud, 2.5% en la precision, 1.6% para la sensibilidad, 2.4%

para el puntaje F1y 3.4% para MCC.

Tabla 19. Promedios de las métricas de evaluacion en ambos casos de simulacion

[Elaboracion propia].

Métricas Exactitud Precisién Sensibilidad Puntaje F1 MCC
Simulacion (%) (%) (%) (%) (%)
Caso 1 (KPI) 93.9 94.7 94.7 93.8 93.2

Caso 2 (KPI + KQl) 96.9 97.2 96.3 96.2 96.6

Algunos porcentajes bajos en los resultados son productos a la cantidad de (pocos) datos
gue se dispone para la simulacion. Con el aumento de la cantidad de valores en la base de
datos, el algoritmo de ML tendria mas datos para aprender, y mas datos para clasificar, lo
que implica que los porcentajes de las métricas de evaluacién del modelo predictivo
también aumentaria. Al final, todas estas métricas se traducen en el desempenio del modelo
predictivo del sistema clasificador de servicios 5G que se propone, y si aumentan, el sistema
gue se propone también tiende a aumentar su desempefio con una clasificacién de servicios

mas eficaz cuando se consideran tanto los KPl como los KQl.
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4.6 Conclusiones del capitulo

Para la validacidn del sistema clasificador de servicios 5G que se propone, se construyé un
escenario de validaciéon para el cudl se seleccionaron cinco algoritmos de ML, los

pardmetros de KPly KQI a emplear y los servicios 5G a clasificar, entre otros. Por lo tanto:

® Fue posible construir un escenario de simulacidon para validar el sistema que se
propone para la clasificacion de servicios 5G. En dicho escenario se utilizé: Cinco
algoritmos de ML de aprendizaje supervisado, lenguaje de programacién Python,
Anaconda como plataforma de desarrollo, nueve servicios genéricos a clasificar y
una base de datos con formato CSV; donde se encuentran los valores de los
pardmetros KPl y KQI de dichos servicios.

® Los resultados obtenidos para las simulaciones del modelo predictivo al clasificar
servicios 5G, permite observar: primero con los KPI y luego con la incorporacion de
los KQI; que con la inclusion de estos ultimos se obtiene una mejor clasificacion de
los servicios y, con ello, el proveedor puede mejorar la QoS, la QoE y el cumplimiento
de los SLA al asignar recursos de red ad hoc a los network slices.

® Por lo antes dicho se considera validado el sistema que se propone para la

clasificacién de servicios 5G empleando MLy basado en los KPl y KQl de los servicios.
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5 CONCLUSIONES

Las redes maviles 5G significan una revolucion en las comunicaciones que estan impactando
en la vida de los seres humanos. Al dia de hoy, se presenta como novedosa, ya que apenas
se encuentra en fase de implementacion en el mundo; por lo que se requiere profundizar

en el estudio de este tema.

La principal meta de este trabajo fue comprobar la hipdtesis de que al considerar los
pardmetros de calidad (KQl) ademas de los tradicionales pardmetros de desempefio (KPI),
se produciria una mejor identificacion (mediante clasificaciéon) de los servicios 5G
solicitados. Esto se logré con el desarrollo de un sistema de clasificacidn de los servicios 5G,
que utiliza técnicas de ML. En este sentido se verificd la hipotesis planteada y se cumplid
con el objetivo principal propuesto. En consecuencia, los proveedores pueden asignar

recursos de manera dptima con una gestidon de QoS adecuada.

En este trabajo se ha propuesto un sistema de clasificacién de servicios en redes de nueva
generacion basado en ML. El modelo predictivo es un bloque fundamental del sistema
clasificador de servicios propuesto, que se encarga de clasificar los servicios 5G. La principal
limitacién del proyecto fue no tener un conjunto de datos operativos reales 5G. Fue
necesario crear un conjunto de datos que contenga parametros KPI/KQIl extraidos de

documentos y proyectos de estandares para clasificar los servicios 5G.

El algoritmo de SL generé un modelo predictivo entrenado y validado utilizando los
pardmetros KPIl y KQI para clasificar cada servicio. Con el objetivo de verificar si la inclusién
de los parametros KQI tendria un efecto positivo en el desempeiio del modelo y mejorarian
la clasificacion de los servicios, se establecieron dos fases; en la primera fase, el modelo
predictivo clasificd los servicios basandose exclusivamente en los parametros de
desempeiio KPl. En la segunda fase, aplicando ambos parametros (KPI y KQl). Las
simulaciones se implementaron empleando cinco algoritmos de SL diferentes (Decision

Tree, Random Forest, SVM, KNN y MLPC) y se validaron los resultados con la técnica de
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validacién cruzada K-Folds. Se demostré que estos permiten una mejor prediccién para

clasificar los servicios.

El analisis de los resultados producidos por las matrices de confusién y la aplicacién de
ecuaciones para evaluar el desempeno indica que es posible comparar los algoritmos de ML
propuestos. Ademas, al comparar los resultados de las simulaciones de las dos propuestas
éstos mostraron similitudes; tanto las clasificaciones de servicios por arboles de decisiéon

como por bosques aleatorios resultaron ser los mejores enfoques.

La incorporacién de KQIl permitié mejoras de 3% en exactitud (Accuracy) y 3.41% en MCC
para la clasificacién de servicios utilizando un algoritmo de bosque aleatorio, como se
muestra en la Tabla 19. El objetivo era demostrar que incluir KQlI ademas de KPI en la
clasificacién de servicios mejoraria la identificacion de los servicios. Esta idea se apoyd
mediante técnicas de aprendizaje automatico para resolver una red de telecomunicaciones

de nueva generacién. De acuerdo a los resultados obtenidos resulto satisfactorio.

El sistema de clasificacion desarrollado permitird a los proveedores de servicios asignar
recursos ad hoc para el servicio, ya que se demostrd con la realizacidn de esta tesis que el
uso conjunto de los parametros KPI y KQI es crucial para identificar y caracterizar cada
servicio solicitado por el UE. Esta es una tarea crucial durante la seleccidn de los segmentos
de red (Network Slicing) en redes de nueva generacién (5G/B5G), ya que implicitamente,
un buen esquema de clasificacion a través de la gestion de redes y servicios, puede mejorar
la QoS del servicio el cumplimiento del SLA y, en consecuencia, una mejor QoE percibida

por los usuarios.

No resulta sencillo comparar los resultados obtenidos en este trabajo con los resultados
desarrollados por otros colegas, hacer una comparacién directa entre las dos propuestas se
dificulta dado que las caracteristicas o atributos difieren. El grupo de investigacidon de
aprendizaje automatico de red (NMLRG) [40], presentd resultados de clasificacién de
servicios en redes 5@, en estos proyectos solo se consideran los parametros KPI, los valores

involucrados son subjetivos (p. ej. pequenos, altos, etc.). Sin embargo, hay coincidencia en
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los objetivos de lo que se pretende, identificar los servicios y promover una sintonizacién
eficiente de los recursos de red. Respecto a los resultados, hay coincidencia en ambos
trabajos ya que las mejores métricas del comportamiento de los algoritmos utilizados para

la clasificacion fueron mayores para: arbol de decisidn y bosques aleatorios.

El sistema predictivo desarrollado para la clasificaciéon de servicios en redes 5G/B5G opera
primero fuera de linea. Una vez que el modelo predictivo ha sido validado y puede aprender
a clasificar los servicios de manera efectiva con pocos errores pasaria a la fase de
implementacién. Se propone que, en la siguiente fase, los operadores de red implementen
el sistema en linea; seria mediante la instalacion de una APl en la RAN que clasifique los
servicios nuevos solicitados por los UE, lo anterior permitiria presentar un servicio
clasificado, y conocimiento pleno de los requerimientos técnicos, esta es informacién
valiosa para el proveedor de recursos de telecomunicaciones y creacion del network slice

ad hoc al servicio.

Ante la carencia de una base de datos con valores de desempefio operativos, valores reales
de funcionamiento de redes 5G, se optd por crear una base de datos “sintética” tal como
se explicod, extraida de estandares y de documentos de instituciones y empresas de
telecomunicaciones. Afortunadamente, ya estan operando varias redes y se espera que
pronto se pueda contar con informacién del desempefio del funcionamiento de ellas. Por
lo que, se propone que para simulaciones futuras se utilicen un conjunto de datos (dataset)
con valores operativos reales para los parametros KPl y KQI de las redes 5G/B5G para
caracterizar mejor el rendimiento de la red. La base de datos creada, esta a disposicion de
quien la requiera en el sitio de Zenodo.org (https://zenodo.org/record/

4779074#.YK8rd5Mzb0OQ, d0i:10.5281/zenodo 4779074)
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6 RECOMENDACIONES y TRABAJO FUTURO

Con el estudio realizado y con la lectura de una gran cantidad de informacién proveniente
de entidades gubernamentales, de fabricantes y proveedores de servicios e infraestructura
de redes de comunicaciones, es evidente que las redes de 5G presentan en sus casos de
uso, un gran salto tecnoldgico en cuestiones de velocidad en movilidad (mayores que 500
Km/h), y ultra baja latencia (en niveles de 1 ms), y en tasa de datos pico (hasta decenas de
Gbps) y anchura de banda de 100 Mbps. Asimismo, el surgimiento de aplicaciones vy
servicios tecnoldgicamente convergentes que son soportados por estas redes, donde sus
requerimientos de gran ancho de banda, de bajas latencias hacen que su identificacion sea
crucial, es aqui donde hay convergencia con la tecnologia de inteligencia artificial para

soportar esta clasificacion.

La capacidad de conocer la relacion servicios-red es critica en 5G y en las redes de nueva
generacion como 6G, donde se ha planteado, p. ej., manejar ultra bajas latencias (1
microsegundo), y velocidades de Tera bits por segundo, eso hace mas exigente el
conocimiento y andlisis de los servicios y los traficos a través de la red, y permitir acciones
como realizar e implementar networks slicing y gestion automatizada para evitar la

violacion de los SLA.

Este software trabajard en el nivel de servicio y permitird conocer mejor los servicios y
aplicaciones, pudiendo ser de trafico IP en tiempo real. Este conocimiento permitird al
operador distinguir diferentes tipos de trafico que circulan en la red y gestionar arreglos de

los servicios y aplicaciones solicitados por los usuarios de 5G.

Debido a que la clasificacion de los servicios en combinacién con arquitecturas avanzadas
corresponde a gestiones de operacién de la red, se propone, profundizar en trabajos de
inspeccion profunda de paquetes de informacion de trafico de las aplicaciones, en particular

se recomienda:
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Trabajar con valores reales de parametros de KPl y KQI, que resulten de la operacion

de las redes 5G. Esto conducird a caracterizar mejor el desempefio de las redes.

Realimentar la base de datos con los parametros de KPl y KQl de cada servicio
clasificado, con el objetivo de robustecer el modelo predictivo que clasifica los
servicios 5G. Esto permitira que los servicios sean clasificados en forma mas precisa,
ya que el modelo predictivo cada vez sera capaz de aprender a clasificar nuevos
servicios.

Emplear el sistema propuesto en este trabajo para crear los formatos generales (se
conocen como templates) para los SLA de cada servicio 5G, lo que ayudard a asignar
los network slices y mejorar la gestion de la red con la asignacién de los recursos
necesarios para garantizar una mejor QoS y QoE que lleven al cumplimiento de los
SLA.

Profundizar en la obtencién y establecimiento de valores umbrales de los
indicadores claves de calidad (KQl), ya que en la actualidad la bibliografia respecto
al tema no abunda mucho sobre estos.

Trabajar en el seguimiento del cumplimiento de los SLA (gestidn de monitorizacion),
vigilando la no violacién del throughput, y en consecuencia la mejora del QoE vy

satisfaccion del cliente.
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3 ANEXO 1. Parametros de KPI y KQI de servicios 5G

La base de datos en formato CSV se elabord con la ayuda de un grupo de estandares y
articulos de los distintos proyectos que se dedican a la estandarizacién de la red 5G. Los
proyectos de donde se extraen los parametros de KPly KQl para la formacién de la base de
datos son: 3GPP, ETSI, Speed, NGMN, 5G América, la ITU y el IMT (referenciados a lo largo
de este trabajo). A continuacidn, se muestran los pardmetros de KPI y KQIl de los servicios
5G que se tienen en cuenta para este trabajo. Ademas, se explican consideraciones tomadas

para los parametros asumidos y las referencias de donde fueron tomados.

Tabla 20. Parametros de KPI para cada servicio 5G (parte uno).

KPI Servicio Latencia E2E | Jitter | Tasa de | Relacion de | Velocidad de | Velocidad de datos
(ms) (ms) bit pérdida de | datos pico DL | pico UL (Gbps)
(Mbps) paquetes (%) (Gbps)
Video UHD Min: 4 [14][2] | 5.84 | 10[58] Méx: 1 [2] 20[2] 10 [2]
transmitido en Max: 20 14] [2] [2]
vivo
Experiencias Min: 7 [14] 20 50 [22] Max: 5 [60][59] 20 [2] 10 (2]
inmersivas Max: 15 [14] [14]
Redes inteligentes Min: 5 [18] 1 1[58] Max: 0.0001
Max: 50 [18] [18] [59]
e-Salud Min: 1 [5] - 16 [58] Max: 0.3 [60][59] 0.3 [60][59]
Max: 10 [5] 0.00000001
[58]
ITS Min: 10 [65] 20 0.5 [58] Maéx: 0.1 [65]
[18] [65] [18]
Max: 100 [65]
(18]
Vo5G Min: 20 [62] 30 10 [58] Méx: 1 [20] 20[2] 10 [2]
Max: 150 [20] [20] [62]
Vehiculos Min: 3 [5] [16] 0.44 10 [22] Max: 0.001 1[[16] 0.025 [16]
conectados Max: 100 [5] [72] [20] [59]
[16] [63]
Automatizacion de Min: 1 [16] 0.1 1[23] Max:
la industria Max: 50 [20] [5] [20] 0.0000001 [18]
Vigilancia por Min: 10 [64] 5 10 [22] Max: 0.001 [5] 0.05 [15] 0.12 [15]
video Max: 50 [16] [64]
[15]
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Tabla 21.

Parametros de KPI para cada servicio 5G (parte dos).

KPI Servicio Movilidad (km/h) Confiabilidad del servicio (%)
Video UHD transmitido en Min: 0 [17] Min: 95 [17]
vivo Max: 500 [17]
Experiencias inmersivas Min: 0 [20] Min: 95 [2] [1]
Max: 30 [20]
Redes inteligentes Min: 0 [17] Min: 99.9 [18]
Méx: 0 [17]
e-Salud Min: 0 [5] Min: 99.9999 [20] [59]
Max: 120 [5]
ITS Min: 50 [18] [65] Min: 99.999 [18] [65]
Max: 500 [18] [65]
Vo5G Min: 0 [14] -
Méx: 500 [14]
Vehiculos conectados Min: 50 [16] [63] Max: 250 [5] [63] Min: 99.999 [20] [16]
Automatizacion de la Min: 0 [5] Min: 99.999[18] [14]
industria Max: 30 [18]
Vigilancia por video Min: 0 [5] Max: 320 [15] Min: 99 [15]

Para los servicios de ITS, redes inteligentes (smart grid) y automatizacién de las industrias
(industry automation) no se encontraron datos especificos sobre el valor de la tasa de datos
pico (peak data rate), tanto para DL/UL. Se asumen los valores especificados por la iniciativa
de IMT-2020 en [1] para los servicios 5G. Estos valores son de 20Gbps para DLy de 10Gbps
para UL.

Asimismo, la bibliografia consultada respecto al servicio de Vo5G, es practicamente tedrica,
por lo que no se brindan datos precisos sobre los distintos KPl y KQI que la definen. A razén
de esto, se asume un valor de confiabilidad (reliability) de un 99.9%, expresada en los

estdndares de VoLTE que aplican para los servicios de Vo5G segun la ITU en [62].

En [73] se plantea que en servicios de e-Salud (eHealth) el jitter, no debe exceder los 100ms;
por este motivo se considerara un jitter de 10 ms. Teniendo en cuenta que para en estos
servicios tienen lugar aplicaciones de muy baja latencia donde en algunos casos las vidas de
los pacientes corren riesgos, y no puede asegurarse que las informaciones criticas de

proceso lleguen a tiempo si el jitter es demasiado grande o excede los umbrales
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KQl Servicio

Video UHD
transmitido en vivo

Experiencias
inmersivas
Redes inteligentes

e-Salud

ITS
Vo5G

Vehiculos
conectados
Automatizacién de
la industria

Vigilancia por video

Tabla 22. Paradmetros de KQI de cada servicio 5G.

Disponibilidad (%)

Min: 99 [60] [59]
Méx: 99.999 [59]
[60]

Min: 99.9 [23]

Min: 99.999 [59]
(60] [23]
Méx: 99.9999 [14]
(23]

Min: 99 [14] [23]
Méx: 99.99999
[59] [60] [23]
99.9999 [14]
Min: 95 [14]
Méx: 99 [62]
Min: 95 [14]
Max: 99 [14]
Min: 99.99 [14]
[20]

Méx: 99.9999 [14]
Min: 99 [14] [15]
Maéx: 99.9 [14]

Tiempo de
supervivencia
(ms)

Min: 8 [58]
Madx: 16 [58]

Min: 1 [23]
Max: 10 [2]
Min: 10 [14] [5]
Max: 25 [5] [14]

Min: 1 [23] [14]
Max: 50 [14]

100 [14]

Min: 1 [23]
Max: 50 [23]
Min: 0 [14]
M3éx: 100 [14]

Min: 10 [23]
Madx: 100 [23]

Tasa de datos de
experiencia de
usuario DL
(Mbps)
1000 [14]

1000 [14]

1[16]

0.1[5][17]

10 [5]

50 [20]

50 [5] [16] [14]

100 [20] [14]

10 [20] [16]

Tasa de datos

de experiencia

de usuario UL
(Mbps)
500 [14]

50 [20]

5[16]

10 [5] [17] [16]

10 [5]

25 [20]

25 [5] [16] [14]

1[14] [20]

100 [16] [20]

Tiempo de
interrupcio
n (ms)
Min: 1000
[1][58]
Max: 3000
[1][58]
0[20]

Casi 0 [2]

0[2] [20]
1000 [20]
0[20]
012]

Min: 0 [20]
Max: 100

Casi 0 [23]
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4 ANEXO 2. Base de datos (dataset) creada con valores KPl'y KQl de

los servicios 5G

Como se indicé en el Anexo 1, la base de datos (dataset) se realizd considerando
informacién contenida en bibliografia de un grupo de estandares, reportes de distintos
proyectos de instituciones que se dedican a la estandarizacién de la red 5G, asi como de
fabricantes y proveedores de servicios de telecomunicaciones. Los proyectos de donde se
extraen los parametros de KPl y KQIl para la formacién de la base de datos son: 3GPP, ETSI,
Speed, NGMN, 5G América, la ITU y el IMT, Nokia, Huawei y otros, los cuales fueron citados
en el capitulo 2 y 3. El formato fue CSV tal como se indica en 3.3 Construccién de la base de
datos (dataset) de los servicios porque los archivos de este tipo son documentos en formato
abierto y sencillo para representar datos en forma de tabla. La construccién de la misma se
realizd tomando valores aleatorios dentro de los umbrales para cada parametro. El
resultado de la misma se muestra en la Tabla 23 asi como en el link

https://zenodo.org/record/ 4779074#.YK8rd5MzbOQ, doi:10.5281/zenodo 4779074.
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Tabla 23. Dataset de servicios 5G y sus pardmetros KPl y KQI

Packet Peak Peak
Bit Loss Data Data Service Survival Experienced Experienced
Latency Jitter Rate Rate Rate DL Rate UL Mobility Reliability Availability Time Data Rate DL Data Rate UL Interruption
(ms) (ms) (Mbps) (%) (Gbps) (Gbps) (km/h) (%) (%) (ms) (Mbps) (Mbps) Time (ms) Service
UHD_Video_Streami
15 5 11 0.1 18 7 260 95 99 8 1000 500 1000 ng
UHD_Video_Streami
5 5.5 10 1 20 10 20 95 99.2 9 990 440 2000 ng
8 10 50 3.8 15 7 15 97 99.9 10 1000 50 0.2 Immerse_Experience
1.00E-
40 1 0.5 05 18 9 0 99.92 99.999 10 5 8 0 Smart_Grid
90 18 0.2 0.08 13 2 480 99.9995 99.9999 100 10 10 1000 ITS
130 5 8 0.9 14 6 400 99.94 95 100 50 25 0 Vo5G
10 19 32 4.7 13 5 26 95.6 99.92 8.9 900 40 0.1 Immerse_Experience
8.00E-
2 3 15 09 0.2 0.2 100 99.99996 99 1 10 100 0 e_Health
0.0007
5 0.5 10 5 0.8 0.024 80 99.9992 99 1 50 25 0 Connected_Vehicles
1.00E-
1 0.05 0.6 07 15 6 28 99.999 99.9999 0 1 10 100 Industry_Automation
1.00E-
8 5 10 08 0.25 0.26 20 99.9999 99.9 50 11 99 1 e_Health
70 4 12 0.001 0.05 0.12 2 99 99 10 10 100 5 Surveillance
UHD_Video_Streami
7 6 8 0.8 19 5 430 97.8 99.1 8.2 500 300 3000 ng
10 1 0.8 0.0001 15 10 2 99.9 99.9999 11 7 6 0.5 Smart_Grid
32 28 9 1 12 8 50 99.9 95.5 99 49 25 1 Vo5G
7.00E-
40 0.1 0.5 08 12 8 15 99.9991 99.99 50 10 8.4 1 Industry_Automation
15 10 0.5 0.1 18 5 120 99.999 99.99992 10 8 10 2000 ITS
13 5 9 0.0008 0.03 0.14 30 99.87 99.2 50 8 92 10 Surveillance
15 7 10 5 12 10 1 95 99.99 10.1 960 32 0.15 Immerse_Experience
10 0.44 5 0.001 0.7 0.025 200 99.999 95 50 51 20 1 Connected_Vehicles
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20 30 10 0.8 19 7 12 99.96 96 98.5 49.5 20 1.5 Vo5G
9.00E-
10 10 12 09 0.3 0.3 80 99.99995 99.99 49 12 98 0.2 e_Health
8.00E-
5 1.2 1 05 20 5 0 99.93 99.9992 15 10 5 0.3 Smart_Grid
100 0.2 8 0.0002 1 0.03 50 99.9996 98.9 48 49 23 0.5 Connected_Vehicles
4.00E-
50 0.07 1 08 8 2 15 99.9994 99.992 99 8 3.2 20 Industry_Automation
7.00E-
1 2 16 09 0.4 0.1 5 99.99992 99.9999 2 10 10 0.1 e_Health
10 3 10 0.001 0.06 0.01 300 99.2 99.1 90 9 80 8 Surveillance
UHD_Video_Streami
20 5.84 10 1 20 10 500 96 99.999 15 950 100 2500 ng
10 20 0.5 0.09 20 10 80 99.9992 99.99991 99 10 9 1500 ITS
150 15 10 0.7 20 5 0 99.95 99 99.2 40 20 0 Vo5G
9.00E-
50 0.8 0.4 05 19 8 1 99.9 99.9993 20 5 5 0.1 Smart_Grid
7 20 42 4.2 20 10 30 98 99.992 9.1 980 20 0.3 Immerse_Experience
0.0009
100 4.2 11 4 0.04 0.11 100 99.1 99.8 15 9.2 95 7 Surveillance
3 0.46 9 0.001 0.9 0.04 160 99.9995 97.5 2 48.9 20 0.2 Connected_Vehicles
100 15 0.43 0.1 15 3 460 99.9995 99.99999 98 7 6 9000 ITS
1.00E-
36 0.08 0.8 07 20 10 12 99.999 99.999 100 7 2.5 99 Industry_Automation
9.00E-
5 7 18 09 0.27 0.3 70 99.99999 99.999 3 9 15 0.15 e_Health
UHD_Video_Streami
4 5.7 9.8 0.3 19.5 7.8 320 98 99.01 16 1000 100 1100 ng
9.80E-
8 0.9 0.9 05 17.6 7 0 99 99.9998 25 6 10 0.15 Smart_Grid
85 19 0.3 0.09 19 9 500 99.9999 99.99995 100 5 5 10000 ITS
1.00E-
1.2 11 15 08 0.32 0.28 90 99.99997 99.99999 48.9 15 85 0 e_Health
12 21 48 5.1 18.8 6.9 10 97.2 99.91 9.6 860 45 0.22 Immerse_Experience
148 31 9.5 1.2 19 9 500 99.92 98.9 99.5 50 18 0.2 Vo5G
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9.00E-
25 0.15 1 08 10 1 20 99.9995 99.9995 1 6 1 1.5 Industry_Automation
90 0.32 7.6 0.0007 1 0.02 250 99.99987 98 10 49 24 0.15 Connected_Vehicles
151 29 9.2 0.87 17 4 360 99.902 99 50 45 22 0.1 Vo5G
7.60E-
86 4.8 7.33 05 0.05 0.13 320 99.04 99.7 100 8.7 99 9 Surveillance
0.0008
55 0.38 10.1 2 1.2 0.021 76 99.99985 96.5 3 48 21 0 Connected_Vehicles
6.50E-
28 0.75 0.75 05 12 6.4 10 99.909 99.9997 24 7 9 0.6 Smart_Grid
66 5.4 9.37 0.0001 0.012 0.09 18 99 99.9 99 3 10 2 Surveillance
1.10E- 99.99990
9.8 8.4 14.2 09 0.3 0.15 120 2 99 49.5 100 78 0.9 e_Health
72 19.5 0.53 0.0908 18 2 50 99.99904 99.99991 95 10 9 1100 ITS
25 28.2 9.8 0.902 19.6 8.3 260 99.98 97 55 49 24 1.5 Vo5G
93 21 0.408 0.102 19.01 3.2 270 99.99903 99.9999 90 10 1 2000 ITS
UHD_Video_Streami
18 5.62 7.4 0.92 17.3 9.1 26 98.4 99.999 15.4 960 490 1200 ng
8.00E-
48 0.09 0.85 08 18 4.1 25 99.99901 99.991 90 8.5 9 10 Industry_Automation
0.0009
43 0.4 9.04 8 0.09 0.0232 248 99.99909 95.2 2 49 20 1 Connected_Vehicles
7.2 18.9 43.5 4.97 15.2 4.7 24 98.2 99.93 10 870 48 0.01 Immerse_Experience
8.40E- 99.99999
9.3 9 15.7 09 0.22 0.24 55 9 99.99999 50 99 96 0.8 e_Health
0.0009
78 0.25 11 5 0.91 0.013 170 99.9994 96 48 49.2 21.2 0 Connected_Vehicles
0.0008
95 4.98 8.6 8 0.05 0.12 280 99.45 99.8 100 2 25 0 Surveillance
8.50E-
1.5 0.092 0.99 08 19.5 8.6 30 99.99952 99.9994 98.9 2.2 10 98 Industry_Automation
7.00E-
45 0.84 0.99 05 20 9.3 0 99.997 99.999 245 8 8 1 Smart_Grid
13 19.4 47 4.35 17.4 6.21 30 95.76 99.96 9.9 970 50 0 Immerse_Experience
UHD_Video_Streami
16 5.8 9.3 0.86 18 6.5 10 96.2 99.15 10 540 60 2800 ng
140 29.5 3.2 0.743 17.2 5.1 480 99.92 98 80 47 23 0.8 Vo5G
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1.00E-
49 0.098 0.99 07 16 5 25 99.9992 99.99 100 10 10 5 Industry_Automation
98 15 0.3 0.097 11 1 480 99.99908 99.99991 89 2 8 1000 ITS
15.1 18.9 49 4.99 12.1 2.11 20 96.8 99.993 9.3 960 20 0.8 Immerse_Experience
7.60E- 99.99997
10 10 143 09 0.28 0.29 10 5 99.99999 10 12 100 1.1 e_Health
UHD_Video_Streami
19 4.6 8.7 0.85 15.76 5.2 0 95.36 99.6 12 9000 500 1600 ng
0.0009
90 0.35 8.7 9 0.997 0.024 50 99.9992 98.9 1 40 17 0 Connected_Vehicles
9 16 40 4.1 16.7 7.4 0 95.7 99.93 9.8 1000 50 0.07 Immerse_Experience
UHD_Video_Streami
5.5 5.3 9.9 1 17 6 60 96.5 99 12 800 430 2800 ng
76 15 0.35 0.086 12.4 7.6 55 99.99915 99.9999 100 8 6 8000 ITS
8.00E-
2 0.1 0.8 08 18.2 7.1 0 99.999 99.9999 92 5 5 0 Industry_Automation
UHD_Video_Streami
10 5.86 9.98 0.92 18 10 35 97 99.99 13 740 230 1650 ng
7 0.4 0.98 0.0001 20 10 0 99.9 99.999 11 7 5 0.6 Smart_Grid
20 30 9.5 0.996 17.2 6.4 500 99.989 95 100 50 25 0 Vo5G
11 20 25 4.3 20 8 25 95.2 99.9 10 860 40 1 Immerse_Experience
65 18 0.45 0.09 17 8 50 99.999 99.999 85 9 5 9670 ITS
7.20E-
10 0.09 0.91 08 17.4 6.13 30 99.9991 99.999 87 8 7 1 Industry_Automation
9.00E-
12 0.55 0.97 05 18.2 7.4 0.2 99.92 99.9999 22 9 6 0.8 Smart_Grid
UHD_Video_Streami
16.5 5.5 10 0.7 18.4 7 400 96 99.999 11 960 500 1200 ng
125 18 30 4.35 17 7 30 95 99.99 12 720 35 1.2 Immerse_Experience
6.10E-
18 0.072 0.97 08 16.2 8.4 26 99.9999 99.991 66 6 4 6 Industry_Automation
30 15 9.8 0.98 20 10 0 99.9 99 110 45 20 2 Vo5G
40 16 0.32 0.072 16.1 7 60 99.9991 99.9995 120 8.4 7 1230 ITS
UHD_Video_Streami
15.2 5.4 7.8 0.8 9.4 3 40 95.2 99.98 10 1000 250 3000 ng
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8.60E-
15 1 0.82 05 17.1 8.9 0.5 99.99 99.9991 20 5 8 1 Smart_Grid
1.00E-
20 0.03 1 07 11.8 9.15 27 99.9995 99.992 54 5 9 20 Industry_Automation
14.8 15.5 32 5 18.2 7.1 28 98 99.98 8.6 650 42 0 Immerse_Experience
16 8 0.25 0.1 15.3 8.4 65 99.9999 99.9999 96 9.2 9 3450 ITS
40 16 6.5 1 18.4 7.3 2 99.95 96 98 42 18 3 Vo5G
UHD_Video_Streami
13.2 5.3 6.4 0.84 16.3 8.4 50 95 99.9 16 780 400 1780 ng
1.00E-
23 0.08 0.75 07 13.8 4.1 15 99.9996 99.9998 32 8 2 37 Industry_Automation
5.00E-
36 0.87 1 05 16.5 4.1 1 99.91 99.9992 12 7.5 4 2 Smart_Grid
22 7.2 0.23 0.061 12.7 6.1 78 99.9995 99.9996 110 10 10 2000 ITS
10.1 10 41 5.1 13 10 27 97.2 99.91 7.5 870 50 1.5 Immerse_Experience
UHD_Video_Streami
5 5.8 6.2 0.93 17.7 6.1 10 99 99 8 820 300 2230 ng
100 8 5 0.72 13.7 8.9 3 99.96 98 102 31 10 1.5 Vo5G
5.00E-
31 0.071 0.66 08 14.7 8.35 12 99.9999 99.9997 99 7 1 86 Industry_Automation
9.20E-
48 0.91 0.86 05 133 6.5 0 99.98 99.9995 15 5 10 1.5 Smart_Grid
UHD_Video_Streami
6.2 5.72 5.7 0.86 15.1 5.66 0 97.3 99.99 9 900 500 1800 ng
18 19.1 0.41 0.05 14.8 7.2 310 99.999 99.9992 105 5 4 8600 ITS
9.8 8.9 44 3.1 12.1 3 22 97.8 99.99 5 920 30 2 Immerse_Experience
135 2 10 0.63 12.6 9.1 430 99.99 97 101 32 11 1.2 Vo5G
55 20 0.5 0.042 19.7 9.8 430 99.9997 99.9991 101 3 1 9500 ITS
4.00E-
30 0.1 0.55 08 20 10 2 99.9998 99.998 22 9 9 70 Industry_Automation
7.1 18.2 28 2.8 11.3 2 10 96.3 99.92 8 810 20 1.8 Immerse_Experience
UHD_Video_Streami
4.5 5.89 9.65 0.97 13.2 6.4 1 95.1 99.997 15 950 280 2950 ng
9.90E-
39 0.95 0.92 05 11.8 9.1 2 99.97 99.9999 21 8.2 5 2 Smart_Grid
90 1 8.7 0.99 14.5 8.7 60 99.98 99 105 28 24 0 Vo5G
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4.50E-
0.093 0.32 08 19 1 3 99.9995 99.9999 85 7.1 8.6 3 Industry_Automation
11 0.49 0.069 20 10 500 99.9998 99.9998 108 7.5 7 7500 ITS
8.90E-
0.094 0.48 08 17.1 7.6 1 99.999 99.99 17 8.4 9.1 6 Industry_Automation
16.7 29 2.4 19.7 4.5 8 95.9 99.93 11 880 45 1.7 Immerse_Experience
9.70E-
0.93 0.88 05 10 8.8 0 99.99 99.999 25 9 7 0.1 Smart_Grid
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5 ANEXO 3. Tipos de datos de los parametros de KPI y KQI de los

servicios 5G

Al leer la base de datos en el IDE Jupyter Notebook, esta se guarda en una variable que tiene

como nombre df. Para ver el tipo de datos que la libreria Pandas asigna a los parametros de

KPI y KQI automaticamente se ejecuta la siguiente funcion: df.dtypes. El resultado es la

siguiente tabla, donde se muestra el tipo de datos de los pardmetros de KPI y KQl

correspondiente a los servicios 5G (se le incorpora la columna de descripcion para un mejor

entendimiento).

Tabla 30: Tipo de datos de los pardmetros de KPI y KQI de los servicios 5G.

Pardmetros KPly KQl
Latencia E2E (ms)
Jitter (ms)
Tasa de bits (Mbps)
Tasa de pérdida de paquetes (%)
Velocidad de datos pico UL (Gbps)
Velocidad de datos pico DL (Gbps)
Confiabilidad del servicio (%)
Disponibilidad del servicio (%)
Tiempo de supervivencia (ms)

Tasa de datos experimentada por el
usuario DL (Mbps)

Tasa de datos experimentada por el
usuario DL (Mbps)

Tiempo de interrupcion (ms)

Movilidad (km/h)

Tipo de dato
Float64
Float64
Float64
Float64
Float64
Float64
Float64
Float64
Float64

Float64

Float64

Float64

Int64

Descripcion

Son numeros de poseen parte decimal y parte
entera, aunque la parte decimal el valor del punto
decimal sea cero. Ocupa un espacio en memoria de
64 bits.

Son los valores que no tienen punto decimal, pueden
ser positivos o negativos y el cero. Ocupan un espacio
de 64 bits en memoria.
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6 ANEXO 4. Funcion para crear el Bosque Aleatorio

Para crear el algoritmo de ML de Bosque Aleatorio a utilizar en la simulacidn, se empleé la

funcidon RandomForestClassifier (input) de la libreria Scikit Learn. Donde input se refiere al

conjunto de variables de entrada que contiene la funcién. En la siguiente figura se pueden

ver estas variables:

RandomForestClassifier (bootstrap=True, class weight=None, criterion='entropy',

max depth=2, max features='auto', max leaf nodes=None,
min:impurity_dec;ease=0.0, min impurity split=None,

min samples leaf=1, min samples split=2,

min weight fraction leaf=0.0, n estimators=10,
n_jobs=None, oob score=False, random state=0, verbose=0,
warm_start=False)

Figura 31 Variables de entrada de la funcion RandomForestClassifier.

Siendo las variables de entrada mas importantes las siguientes: [64]

n_estimators: cantidad de arboles que se quieren generar.

max_features: permite seleccionar la cantidad maxima de caracteristicas para cada
arbol.

min_sample_leaf: nimero minimo de elementos en las hojas para permitir una
nueva division (split) del nodo.

oob_score: método que emula la validacion cruzada en arboles y permite mejorar la
precision y evitar sobreajuste.

boostrap: permite utilizar diversos tamafios de muestras para entrenar el algoritmo.
Si se pone en falso, utilizara siempre el conjunto de datos (dataset) completo.
n_jobs: si se tienen multiples nucleos en tu CPU, puedes indicar cuantos puede usar
el algoritmo al entrenar para acelerar el entrenamiento.

criterion: los criterios admitidos son “Gini” para la impureza de Gini' y “Entropia”
para la ganancia de informacién.

1 Es una medida de periodicidad de un elemento de ser elegido aleatoriamente del conjunto seria etiquetado

incorrectamente, si fue etiquetado de manera aleatoria de acuerdo a la distribucién de las etiquetas en el

subconjunto.

136



e max_depth: profundidad mdaxima del arbol. Si es ninguno, los nodos se expanden
hasta que todas las hojas sean puras o hasta que todas las hojas contengan menos
de min_samples_split.

137



