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Resumen 

Durante las últimas dos décadas, el campo del descubrimiento del conocimiento en 

bases de datos ha conseguido atraer un considerable interés, por la capacidad de extraer 

conocimiento de bases de datos biomédicas.  

Actualmente en el Hospital General de Mexicali, Baja California, se realizan 

estudios clínicos en los que se contemplan diversas variables para la predicción del cuadro 

clínico cetoacidosis diabética; siendo complicado para el área médica el diagnóstico rápido 

y  confiable del paciente, ya que desconocen cuales variables son más importantes de todo 

el conjunto de datos contenido en el expediente clínico del paciente, por lo cual es 

importante mantener un monitoreo de los factores de riesgo tanto en la detección temprana, 

como en el pronóstico de las complicaciones, con el objetivo de brindar a los pacientes 

tratamientos oportunos iniciando con medidas preventivas potenciales. La presente 

investigación, se centra en la determinación de los factores predictores para la complicación 

de cetoacidosis diabética, aplicando la Teoría de Conjuntos Aproximados como 

herramienta de Minería de Datos. 

En base a la información recolectada en los expedientes clínicos, se llevó a cabo el 

proceso de descubrimiento del conocimiento por medio de Minería de Datos. Este proceso 

se realizó teniendo la estructura de la base de datos de expedientes clínicos de pacientes con 

cetoacidosis diabética (almacén de datos). Se eliminaron los datos que fueron redundantes y 

se filtraron aquellos que fueron de mejor calidad para el proceso de minería de datos 

(eliminación de valores incorrectos, no válidos, desconocidos, etc.). Se aplicó el Algoritmo 

de Búsqueda Bidireccional Modificado, para obtener el Mejor Subconjunto de Variables, 

para finalmente mediante la aplicación de la Teoría de Conjuntos Aproximados contenida 

en el software Rough Set Exploration System, generar las reglas de decisión para el 

conjunto de datos resultante. 

Considerando el subconjunto del Algoritmo de Búsqueda Bidireccional Modificado 

-Aleatorio, se logró una reducción del 90% de atributos de detección, es decir de 50 

variables de estudio, se obtuvieron 5 atributos. 
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Estos atributos tienen su importancia debido al poder de clasificación o 

reconocimiento de pacientes de cetoacidosis diabética, ya que es mas sencillo generar 

reglas de decisión para un subconjunto reducido (5 atributos), que para 50 variables de 

estudio. 

De acuerdo a los resultados obtenidos en la investigación, el subconjunto con mayor 

relevancia entrópica es el conformado por las variables: Edad, Escolaridad, Base Excess, 

SATCO2, Color.  
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Abstract 

During the last two decades, the field of knowledge discovery in databases has 

attracted appreciable attention, because of the capacity to extract knowledge out of 

biomedical databases. 

Today at the General Hospital in Mexicali, Baja California, is a lot of trials which 

are targeted several variables for the prediction of clinically diabetic ketoacidosis; being 

complicated for the medical field fast and reliable diagnosis of the patient, and that 

unknown variables which are more important for the entire data set contained in the 

patient's clinical record, so it is important to maintain a monitoring risk factors in early 

detection, as in the prognosis of complications with the aim to provide timely treatment for 

patients with preventive measures starting potential. This research focuses on identifying 

strong predictors for the complication of diabetic ketoacidosis, applying the Theory of Sets 

approximation as a tool for Data Mining.  

Based on the information collected in clinical records, carried out the process of 

discovery of knowledge through Data Mining. This process was carried out taking the 

structure of the database of records of patients with diabetic ketoacidosis (data warehouse). 

It removed the data that were redundant and filtered those who were of better quality to the 

process of data mining (removing incorrect values, invalid, unknown, etc.).. We applied the 

algorithm search Bidirectional Modified, to get the Best subset of variables, to finally 

through the implementation of the Theory of Sets approximation contained in the software 

Rough Sept. Exploration System, generate the rules of decision for the resulting data set.  

Considering the subset of the search algorithm Bidirectional Modified-Random, 

achieved a 90% reduction of attributes detection, ie study of 50 variables were obtained 5 

attributes. 

These attributes are important because of the powerful classification or recognition 

of patients diabetic ketoacidosis, as it is easier to generate decision rules for a small subset 

(5 attributes), which for 50 variables study. 
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According to the results of the investigation, the subset with greater relevance 

entropic is made up of variables: age, education, Excess Base, SATCO2, Color. 
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Capítulo 1 

 

Introducción 

 
 
1.1 Antecedentes 

            El vertiginoso desarrollo de nuevas tecnologías en el terreno de la informática, 

produce grandes volúmenes de datos en cualquier tema y con relativa facilidad. Este 

hecho, hace que exista la errónea percepción de que al disponerse de mayor cantidad de 

datos, automáticamente disponemos de mayor información útil. Esto es relativo, ya que 

los datos por sí mismos no aportan conocimiento que es justamente lo que se desea 

extraer de ellos. De hecho, es un reto traducir esta gran cantidad de información en 

conocimiento útil. Por lo anterior, es necesario generar nuevas técnicas computacionales 
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y herramientas que asistan a los humanos en la extracción de información (conocimiento) 

de grandes volúmenes de datos (Fayyad et al, 1996). 

Durante las últimas dos décadas, el campo del descubrimiento del conocimiento 

en bases de datos ha conseguido atraer un considerable interés, por la capacidad de 

extraer conocimiento de bases de datos biomédicas.  

Maojo Víctor (2007) establece que la mayoría de los sistemas médicos de Minería 

de Datos todavía no son utilizados rutinariamente en la práctica médica, con pocas 

excepciones. De hecho, se puede establecer una sorprendente similitud entre sistemas 

expertos enfocados al sector salud y Minería de Datos. Es posible preguntarse si la 

Minería de Datos está proporcionando el tipo de información y conocimientos que los 

médicos esperan, ya sea para progresar en la ciencia biomédica o en sus consultas 

médicas. Los médicos basan generalmente, sus argumentos en mucho más que tan sólo 

una base de datos o un conjunto de signos externos y síntomas. La evaluación exhaustiva 

de la apariencia del paciente, sus circunstancias personales, o los informes y rasgos 

psicológicos, son raramente incluidos como información adicional en bases de datos o 

informes médicos, cuando en ocasiones, son fundamentales para el diagnóstico médico y 

la gestión integral del paciente.  

 
Luscombe (2001) define a la Bioinformática como una disciplina científica 

emergente que utiliza tecnología de la información para organizar y distribuir 

información biológica con la finalidad de responder preguntas complejas en biomedicina.  

 

Históricamente, el uso de las computadoras para resolver cuestiones biológicas 

comenzó con el desarrollo de algoritmos y su aplicación en el entendimiento de las 

interacciones de los procesos biológicos y las relaciones filogenéticas entre diversos 

organismos. La complejidad de las técnicas que emplean las computadoras para la 

adquisición y análisis de datos, han servido para la expansión de la bioinformática ( 

Maojo Víctor,2007). 

 

Este proceso de análisis y la capacidad de interpretar diferentes tipos de datos, 

propios de esta disciplina emergente, necesita apoyarse en un conjunto de herramientas 
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que permitan el acceso, uso y manejo de la información médica. Por lo tanto, el manejo y 

normalización de bases de datos y la disponibilidad de software de análisis y desarrollo 

de nuevos algoritmos, son elementos claves de la Bioinformática. 

 

Existen diferentes trabajos sobre bioinformática, un ejemplo es Swanson y 

Smalheiser (1997) ambos autores realizaron un proceso de investigación sobre las causas 

que originan la migraña mediante técnicas de Minería de Datos, obteniendo las 

características relevantes sobre el padecimiento de la migraña. Por otra parte, Zamarón 

Sanz (2006), en el cual mediante la aplicación de DCBD, se obtuvieron las variables de 

mayor clasificación para diagnosticar el síndrome de la apnea.  

La diabetes representa uno de los principales problemas de salud pública en 

México. Nuestro país se ubica entre los que mayor número de casos registrados en el 

ámbito mundial. En diabéticos sin respuesta adecuada al tratamiento se pueden presentar 

serias complicaciones agudas como hipoglucemia y cetoacidosis. La cetoacidosis 

diabética es causada por la acumulación de subproductos del metabolismo de las grasas 

(cetonas). Actualmente no se han realizado investigaciones respecto a esta enfermedad, 

por lo cual es de suma importancia el mantener un monitoreo de los factores de riesgo 

tanto en la detección temprana de la diabetes, como en el pronóstico de las 

complicaciones de ésta, con el objetivo del brindar a los pacientes tratamientos oportunos 

como el inicio de medidas preventivas potenciales (Investigación y desarrollo, 2008). El 

presente trabajo se centra en la determinación de los factores predictores para la 

complicación de cetoacidosis diabética, aplicando la Teoría de Conjuntos Aproximados 

como herramienta de Minería de Datos  

1.2  Planteamiento del Problema 

En base a los estudios realizados por Zamarón Sanz (2006) y Swanson (1997), 

resulta factible la aplicación de la minería de datos en el área médica, ya que ha dado 

como resultado predicción y/o diagnóstico de una enfermedad en base a reglas de 

decisión.  
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Actualmente en el Hospital General de Mexicali, Baja California, se realizan de 

estudios clínicos en los que se contemplan diversas variables para la predicción del 

cuadro clínico cetoacidosis diabética, siendo complicado para el área médica el 

diagnostico rápido y confiable del paciente, ya que desconocen cuales variables son 

importantes de todo el conjunto de datos contenido en el expediente clínico del paciente. 

Se espera que mediante la utilización de técnicas computacionales de Minería de 

Datos, puedan reducir considerablemente el número de variables, lo cual permitiría al 

sector salud, realizar predicciones del estado de salud del paciente basándose en las reglas 

de decisión obtenidas mediante la aplicación de estas técnicas.  

 

1.3 Objetivos 

Objetivo general 
 

• Determinar los factores prototipo para la predicción de cetoacidosis diabética en 

pacientes diagnosticados con diabetes mellitus a través de técnicas de minería de 

datos. 

Objetivos específicos 
 

• Determinar los factores prototipo que permitan una mejor predicción de la 

descompensación de cetoacidosis diabética.  

 

• Generar las reglas de decisión basadas en los predictores, como sistema de 

clasificación de pacientes.  

 

1.4 Metodología 

Para el desarrollo de la presente investigación se utilizan los archivos de datos de 

pacientes que son diagnosticados con Diabetes Mellitus,  proporcionados por el Hospital 

General de Mexicali, Baja California. En base a la información recolectada en los 
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expedientes clínicos, se analizan las variables de tipo socioeconómico, tratamientos, 

cuadro clínico y otros signos y exámenes los cuales permiten la generación de reglas de 

conocimiento que asocian los diversos elementos.   

Para el proceso de descubrimiento del conocimiento por medio de Minería de 

Datos, se llevan a cabo los pasos propuestos por Fayyad (1996). 

1. Definición del almacén de datos 

2. Selección de variables 

3. Preprocesado de datos 

4. Transformación de datos 

5. Minería de Datos y conocimiento encontrado 

 

1.5  Estructura del Documento 
 

En el Capítulo I se dan a conocer los antecedentes de la Minería de Datos y su aplicación 

en medicina actual. Se plantea la problemática así como los objetivos de la investigación. 

 

En el Capítulo II se muestra un panorama general de las teorías utilizadas en la 

realización del proyecto, que incluyen el Descubrimiento de Conocimiento en Bases de 

Datos, Minería de Datos y Teoría de Conjuntos Aproximados. 

 

En el Capítulo III se detallan las fases de la metodología utilizada para la realización de la 

investigación. En esta sección, se dan a conocer los resultados del trabajo, que son las 

reglas generadas a través de la Minería de Datos, así como las variables obtenidas de la 

aplicación de algoritmos de reducción de dimensionalidad. 

 

En el Capítulo IV se discuten los resultados. 

 

En el Capítulo V se presentan las conclusiones de la investigación, de acuerdo a los 

resultados obtenidos mediante la aplicación de las técnicas de Minería de Datos, así como 

las recomendaciones para trabajo futuro. 
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Capítulo 2 

 

Fundamentos del Descubrimiento del Conocimiento 

 

 
2.1 Descubrimiento del Conocimiento en Bases de Datos 
 

La generación de las nuevas técnicas de análisis, el abordaje de la problemática 

asociada a la creación de bases de datos, normalizaciones y ruido (inconsistencia, 

redundancia o duplicidad) en los datos, el desarrollo de software vinculados a estas 

problemáticas, entre otros, permitió el surgimiento del Descubrimiento de Conocimiento 

en Bases de Datos (DCBD) y una de sus fases: denominada como la Minería de Datos 

(MD) (Fayyad, 1996).  
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Según Wright (1998), hoy en día, la cantidad de datos que ha sido recabada en las 

bases de dato, excede nuestra habilidad para reducir y analizar los datos sin el uso de 

técnicas de análisis automatizadas. El DCBD es el campo que proporciona soluciones al 

análisis automatizado, mediante la extracción de información útil proveniente de las 

bases de datos. 

 

Frawley, Piatetsky-Shapiro y Matheus (1991), definen al DCBD como “la 

extracción no trivial de información implícita, desconocida, y potencialmente útil de los 

datos”. Bajo sus convenciones, el proceso de DCBD toma los resultados tal como vienen 

de los datos (proceso de extraer tendencias o modelos de los datos) cuidadosamente y con 

precisión los transforma en información útil y entendible. Esta información no es 

típicamente recuperable por las técnicas normales pero es descubierta a través del uso de 

técnicas de Inteligencia Artificial (Wright, 1998).  

 

El DCBD implica la realización de tres etapas: preprocesamiento, MD 

(datamining) y postprocesamiento (Han y Lamber, 2001). 

 

 

Figura 2.1. Una descripción de los pasos que componen el proceso de DCBD 

 



Capítulo 2. Fundamentos del Descubrimiento del Conocimiento 8 

 

Como se puede observar en la Figura 2.1, las etapas importantes del DCBD, 

básicamente son el preprocesamiento, la MD y el postprocesamiento, contemplando cada 

una de ellas, diversas fases a seguir. 

Han y Kamber (2001) concluyen que la etapa de preprocesamiento tiene por 

objetivo preparar los datos  para que puedan ser sometidos a la etapa siguiente del 

proceso. Dentro de las técnicas para realizar el preprocesamiento cabe mencionar las 

siguientes: 

• La limpieza de datos, a fin de remover ruido e inconsistencias. 

• Integración de datos, para generar un único almacén de datos coherente en 

aquellos casos donde los datos provienen de diferentes fuentes. 

• Transformaciones de datos, por ejemplo, eliminando características redundantes.  

La importancia del preprocesamiento de los datos se debe a la calidad del 

conocimiento que se descubre a partir de la información contenida en el almacén de 

datos. 

La etapa de MD puede definirse, sobre la base de un conjunto de primitivas diseñadas 

especialmente para facilitar un descubrimiento de conocimientos eficiente y fructífero. 

Tales primitivas incluyen:  

• La especificación de las porciones de la base de datos o del conjunto de datos en 

los que se quiere trabajar. 

• La clase de conocimiento a ser descubierto; los conocimientos existentes que 

podrían resultar útiles para guiar el proceso de DCBD. 

• Las métricas de interés para llevar a cabo la evaluación de patrones en los datos 

analizados.  

• Las formas en que el conocimiento descubierto podría ser visualizado.  

La etapa de postprocesamiento implica la realización de algún tipo de reformulación 

de los resultados obtenidos, producto de la MD realizada. Se pretende, así que los 
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conocimientos encontrados sean más fáciles de entender y utilizar por el usuario a quien 

finalmente están destinados. 

Los resultados deberán ser presentados de una manera entendible para el ser humano. 

Una de las premisas mayores de DCBD es que el conocimiento es descubierto usando 

técnicas de aprendizaje inteligente que van examinando los datos a través de procesos 

automatizados.  

2.2  Minería de Datos 

La MD se caracteriza por el análisis de grandes cantidades de datos con el fin de 

descubrir las relaciones insospechadas y resumir la información mediante técnicas de 

forma que pueda ser interpretable y útil a sus usuarios. Las relaciones y resúmenes 

obtenidos mediante técnicas de MD son conocidos a menudo como modelos o patrones 

(Fayyad, 1996).  

La MD es un término relativamente moderno que integra numerosas técnicas de 

análisis de datos y extracción de modelos. La MD tiene como objetivo analizar los datos 

para extraer conocimiento. Aunque se basa en varias disciplinas, algunas de ellas más 

tradicionales (como la estadística). La MD es capaz de extraer patrones, describir 

tendencias y regularidades, predecir comportamientos y, en general, sacar partido a la 

información computarizada que nos rodea hoy en día, generalmente heterogénea y en 

grandes cantidades, permite a los individuos y a las organizaciones comprender y 

modelar de una manera más eficiente y precisa el contexto en el que deben actuar y tomar 

decisiones (Hernández Orallo et al., 2004).    

Frawley, Piatesky-Shapiro y Matheus (1996), definen a la MD como "un proceso 

no trivial de identificación de patrones de datos válidos, nuevos, potencialmente usables y 

comprensibles". Para conseguirlo hace uso de diferentes tecnologías que resuelven 

problemas típicos de  agrupamiento automático, clasificación, asociación de atributos y 

detección de patrones secuenciales. La MD es en principio, una fase dentro de un proceso 

global denominado DCBD, aunque finalmente haya adquirido el significado de todo el 

proceso en lugar de la fase de extracción de conocimiento. Dado que la MD es un campo 
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interdisciplinar, existen diferentes paradigmas detrás de las técnicas utilizadas para esta 

fase: 

• Técnicas de inferencia estadística. 

• Árboles de decisión. 

• Redes neuronales. 

• Inducción de reglas. 

• Aprendizaje bayesiano. 

• Programación lógica inductiva. 

• Tipos de métodos basados en núcleos. 

La MD cuenta con tres grandes etapas: 

• Clasificación (Clustering). 

• Reglas de asociación. 

• Análisis de secuencias. 

 
En la etapa de Clasificación (Clustering) se analizan los datos y se generan 

conjuntos de reglas que agrupen y clasifiquen los datos futuros. En la Minería de Datos se 

busca obtener reglas que particionen los datos en clases predefinidas, esto se torna 

complicado cuando hay una gran cantidad de atributos y millones de registros. Una regla 

de asociación es un procedimiento que implica o presenta ciertas relaciones entre un 

grupo de objetos en una base de  datos. En el proceso de la MD se obtienen varias reglas 

de este tipo con distintos niveles de abstracción. Por último, el componente análisis de 

secuencias trata de encontrar patrones que ocurren con una secuencia determinada 

(Berson y Smith, 1997). 
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2.3  Reducción de la dimensionalidad 
 

González y Belanche (2007) concluyen que la reducción de la dimensionalidad 

mediante la selección de variables es uno de los pasos fundamentales del preprocesado de 

la información. La selección de variables es un proceso en el cual se selecciona un 

subconjunto de variables optimizando lo mejor posible con un criterio de evaluación 

dado. Esta reducción es esencial por varias razones: reduce la complejidad de la 

construcción de un clasificador, elimina conocimiento irrelevante o redundante y mejora 

la capacidad de generalización.  

 

Los métodos de selección de variables están divididos en dos grandes categorías:  

 

1) El enfoque de envoltura (wrapper), el cual depende de un inductor (clasificador) 

para determinar la capacidad discriminante (con la desventaja del alto costo 

computacional). 

 

 

2) El enfoque filtro (filter), donde el proceso está basado en los datos de manera 

independiente de un inductor. 

 

Independientemente del método elegido, el proceso de selección de variables debe 

contener dos elementos principales:  

 

1. La función de evaluación, que permite juzgar si un subconjunto es mejor (más 

relevante) que otro. Entre las funciones de evaluación se encuentran: La 

descripción de conceptos mínimos, información mutua, conteo de inconsistencias, 

separabilidad interclase, entre otras. 

 

2. La estrategia de búsqueda, que decide como se siguen explorando las nuevas 

soluciones. Entre las principales estrategias de búsqueda se encuentran: Método 

de Acotación y Ramificación (Branch & Bound), búsqueda secuencial hacia 
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adelante y hacia atrás (sequential search forward and backward), búsqueda 

flotante (floating search), entre otras (Molina et al., 2002). Ponerlas en su 

respectivo rubro 

 

Shannon, sentó las bases de lo que hoy conocemos como la Teoría de la 

Información. Introdujo dos conceptos fundamentales sobre la información: incertidumbre 

y entropía. La entropía se define como un promedio de la incertidumbre de una variable 

aleatoria (Abramson, 1986).  Si X es una  variable aleatoria discreta con masa de 

probabilidad p, su entropía es definida por: 

 

                          ( ) ( ) log ( ) [(log ( ))]
X

H X p x p x Ex p X= − = −∑                              (1) 

 

Siendo E[] el operador esperanza. Si una variable X  es conocida y otra Y no lo es, 

la entropía condicional de Y respecto a X es la entropía media con respecto a la 

distribución condicional: 

                          ( | ) ( , ) log ( | )
X Y

H Y X p x y p y x= −∑ ∑                                   (2) 

En (2),  la esperanza de la distribución condicional de Y respecto a X. A partir de 

estas dos definiciones se construye el concepto de Información Mutua (IM), que se 

interpreta como una medida de información que una variable aleatoria contiene acerca de 

otra: 

                                        

( ; ) ( ) ( | )

( , )
             , [log ]     

( ) ( )

I X Y H Y H Y X

p x y
Ex y

p x p y

= −

=                          (3) 

Nótese que I(X;X) = H(X) dado que H(X|X)=0 y que I(X;Y) = I(Y;X).  
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Figura 2.2. Relación de conceptos de entropía 

Se puede apreciar en la Figura 2.2 que al aumentar el área de I(X;Y), la de H(Y|X) 

decrece, es decir hay reducción en el desconocimiento de la variable Y debido a la acción 

de la variable X. El cálculo de la IM se puede extender al caso multivariado. Se define la 

IM entre un número arbitrario de n de variables y otra variable Y como una extensión del 

caso bivariado.  

El uso de la IM como base para la evaluación de subconjuntos de variables es 

amplio. La correcta identificación de las variables que mayormente caracterizan datos 

observados es crítica para la minimización del error de clasificación.  

Por otro lado, se propone un Índice de Relevancia R dado por la siguiente 

relación: 

                                   ni
YH

YXI
YXR i

i ,...,1,
)(

)(
);( ==                                            (4) 

Donde );( YXR i  toma valores entre cero (nula relevancia) y uno (máxima 

relevancia). Tomando Y como la variable de clase, se pueden asignar valores a las 

variables como relevancia numérica para tareas de clasificación. 

Por lo tanto González y Belanche (2007) proponen una forma heurística del 

cálculo de la IM Multivariada a partir de las instancias presentes en los datos, 

considerando cada combinación de instancias como un posible valor de una variable 

nueva que representa la unión de todas las variables. Sea }...{ 1 nXXX =  el conjunto de 

todas las variables y iV  el conjunto de valores que puede tomar la variable iX . Para un 
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conjunto X⊆τ , definimos el operador ⊎ como la concatenación para variables y su 

correspondiente ⊎ para los valores de las variables. Entonces definimos a τv   como:  

                                                        
i

i
X

Xτ
τ

ν
∈

= ⊎
                                                (5) 

Dado τ , se obtiene una única variable τv  cuyos posibles valores son todas las 

concatenaciones de cada posible valor de las variables de τ . Se pueden entonces calcular 

la entropía condicional entre τv  y la variable de la clase Y como: 

                      
( , )

( | ) ( , ) log
( )v y Y

p v y
H Y v p v y

v p yτ
τ∈ ∈

= −∑ ∑                                  (6) 

 

De esta forma, la IM es determinada como un caso bivariado simple: 

                              )|()();( ττ vYHYHYvI −=                                         (7) 

 

Basado en Wang, H. (1996), se propone un Índice de Relevancia R de la variable 

Xi ∈ X con respecto al subconjunto X⊆τ dado por la siguiente relación: 

 

                                 
( | ) ( | ; )

( | )
iH Y v H Y X v

H Y v
τ τ

τ

−=                                                (8) 

Como función de evaluación en la selección de variables, se emplea un algoritmo 

de tipo filtro denominado Algoritmo de Relevancia Multivariada (ARM) y con estrategia 

)|(

)|;(
)|;(

τ

ττ
vYH

vYXI
YXR i

i =
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de búsqueda bidireccional denominado Algoritmo de Búsqueda Bidireccional Modificado 

(ABBM). Mediante la aplicación de este tipo de algoritmos se obtiene un modelo de 

conocimiento que representa patrones de comportamiento observados en los valores de 

las variables del problema o relaciones de asociación entre dichas variables, a su vez, 

define el filtrado y realiza la selección de variables que de acuerdo al problema 

propuesto, tengan mayor valor de relevancia entrópica (González y Belanche, 2007).  

 

2.3.1  Algoritmo de Búsqueda Bidireccional Modificado 

 

El ABBM opera con dos subconjuntos simultáneamente, Φ que contiene en todo 

momento el Mejor Subconjunto de Variables (MSV) de búsqueda  hacia atrás; y β 

contiene el conjunto total de variables del estudio. 

 

Partiendo de dos subconjuntos Φ={ }, el cual contendrá el MSV y β={X1….Xn}, el 

cual está integrado por el conjunto de variables totales del experimento, de manera 

iterativa, se irán agregando a Φ variables candidatas y quitando de β variables 

pertenecientes al conjunto de atributos del estudio, con la condición de no agregar a Φ 

candidatos no presentes en β. El algoritmo será detenido cuando R sea igual a 1 o cuando 

ambos conjuntos coincidan. En cualquier caso Φ acaba siendo la solución final, 

conteniendo en ella las variables de mayor relevancia entrópica. El algoritmo ABBM usa 

ARM y el Algoritmo de cálculo de entropía (AH) como subrutinas de la siguiente manera 

general: 

 
R (x;Y,Z) se resuelve con ARM (x,Y,Z) 
R (Y,Z) se resuelve con AH (Y,Z) 
Para x ∈ X\Z Y Z ⊆ X, formando la combinación de ARM- ABBM. 
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Algoritmo de búsqueda  bidireccional modificado (programa principal) 

 

,

,

1

1

'

'

'

'

ABBM ({ ... }

0  MSV hacia adelante

{ ,... } MSV hacia atrás

repeat

x  argmax { ( ; , )}

{ }

argmin {R(x;Y, \{ })}

         \{ }

until ( , ) 1  or  

x x

x x

n

n

X X

X X

R x Y

U x

x x

x

R Y

β

β

β

β

β β

∈Φ ∈

∈Φ ∈

Φ ←
←

         ← Φ

         Φ ← Φ

         ←

←
Φ =

'

'

'

'

;

repeat

x  argmin { ( ; , \{ })}

     if ( \ { }; ( ; )

then \{ }

until ( \ { }; ) ( ; );

return ( )

end

x
R x Y x

R x Y R Y

x

R x Y R Y

β

∉Φ

Φ =

     ← Φ

Φ ≥ Φ

     Φ ← Φ

Φ < Φ
Φ  

 

Para prevenir el caso de empates en los valores de R (x; Y, Φ), R (x; Y, β\{x}) ó 

R(x; Y, Φ\{x}) para alguna x, se aplican criterios de desempate. Entre los criterios de 

desempate que se pueden aplicar están los siguientes: 

 Aleatorio (AL), donde se selecciona de forma aleatoria la variable x entre las que 

empataron. 

Relevancia Individual (RI), donde la variable a seleccionarse es aquella que 

presente mejor relevancia entrópica por sí misma (es decir, con mayor R(x, Y, ∅).  

  Recursivo (REC), donde se ejecuta un subproceso de selección de variables con 

subespacio de búsqueda igual al conjunto de variables causantes del empate. 



Capítulo 2. Fundamentos del Descubrimiento del Conocimiento 17 

 

2.3.2  Algoritmo de Relevancia Multivariada   

 

Para el ARM, se considera una matriz Dpx (n+1) de p datos descrita por n 

variables }...{ 1 nXXX = (más la variable de clase de Y, que supondremos ocupa la 

columna n + 1). Al inicio del proceso de selección, se ordena D por filas, en orden 

lexicográfico (es una relación de orden total que se utiliza para ordenar caracteres). 

Normalmente se diferencia entre letras mayúsculas y minúsculas, y además se consideran 

los números y los signos de puntuación) lo cual permite acelerar los futuros cálculos de 

relevancia.  Para la determinación de R(Xi;Y|τ ), se contemplan las variables como una 

sola columna concatenada y por tanto una nueva matriz τ px2 formada por la nueva 

variable compuesta ( τv ) y la clase Y. El algoritmo formal es el siguiente: 

Algoritmo de cálculo de Relevancia Multivariada 

( \ , )

( , ) ( , ( ))

( , )

i

i

ARM X X Y X

AH Y AH V U X
returns

AH Y

τ τ
τ τ

τ

∈ , ⊆
−  
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Algoritmo AH para el cálculo de entropía multivariada 

1,

1, 1

, 1

Algoritmo AH (Y, )

{ |

1

1

0

for i 2 to  do

{ |

if   and   then

1

1

else if  then

j j

n

ij j

i n

X

V d X

Y d

cv

cy

H

p

V d X

Y d

V V Y Y

cv cv

cy cy

V V

cv
H H

τ
τ

τ

−

+

+

− −

−

⊂
← ∈ }

←
←
←
←

←
     ← ∈ }

     ←

     = =
          ← +
          ← +
    ≠

          ← +

⊎

⊎

,1,

log

1

1

else

//número de apariciones de en 

| { | 1,..., } |

log

1

1

end 

end 

retur

i

cy

p cv

cv cv

cy

V T

t v v T i p

cv cy
H H

p cv

cv cv

cy

V V

Y Y

−

−

          ← +
          ←
    
          
        ← = =

       ← +

       ← +
       ←
    

    ←
    ←

ns ( log )
cv cy

H
p cv

− +
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En el operador if se consideran dos filas iguales de la misma clase; en el caso 

contrario las filas o las clases son distintas. El algoritmo revisa ambas situaciones. 

Cuando la condición sean dos filas iguales de distintas clases, únicamente sucederá al 

trabajar con un subconjunto de variables. El algoritmo ARM puede implementarse 

haciendo un solo recorrido a lo largo de los datos, detectando variaciones y calculando la 

entropía en las instancias de τv  e Y, obteniendo incrementalmente la entropía 

condicional multivariada. Como resultado de ello el cálculo de la relevancia no depende 

tanto del número de variables n como de la longitud del conjunto de datos p. 

 

2.4  Fases de un proyecto de Minería de Datos 

Los pasos a seguir para la realización de un proyecto de MD  son independientes 

de la técnica específica de extracción de conocimiento. Este proceso se realiza teniendo la 

estructura de la base de datos, para posteriormente llevar a cabo una selección de las 

variables de estudio. Se lleva a cabo un preprocesamiento de la información, para 

posteriormente seleccionar las características sobresalientes del estudio. Una vez que se 

tienen dichas características se procede a extraer el conocimiento y se evalúan los 

resultados obtenidos mediante el proceso de MD (Daedalus, 2007). 

El proceso de minería de datos pasa por las siguientes fases:  

• Filtrado de datos  

• Selección de Variables  

• Extracción de Conocimiento  

• Interpretación y Evaluación  

2.4.1  Filtrado de Datos 

Después de recolectar y almacenar los datos que potencialmente son factibles para 

la obtención de conocimiento, se necesita eliminar los datos que sean redundantes y  

filtrar aquellos que sean de mejor calidad para el proceso de minería. Se destaca en esta 
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etapa tener en cuenta datos que faltan o se obviaron por error, ya que la no identificación 

de estos datos en esta fase pude determinar la calidad de los resultados finales.  

Al igual que los datos faltantes, la identificación o selección de los datos que son 

relevantes es de suma importancia para poder lograr una buena tarea de MD. En lo que 

respecta a la fase de transformación, se pueden transformar los datos para facilitar y/o 

mejorar la calidad de los resultados, por ejemplo se asignan números a aquellos datos que 

no sean susceptibles en enumerar, lo que conlleva a utilizar un mejor espacio y aplicar 

técnicas numéricas. El caso inverso, transformar datos numéricos en datos discretos o 

nominales se denomina discretización (Hernández Orallo et al., 2004).   

Se filtran los datos de forma que se eliminan valores incorrectos, no válidos, 

desconocidos, según las necesidades y el algoritmo a usar. El formato de los datos 

contenidos en la fuente de datos (Data Warehouse) nunca es el idóneo, y la mayoría de 

las veces no es posible ni siquiera utilizar ningún algoritmo de minería sobre los datos 

"en bruto". Mediante el preprocesado, se filtran los datos de forma que se eliminan 

valores incorrectos, no válidos, desconocidos, según las necesidades y el algoritmo a 

utilizar, se obtienen muestras de los mismos en busca de una mayor velocidad de 

respuesta del proceso, o se reducen el número de valores posibles (mediante redondeo, 

clasificación, etc.) (Hernández Orallo et al., 2004).   

2.4.2  Selección de variables 

La selección de características reduce el tamaño de los datos eligiendo las 

variables más influyentes en el problema, sin sacrificar la calidad del modelo de 

conocimiento obtenido del proceso de minería. Aún después de haber sido preprocesados, 

en la mayoría de los casos se tiene una cantidad considerable de datos (Daedalus, 2007).  

Los métodos para la selección de características son básicamente dos:  

• Aquellos basados en la elección de los mejores atributos del problema, y  

• Aquellos que buscan variables independientes mediante tests de 

sensibilidad, algoritmos de distancia o heurísticos.  
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2.4.3  Algoritmos de Extracción de Conocimiento 

Mediante una técnica de MD se obtiene un modelo de conocimiento que 

representa patrones de comportamiento observados en los valores de las variables del 

problema o relaciones de asociación entre dichas variables. También se usan varias 

técnicas a la vez para generar distintos modelos, aunque generalmente cada técnica obliga 

a un preprocesado diferente de los datos (Daedalus, 2007). Entre los algoritmos de 

extracción de conocimiento se encuentra  la Teoría de Conjuntos Aproximados, descrita 

en el apartado 2.5. 

2.4.4  Interpretación y evaluación 

Una vez obtenido el modelo, se debe proceder a su validación, comprobando que 

las conclusiones que arroja son válidas y satisfactorias. En el caso de haber obtenido 

varios modelos mediante el uso de distintas técnicas, se deben comparar los modelos en 

busca de aquél que se ajuste mejor al problema. Si ninguno de los modelos alcanza los 

resultados esperados, debe alterarse alguno de los pasos anteriores para generar nuevos 

modelos.  

2.5  Teoría de Conjuntos Aproximados 

La Teoría de Conjuntos Aproximados (TCA), que viene de la denominación 

inglesa Rough Set Theory (Pawlak, 1982), es una teoría que se ha venido desarrollando 

desde la década de los 80. A través de este tiempo, como toda teoría, se ha ido 

enriqueciendo con nuevos aportes, derivados de la investigación sobre sus alcances y 

bondades, tanto para aplicaciones teóricas como prácticas. Considerando que es una 

herramienta de MD, actualmente tiene aplicaciones en diferentes campos, sobre todo en 

sistemas de apoyo a la decisión y sistemas gerenciales de información.  

Las herramientas de MD, definidas de una forma resumida, vienen a ser el 

conjunto de procedimientos y técnicas que buscan extraer patrones dentro de un conjunto 

de datos (Marakas, 1998). En ese sentido, la TCA se basa en el concepto de 

“indiscernibilidad”. Considerando que indiscernir significa no conseguir distinguir una 

cosa de otra, por medio de los sentidos o de la inteligencia humana. Lo que busca la TCA 



Capítulo 2. Fundamentos del Descubrimiento del Conocimiento 22 

 

es encontrar todos aquellos objetos (acciones, alternativas, candidatos, pacientes, etc.) 

que producen un mismo tipo de información, es decir, aquellos objetos que son 

“indiscernibles” (Pawlak y Slowinski, 1993).  

Si tenemos en cuenta que a todo objeto se le puede asociar algún tipo de 

información basados en sus atributos/características, entonces es factible representar estos 

atributos por medio de una tabla de información. Dentro de una tabla de información, las 

filas representan los objetos, en cuanto que las columnas representan los atributos. Las 

entradas de la tabla, que no son otra cosa más que pares (objeto, atributo), vienen a ser los 

valores de cada objeto para cada atributo. La tabla de información debe ser entendida, en 

términos prácticos, como una matriz finita, tal como se observa en la Tabla 2.1. 

(Zopounidis y Dimitras, 1998).   

Tabla 2.1. Representación de una tabla de información 

Atributos/ 

Objetos 

Atributo 1 Atributo 2 ………. Atributo n 

Objeto 1 Valor 1, 1 Valor 1, 2 ………. Valor 1, n 

Objeto 2 Valor 2, 1 Valor 2, 2 ………. Valor 2, n 

……… ………. ………. ………. ………. 

Objeto m Valor m, 1 Valor m, 2 ………. Valor m, n 

 

En relación a los atributos, se debe mencionar que la TCA divide los atributos en: 

atributos de condición (criterios, pruebas, síntomas, etc.) y en atributos de decisión 

(decisiones, clasificaciones, taxonomías, etc.). La TCA usa la noción de atributo, en vez 

de criterio, debido a que el dominio (escala) de un criterio tiene que estar ordenado de 

acuerdo a las preferencias, sean estas crecientes o decrecientes; en cuanto que, el dominio 

de un atributo no necesita ser ordenado. De esa forma, la noción de criterio se usa cuando 

el orden de la preferencia del dominio del atributo es importante en algún determinado 

contexto (Zopounidis y Dimitras, 1998).   
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2.5.1  Tabla de información y relación de indiscernibilidad 

Esta teoría supone que una situación de decisión puede ser representada por una 

tabla de información, formada por una cuádrupla: 

S = <U, Q, V, f>                (9) 

Donde: 

U es un conjunto finito de objetos, 

Q es un conjunto finito de atributos, 

V = ∪
Qq

qV
∈

  

(Vq es el dominio del atributo q), y 

f: U × Q → V  

donde f es una función, llamada función de información, tal que f(x,q) ∈ Vq,,  ∀ q ∈ Q, x 

∈ U 

Así, dado que S = <U, Q, V, f> está definida como una tabla de información y P⊆Q, 

además que, x e y ∈ U; entonces, las variables x e y son indiscernibles para el conjunto de 

atributos P definidos en S, si y solo si f(x,q)=f(y,q), para todo q ∈ P. Cada P⊆Q da lugar 

a una relación binaria en U, denominada relación de indiscernibilidad, denotada por Ip, y 

que representa una relación de equivalencia para cada P. Las clases de equivalencia de la 

relación Ip son llamadas de conjuntos elementales en S, e Ip(x) denota un conjunto P-

elemental conteniendo objetos x ∈ U. La familia de todas las clases de equivalencia de la 

relación Ip en U, son denotadas como U | Ip. 

A cada objeto se asocia un descriptor, denotado por DESP(X), el cual hace una 

descripción del conjunto P-elemental x ∈ U | Ip en relación a los valores de los atributos 

de P, es decir: 

                           DESP(x) = <(q,v) : f(x,q)=v, ∀ x ∈ U, ∀ q ∈ P>                         (10) 
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2.5.2  Aproximaciones de los conjuntos y regiones   

 

Sean P⊆Q y Y⊆U. Entonces, la aproximación P-inferior de Y (denotada por PY) y 

la aproximación P-superior de Y (denotada por PY) son definidas de la siguiente manera:  

                                                    PY = {x ∈ U: Ip(x)⊆Y},                                         (11) 

    PY = {x ∈ U: ∪
Xx

P )X(I
∈

} 

El conjunto P-frontera de Y, denotado por Bnp(Y), está definido como: 

                        Bnp(Y) = PY – PY                                                       (12) 

A partir de las aproximaciones superior e inferior, son definidas tres regiones (ver 

Figura 2.3): 

� Región Positiva: POS(Y)

� Aproximación Inferior:     PY

� POS(Y) = PY

� Elementos que con  seguridad
pertenecen a Y

� Región Frontera: BND(Y)

� BND(Y) =          -  PY

� Elementos que por lo  menos
presentan un atributo de Y

� Región Negativa: NEG(Y)

� Aproximación Superior:

� NEG(Y) = U -

� Elementos que con seguridad no
pertenecen a Y

YP YP

YP

 

Figura 2.3. Relaciones entre las aproximaciones y las regiones 

 

• La Región Positiva: Denotada por POS(Y), esta región está conformada por todos 

los elementos de U que con seguridad pueden ser clasificados como elementos de 

Y, a partir de los atributos P. Definida así, en realidad la región Positiva es 

equivalente a la aproximación inferior, esto es: 

                    POS(Y) = PY                               (13) 
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• La Región Frontera: Denotada por Bnp(Y), esta región está conformada por todos 

elementos de U, que por lo menos presentan un atributo de Y. Se define como: 

Bnp(Y) = PY – PY                             (14) 

• La Región Negativa: Denotada por NEG(Y), esta región esta conformada por 

todos los elementos de U, que con seguridad no son elementos de Y, 

considerando los atributos P. Se define como: 

            NEG(Y) = U - PY                                               (15) 

 

2.5.3  Precisión de la aproximación 

 

Con cada conjunto Y ∈ U, está asociado una razón llamada precisión de la 

aproximación del conjunto Y, en relación al conjunto de atributos P, definidos en la 

cuádrupla S = <U, Q, V, f>. La precisión de la información αP(Y), se define como la 

razón entre cardinalidad ( ) de conjuntos PY y PY:             

||

||
)(

YP

YP
Yp =α

                                      (16) 

La cardinalidad se define como la cantidad de elementos constitutivos de un conjunto. 

(Eslava y Velasco, 1997). 

 

2.5.4  Calidad de la aproximación 

 

Suponiendo que se tiene una tabla de información S = <U, Q, V, f>, con P⊆Q, y 

Y= {Y1, Y2,…., Yn} siendo una clasificación de U, donde además los subconjuntos Yi, con  

i =1, 2,…, n, son clases disyuntivas de Y.  Las clases disyuntivas son clases que no 

poseen características en común, de acuerdo a la definición de conjuntos disyuntivos 

(Eslava y Velasco, 1997). 
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Con esa base, la aproximación inferior de Y en S se denota como: 

PY = { PY1, PY2, …., PYn}                          (17) 

Entonces, la calidad de la aproximación de la clasificación de Y, por el conjunto 

de atributos P, está definida por la siguiente relación: 

1

| ( ) |

( )
| ( ) |

n

i
P

PY

Y
U

γ ==
∑

                                          (18)
 

La relación expresa cuantos objetos de P están correctamente clasificados en 

relación a todos los objetos de U. 

 

2.5.5  Dependencia de los atributos y reducciones 

Una de las características más importantes de la TCA, es que esta permite 

descubrir dependencias entre los atributos. En problemas de clasificación que usan 

múltiplos atributos, generalmente lo ideal es trabajar con el menor número de atributos, 

pero, sin que ello signifique una pérdida de calidad al momento de realizar la 

clasificación.  

Se dice que el conjunto de atributos R⊆Q depende del conjunto de atributos P⊆Q 

en S (denotado como P→R), si y solo si, IP⊆IR. Es bueno resaltar que el descubrimiento 

de dependencias entre los atributos es de importancia primordial en la TCA, ya que de 

ello depende tener que hacer una mayor o menor cantidad de cálculos, debido a que se 

podrían eliminar atributos sin que ello signifique una pérdida de información.  

Así mismo, al subconjunto mínimo R ⊆ P ⊆ Q, tal que γP(Y) = γR(Y), se le 

denomina Y-reducción de P, la cual se denomina como REDY(P). Según esta definición, 

un sistema puede poseer más de una Y-reducción. A la intersección de todas las               

Y-reducciones se le denomina Y-núcleo de P, al cual se le representa como NUCY(P). 

Entonces, de la definición anterior se tiene: 

NUCY(P) = ∩ REDY(P)              (19) 
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El núcleo NUCY(P), viene a ser la colección de los más importantes atributos de 

una tabla de información. 

 

2.5.6  Reglas de decisión 

Slowinski y Stefanowski (1989) establecen que dada una tabla de información,    

S = <U, Q, V, f>, a partir de ella se puede deducir un conjunto de reglas de decisión. Para 

transformar una tabla de información en una tabla de decisión, se necesita definir un 

conjunto de atributos (Q), tal que:  

Q=C∪D  y  C∩D=∅,                           (20) 

Donde C representa los atributos de condición, y D los atributos de decisión. 

Así, sea U| IC una familia de todos los conjuntos C-elementales denominados 

clases de condiciones y designados por Xi (i = 1, 2,…, m). Sea también, la familia U| ID, 

la familia de todos los conjuntos D-elementales designados por Yj (j = 1, 2,…, n), y 

denominados clases de decisiones. Entonces, se define (C, D), la regla de decisión como:  

DESC(Xi) ⇒ DESD(Yj).   (21) 

Dada esta definición, las reglas tendrían la forma de sentencias lógicas del tipo SI 

… ENTONCES, que relacionan los descriptores de las clases de decisión y de condición.  

El conjunto de reglas para cada clase de decisión Yj (j = 1, 2,.., n) es denotado por 

{r ij}, y es definido como: 

{r ij} = {DESC (Xi) ⇒ DESD (Yj) :  Xi ∩ Yj ≠ ∅,   i = 1, 2, …, k} 

La regla r ij, será determinística, si y solo si, Xi ⊆ Yj; en caso contrario será no-

determinística. En otras palabras, si DESC(Xi) solo implica DESP(Yj), entonces la regla es 

determinística; de no ser así, será no-determinística. 

Según Pawlak y Slowinski (1993), existen diferentes procedimientos que 

permiten derivar reglas de decisión, sin embargo, los algoritmos existentes usan algunas 

de las siguientes estrategias: 
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� Generación de un conjunto mínimo de reglas, cubriendo todos los objetos de una 

tabla de decisión. 

� Generación de un conjunto exhaustivo de reglas, buscando obtener todas las 

posibles reglas de una tabla de decisión. 

� Generación de un conjunto “fuerte” de reglas, que eventualmente podría ser 

discriminante, pero cubriendo  a muchos objetos de la tabla de decisión, es decir, 

no se llega a cubrir necesariamente a todos los objetos. 

 

2.5.7  Rough Set Exploration System. Una herramienta computacional para 

Conjuntos Aproximados 

Rough Set Exploration System (RSES) es un conjunto de herramientas para el 

análisis de datos con la utilización de métodos procedentes de la TCA. Se trata de un 

sistema desarrollado bajo la plataforma Windows,  el cual facilita el acceso a métodos 

por medio de su biblioteca de clases RSESlib. La interfaz gráfica de RSES, permite 

apuntar y hacer clic en funcionamiento de la TCA para hacer los cálculos. Se han 

diseñado y aplicado en el Grupo de Lógica, del Instituto de Matemáticas de la 

Universidad de Varsovia y el Grupo de Ciencias de la Computación del Instituto de 

Matemáticas, de  Universidad de Rzeszów, Polonia (RSES, 2005). 

Los requisitos básicos para la instalación de la herramienta de RSES son:  

• PC con 128  MB de RAM.  

• 3 MB de espacio en disco, más el espacio ocupado por Java Virtual Machine 

(JVM ) 

• Sistema Operativo Windows NT4/95/98/2000/XP/Vista o Linux/i386. 

• Entorno de ejecución de Java (JRE) o el SDK Java. Se aconseja el uso de la 

versión 1.4.1 o superior. El sistema, a partir de la versión 2,0, se distribuye como 

único paquete de auto-instalación (para Windows).  

 

RSESlib es una biblioteca de funciones para la realización de diversas tareas de la 

exploración de los datos, tales como:  
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• Cálculo de reductos.  

• Generación de reglas de decisión basadas en el uso de reductos. 

• Discretización numérica de los atributos.  

• Descomposición de los datos en grandes partes que comparten las mismas 

propiedades.  

• Búsqueda de patrones en los datos.  

• Datos de la manipulación y edición.  

La biblioteca está implementada en Java y parte en C++. El desarrollo de la 

biblioteca se inició en 1994 y la versión actual (2.0) permite la generación de reductos y 

la integración con otras herramientas de MD, como el software ROSETTA (ROSETTA 

es un conjunto de herramientas para el análisis de datos tabulares) (ROSETTA, 2007) 

El entorno de trabajo de RSES es de fácil manipulación, ya que las entidades del 

proyecto (tablas de información, reductos, reglas, etc.) están representadas como iconos. 

Las operaciones se basan en menús contextuales adjunto a los objetos visibles y permite 

la ejecución de los procedimientos RSESlib. Técnicamente hablando de las limitaciones 

de los datos RSES es capaz de procesar sólo la cantidad de memoria RAM y disco duro 

de espacio que tiene. (RSES,2005).  

 

2.6  Conclusiones del capítulo 

La MD es un proceso que permite al usuario extraer conocimiento de sus datos y 

que pueden ser  útiles para la toma de decisiones. Debido a que en muchos casos los 

datos de entrada contienen diferentes tipos de problemas, se ha creado el proceso DCBD, 

el cual organiza de forma esquemática cada una de las etapas necesarias para extraer 

patrones de calidad. Este esquema incluye desde la selección y limpieza de los datos 

hasta técnicas para la evaluación de patrones, donde la MD se ubica en el centro del 

proceso.  
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La MD es una herramienta muy poderosa, sin embargo, es necesario tener un 

conocimiento sobre los datos, de tal forma que permita seleccionar los mejores métodos 

para el proceso de minería. 
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Capítulo 3 

 

Descubrimiento del Conocimiento aplicado a cetoacidosis 

diabética 

 

La presente investigación se realizó en el Hospital General de Mexicali B.C. La 

población a considerar para el estudio son los pacientes con Diabetes Mellitus, tomando 

en cuenta los expedientes de egreso a partir del período 2006. Son considerados casos de 

egreso, aquellos pacientes que únicamente asisten durante la presencia de una emergencia 

en su estado de salud, es decir, no son pacientes frecuentes del Hospital General. 

La metodología utilizada para el desarrollo de la presente investigación fue, la  

metodología clásica del proceso de DCBD (Fayyad, 1996).  
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Fayyad (1996), define a esta metodología como el proceso de selección, 

exploración y modelado de grandes cantidades de datos para descubrir patrones 

desconocidos.  

La metodología de DCBD se eligió debido a que las etapas para la obtención del 

conocimiento, se encuentran interrelacionadas entre sí, convirtiendo la fase de MD en un 

procedimiento iterativo e interactivo.  

La utilización de una metodología estructurada y organizada como el DCBD presenta 

las siguientes ventajas para la realización de proyectos de MD:  

• Facilita la realización de nuevos proyectos de MD con características similares.  

• Facilita la planificación y dirección del proyecto.  

• Permite realizar un mejor seguimiento del proyecto.  

Para el desarrollo del proyecto de investigación se realizaron las siguientes etapas, las 

cuales se presentan en base al orden que define la metodología de DCBD, a su vez se 

requiere conocer técnicas de discretización de variables, selección de variables, 

algoritmos de reducción de dimensionalidad de datos, prueba de clasificación para validar 

que el conjunto de datos obtenido es factible, y técnicas de minería de datos para generar 

el conocimiento de la información. 

 

3.1  Almacén de datos   

El almacén de datos corresponde a los expedientes clínicos del Hospital General 

de pacientes con Diabetes Mellitus. A continuación, se describen las etapas para 

conseguir la información de un hospital público. 

 

3.1.1  Obtención de permiso para exploración de expedientes clínicos 

Se agendó una cita con el Director del Hospital General, para explicarle la 

problemática y las necesidades de este proyecto.  Se le entregó una copia del protocolo de 

tesis, al cual se le realizaron las observaciones correspondientes, dando con ello la 
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autorización para trabajar con los expedientes clínicos de pacientes con complicación de 

cetoacidosis diabética. 

 

3.1.2  Criterios de acceso a la información 

Se realizó una reunión con el Departamento de Enseñanza del Hospital General. 

En esa reunión se otorgó el permiso como prestador de servicio social con el derecho de 

obtener el cuadro clínico de los pacientes con cetoacidosis diabética y pacientes que no 

presentan está complicación, para realizar el experimento planteado en la investigación. 

A su vez se especificaron en la reunión, las reglas a seguir para la captura de los datos 

clínicos, las cuales son:  

- No fotocopiar los expedientes. 

- No revelar información confidencial de los expedientes. 

- No introducir equipo de cómputo. 

 

 

3.1.3  Acceso a información de expedientes clínicos 

El proceso de obtención de información (expedientes clínicos) fue bajo la 

supervisión del Sub-Director del Hospital General. Se obtuvieron las claves 

internacionales de la enfermedad de Diabetes Mellitus basados en CIE-10 (2003), así 

como el de la complicación de cetoacidosis diabética, facilitando la búsqueda de los 

números de expedientes clínicos en el Sistema de Egresos. Una vez teniendo las claves 

internacionales de la enfermedad de Diabetes Mellitus (E10-E14), se generó la lista de 

números de expedientes, y mediante la exploración física se pudo visualizar las variables 

de estudio de cada uno de los exámenes practicados a los pacientes con dicha 

enfermedad. 

3.1.4  Clasificación de la información en base al conocimiento del experto 

Se eligieron las primeras variables de estudio, mediante la ayuda del experto en 

materia de salud, el Sub-Director del Hospital General. Estas variables se eligieron en 
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base a la apariencia del paciente, sus circunstancias personales, los estudios clínicos y 

rasgos psicológicos, generando un total de 70 variables de estudio, las cuales se describen 

a continuación: 

Información General 

• Edad • Ocupación • Religión 

• Dieta • Servicios públicos • Drogas 

• Familiares con 

diabetes 

• Hipertensión arterial • Presenta cefalea 

• Presenta poliuria • Padece 

hipercolesterolemia 

 

 

Gases Arteriales 

• PH • PC02 • PO2 

• Std. Bicarbonato • TCO2 • Base Excess 

• SATC02   

 

Química Clínica 

• Amilasa en suero 

• Proteínas 

• Deshidratación láctica 
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Química Sanguínea 

• Glucosa en suero • Urea 

• Nitrógeno ureico • Creatinina 

Albúmina  

• Albúmina  

Electrolitos  

• Sodio en suero • Potasio en suero 

• Cloro en suero  

 

Bacteriología 

• Aspecto • Color • PH 

• Glucosa en orina • Acetona • Albúmina en Orina 

• Hemoglobina • Bilirrubina • Urobilinógeno 

• Nitritos • Leucocitos en Orina • Piocitos 

• C. Epitales • Cilindros • Cristales 

• Levaduras • Tricomonas • Bacterias 

 

Biometría Hemática 

Células Blancas   

• Leucocitos • Neutrófilos • Linfocitos 

• Monolitos • Eosinófilos • Plaquetas 

• Basófilos   
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Células Rojas   

• Eritrocitos • HGB • HCT 

• MCV • MCH • MCHC 

 

Sobre síntomas que presenta el paciente 

• Presencia de micción • Aliento a frutas (mal aliento) 

• Fatiga • Presencia de dolor de cabeza 

• Náuseas y vómito • Estado de conciencia 

• Dolor o rigidez muscular • Pérdida del apetito 

• Respiración • Presencia de dolor abdominal 

 

3.2  Selección de variables 

Se llevó a cabo la revisión física de los expedientes con la finalidad de obtener los 

valores de cada uno de los atributos considerados para el experimento. Debido a la falta 

de uniformidad de las variables elegidas para el estudio, se procedió a eliminar aquellas 

variables que carecían de información (no se encontraba especificada la variable dentro 

de los estudios clínicos o no se contenía el valor de la variable de estudio), las cuales se 

pueden observar en la Tabla 3.1.  
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Tabla 3.1. Variables eliminadas del estudio 

• Ocupación • Religión • Dieta 

• Familiares con 

Diabetes 

• Hipertensión arterial • Presencia cefalea 

• Presenta poliuria • Padece 

hipercolesterolemia 

• Amilasa en suero 

• Proteínas • Deshidratación láctica • Albúmina 

• Presencia de 

micción 

• Aliento a frutas (mal 

aliento) 

• Fatiga 

• Presencia de dolor 

de cabeza 

• Náuseas y vómito • Estado de 

conciencia 

• Dolor o rigidez 

muscular 

• Pérdida del apetito • Respiración 

• Presencia de dolor 

abdominal 

  

 

Se consideraron 3 variables, las cuales no se encontraban dentro de los datos 

objetivos. Estas variables son: 

• Expediente: Se agregó para dar validez al estudio. 

• Escolaridad: Esta variable se considero con la finalidad de que en un trabajo 

futuro se pudiera seccionar los pacientes diabéticos por escolaridad. 

• Sexo: Se seleccionó la variable sexo  poder seccionar a los pacientes por medio de 

este rubro. 



Capítulo 3. Descubrimiento del Conocimiento aplicado a cetoacidosis diabética. 38 

 

Mediante el análisis de datos en común de cada uno de los expedientes, tanto de 

pacientes que presentan el cuadro clínico de cetoacidosis, como pacientes que únicamente 

presentan la enfermedad de Diabetes Mellitus sin complicación alguna, se seleccionaron 

las siguientes variables de estudio en base al conocimiento del experto, clasificadas en 

rubros para su fácil interpretación. Las variables se encuentran en el formato de captura 

de expedientes clínicos (Anexo B). 

Información General 

• No. Expediente • Escolaridad • Sexo 

• Estado civil • Servicios • Consume drogras 

• Edad   

 

Gases arteriales 

• PH • TCO2 • PCO2 

• Base Excess • PO2 • SATCO2 

• Std. Bicarbonato   

 

Química sanguínea 

• Glucosa en suero • Nitrógeno ureico • Urea 

• Creatinina   

 

Electrolitos 

• Sodio en suero • Cloro en suero • Potasio en suero 
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Examen general de orina 

• Aspecto • Color • PH 

• Densidad • Glucosa en orina • Hemoglobina 

• Acetona • C.Epitales • Albúmina en orina 

• Levaduras • Bilirrubina • Urobilinógeno 

• Cristales • Cilindros • Piocitos 

• Tricomonas • Bacterias • Leucocitos en orina 

 

Biometría hemática (células blancas y células blancas) 

• Leucocitos • Eritrocitos • Neutrófilos 

• HGB • Linfocitos • HCT 

• Monocitos • Plaquetas • MCHC 

• Basófilos   

 

Se optó por seleccionar la información general del paciente. para dar validez a la 

investigación, entre los datos de estudio  se encuentran: número de expediente, sexo, 

estado civil, edad, escolaridad, servicios (si cuenta o no con todos los servicios como son: 

agua, luz, drenaje, pavimentación, etc.) y si consume alguna droga (alcohol, cigarro, etc.).  

Dentro de los datos médicos, se capturaron los datos objetivos del Examen de 

Gases Arteriales. También, se seleccionó el estudio de Química Clínica, eligiendo las 

variables más representativas del estudio, como son la glucosa en suero, la urea, 

nitrógeno ureico (mejor conocido como ácido úrico) y creatinina dentro del rubro de 

Química Sanguínea, y dentro de los Electrolitos, se seleccionaron el sodio en suero, 
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potasio en suero y el cloro en suero. Se consideraron para el estudio todas las 

características del examen general de orina y el estudio de biometría hemática, como 

parte del conjunto de datos objetivo para la investigación.  

En total fueron eliminadas de primera instancia por falta de información de las 

variables, 20 de un total de 70 atributos que se habían considerado al principio del 

estudio. Una vez que se seleccionaron los datos objetivos se creó una base de datos en 

Microsoft Access 2007, en la cual se capturaron las 50 variables de los 54 expedientes 

que se tomaron como muestra para el desarrollo de la investigación (Ver Anexo C). 

 

3.3  Preprocesado   

Adicionalmente a la limpieza de datos, se debe realizar un proceso de 

discretización para poder aplicar Algoritmos de MD. Este proceso consiste en limitar los 

posibles valores de un atributo, para convertir una variable continua en una variable 

discreta y de esta manera aplicar los Algoritmos de MD para que produzcan resultados de 

utilidad. Es claro que se sacrifica precisión de la clasificación en este proceso, pero 

también una excesiva precisión no permite su fácil aplicación. 

Hay dos razones principales que motivan a la discretización de valores: 

1. El algoritmo de reglas de asociación no acepta atributos con rangos de 

valores de números reales o en formato texto, deben de ser convertidos en 

valores enteros. 

2. Sin embargo, no es suficiente con convertir estos atributos a valores 

enteros, pues generar por ejemplo las reglas basadas en estos atributos, 

generaría tantas clasificaciones como valores que existan y por lo tanto 

habría una cantidad enorme de clasificaciones, lo cual no brinda utilidad a 

la hora de su aplicación. 

Basándose en los rangos mostrados en los estudios clínicos realizados a los 

pacientes con Diabetes Mellitus, se fueron generando las condiciones de evaluación para 
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realizar el preprocesado de información, conteniendo 3 valores discretos. Estos valores 

son considerados en base a un valor central (rango mínimo - rango máximo). Se optó por 

utilizar el valor central en el dominio del dato proveniente de atributos pertenecientes al 

expediente clínico, ya que estos rangos de valores están fundamentados mediante los 

expertos en el área de salud del Hospital General, y avalados de acuerdo a lo estipulado 

por el libro CIE-10, para el diagnóstico de las enfermedades y sus respectivas 

complicaciones. 

Cabe destacar que en variables de estudio pertenecientes al rubro de información 

general, no siguen un estándar debido a que no se encontraron rangos de valores dentro 

del expediente clínico proporcionado por el Hospital General. 

Se llevó a cabo la discretización de los datos objetivo, mediante sentencias SQL, 

basándose en intervalos, los cuales aparecen en el Anexo D. El tipo de discretización 

utilizado en los datos objetivo, fue cambiar todos y cada uno de los valores 

alfanuméricos, por rangos de valores numéricos. Por ejemplo, en el atributo glucosa en 

suero, donde el valor central es de 70-110 mg/dl (Ver Anexo F), se considero que todos 

aquellos valores menores a 70 mg/dl se les asigna el número 1, todos aquellos que estén 

dentro del valor central, el número 2, y aquellos valores que sobrepasen el rango máximo 

(110 mg/dl), el número 3. Los valores de los atributos discretizados  se encuentran en el 

Anexo E. 

Las sentencias SQL utilizadas para la generación de los rangos discretos de la 

variable glucosa en suero fueron las siguientes: 

UPDATE EXPEDIENTES SET GLUCOSA_EN_SUERO=1 WHERE 

GLUCOSA_EN_SUERO <70 

UPDATE EXPEDIENTES SET GLUCOSA_EN_SUERO=2 WHERE GLUCOSA >=70 

AND GLOCOSA_EN_SUERO<=110 

UPDATE EXPEDIENTES SET GLUCOSA_EN_SUERO=3 WHERE GLUCOSA >110  
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3.4  Transformación 

Al concluir la etapa de preprocesamiento de datos, se exportó la información 

contenida en la base de datos de Access (almacén de datos), a formato de hojas 

electrónicas de cálculo (archivos de Excel), las cuales fueron enviadas al experto en la 

aplicación del ABBM-ARM. Los datos enviados se pueden observar en el Anexo E, los 

cuales corresponden  a las variables de estudio de cada uno de los 54 expedientes clínicos 

con su respectivo valor discretizado. Teniendo los datos en formato de Excel, el experto 

procedió a importar los datos al Software de MatLab 7.0 , y realizó la reducción de 

variables, obteniendo el MSV, las cuales tuvieron un Índice de Relevancia Entrópica R 

igual a 1. La aplicación de ABBM generó como resultado 2 subconjuntos de datos 

(Anexo G), siendo el primero de 5 atributos y el segundo de 6. Cabe mencionar que 

debido a que algunas variables tenían el mismo valor entrópico de 1, se aplicó el 

procedimiento de desempate basado en ABBM-RI y ABBM-AL. Los datos fueron 

exportados y enviados en formato Excel, para ser minados mediante el software de RSES. 

El preprocesado de información permitió hacer una reducción significativa de 

variables que computacionalmente no eran de mayor peso clasificatorio, es decir 

considerando que el total de variables de estudio eran 50 variables, se redujo el número 

de variables en un 90%, considerando el subconjunto mas importante el generado 

mediante ABBM-AL (5 atributos). 

 

3.5  Minería de datos y conocimiento encontrado   

Las herramientas de MD se basan en grandes volúmenes de datos ya sea base de 

datos o almacenes de datos (Data Warehouse). En este caso se usan los 2 subconjuntos de 

la aplicación de ABBM y también se toman en cuenta los 50 atributos (total de variables 

de estudio). 

 Se efectuó el proceso de MD mediante la herramienta computacional RSES 

(Anexo H), generando reglas de decisión y sistemas de clasificación, los cuales se 

describen a continuación. 
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Para el conjunto de 50 atributos se obtuvieron 19 reglas, las cuales se pueden 

apreciar en la Tabla 3.2. 

Tabla 3.2.  Reglas de decisión de los 50 atributos (total de variables). 

1-19 Match Reglas de decisión 

1 19 (SATCO2) = Alto = Tiene Cetoacidosis 

2 6 (Escolaridad) = Estudios Universitarios Tiene Cetoacidosis 

3 6 (Color) = Amarillo Claro = Tiene Cetoacidosis 

4 6 (HCT)= Alto = Tiene Cetoacidosis 

5 5 (Escolaridad)= Estudios Postgrado = Tiene Cetoacidosis 

6 5 (Creatinina) = Alta = Tiene Cetoacidosis  

7 5 (Levaduras) = Bajo = Tiene Cetoacidosis 

8 4 (Eosinofilos) = Alto = Tiene Cetoacidosis 

9 4 (HGB) = Alto = Tiene Cetoacidosis 

10 4 (MCHC) = Bajo = Tiene Cetoacidosis 

11 3 (Glucosa en Suero) = Bajo = Tiene Cetoacidosis 

12 1 (Estado Civil) = Divorciado = Tiene Cetoacidosis 

13 1 (Estado Civil) = Unión Libre = Tiene Cetoacidosis 

14 1 (Std. Bicarbonate) = Promedio = Tiene Cetoacidosis 

15 1 (Creatinina) = Baja = Tiene Cetoacidosis 

16 1 (Color) = Amarillo Oscuro = Tiene Cetoacidosis 

17 1 (Neutrófilos) = Baja = No tiene Cetoacidosis 

18 1 (Monocitos) = Alto = Tiene Cetoacidosis 

19 1 (MCV) = Baja = Tiene Cetoacidosis 
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Dentro de la columna Match, se indica el número de casos que caen en el rubro de 

los 54 expedientes, y en la columna reglas de decisión, nos hace referencia  a la condición 

que necesita cumplirse para que el paciente sea considerado con el cuadro clínico 

cetoacidosis diabética. 

Concluido el proceso de generación de reglas de decisión, se efectuó la prueba de 

clasificación mediante el software RSES, para obtener la relevancia entrópica del 

conjunto de atributos totales del experimento (50 variables). 

 

Figura 3.1. Prueba de clasificación de los 50 atributos (total de variables) 

 

Como se aprecia en la Figura 3.1, la relevancia entrópica utilizando los 50 

atributos nos da como resultado el valor de 1 (accuracy), considerando los 54 expedientes 

del estudio (54 objects). El sistema de clasificación permite visualizar que de los 54 

expedientes, 39 entran en la condición de presentar cetoacidosis diabética, mientras que 

15 pacientes podrían no cumplir ninguna de las 19 reglas, por lo tanto esos pacientes no 

presentarían la descompensación de cetoacidosis diabetica. 

A su vez, se obtuvieron las reglas de decisión para los 2 subconjuntos resultantes 

de la selección del MSV obtenidos mediante la aplicación de ABBM. Las reglas 

obtenidas para el subconjunto de 5 atributos (Edad, Escolaridad, Base Excess, SATCO2, 

Color), resultado del algoritmo de ABBM-LA, se pueden apreciar en la Tabla 3.3.  
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Tabla 3.3.  Reglas de decisión de los 5 atributos obtenidos en el Algoritmo de Búsqueda 
Bidireccional Modificado Aleatorio (ABBM-AL). 

1-5 Match Reglas de decisión 

1 19 (SATCO2) = Alto = Tiene Cetoacidosis 

2 6 (Escolaridad) = Preparatoria = Tiene Cetoacidosis 

3 6 (Color) = Amarillo = Tiene Cetoacidosis 

4 5 (Escolaridad) = Primaria = Tiene Cetoacidosis 

5 1 (Color) =Amarillo Oscuro = Tiene Cetoacidosis 

 

Las reglas de decisión generadas para el ABBM-RI, el cual cuenta con 6 atributos 

(Estado Civil, Edad, Drogas, SATCO2, Nitrógeno Ureico, Levaduras), se aprecian en la 

Tabla 3.4 con mayor detalle. 

 

Tabla 3.4.  Reglas de decisión de los 6 atributos obtenidos en el Algoritmo de Búsqueda 
Bidireccional Modificado Relevancia Individual (ABBM-RI). 

1-8 Match Reglas de decisión 

1 10 (Levaduras)= Bajo y (Edad) = Entre 1 y 30 años) = Tiene Cetoacidosis 
Diabética 

2 5 (Levaduras) = Alta y (Edad) = Entre 31 y 60 años) = Tiene Cetoacidosis 

3 4 (Levaduras) = Bajo y (Edad) = Entre 61 y 90 años) = Tiene 
Cetoacidosis 

4 4 (Levaduras) = Alto y (Edad) = Entre 61 y 90 años) = Tiene Cetoacidosis 

5 1 (Edad) = Entre 1 y 30 años = Tiene Cetoacidosis 

6 1 (Edad) = Entre 30 y 60 años = Tiene Cetoacidosis 

7 1 (Levaduras) = Bajo y (Edad)= Entre 31 y 60 años = Tiene Cetoacidosis 

8 1 (Levaduras) = Bajo y (Edad) Entre 61 y 90 años = Tiene Cetoacidosis 
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Posteriormente se obtuvieron las pruebas de clasificación de las reglas de decisión 

de los 2 subconjuntos resultantes de utilizar el ABBM. 

 

Figura 3.2. Prueba de clasificación del subconjunto de atributos del ABBM-AL 

 

 

Figura 3.3. Prueba de clasificación del subconjunto de atributos del ABBM-RI 

 

Se aprecia en las Figuras 3.1, 3.2 y 3.3, que la relevancia entrópica (accurracy) 

resulta ser de 1 en cualquiera de los tres casos. 

 

3.6  Conclusiones del capítulo 

Se puede concluir que para la utilización de la herramienta de MD en bases de 

datos biomédicas, es conveniente contar con un formato de recolección de datos clínicos, 

debido a que la parte fundamental del proceso de MD consiste en llevar a cabo una 
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adecuada selección de variables, ya que con la falta de uniformidad de información es 

complicado realizar un estudio de este tipo.  

La utilización de algoritmos de reducción de dimensionalidad como ABBM, 

permite eliminar variables de bajo peso computacional, permitiendo así obtener reglas de 

decisión de un conjunto reducido de variables de manera sencilla y confiable, así como 

de un costo reducido. 
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Capítulo 4 

 

Discusión de resultados 

 

En base a  la aplicación de la Metodología de DCBD (Fayyad, 1996), se generó 

como resultado de la fase de Almacén de Datos, la serie de pasos a seguir para obtener el 

acceso a la información en un hospital público. Estos pasos permitirán que en trabajos de 

la misma índole, se pueda seguir una metodología para la obtención de información 

clínica (expedientes), agilizando con ello la generación  de bases de datos en las cuales 

posteriormente será aplicada alguna técnica de MD. 
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Los pasos que deberán de efectuarse son los siguientes: 

1. Elaborar el anteproyecto  

2. Presentar anteproyecto al Consejo Directivo de la Institución 

3. Definir criterios de acceso a información confidencial 

4. Obtener autorización de acceso a la información de pacientes 

En la fase de selección de variables, fue de suma importancia contar con la ayuda 

del experto en salud, debido a que con ello se efectuó la eliminación de variables que no 

se presentaban en el expediente clínico. Este punto debe ser considerado, debido a que el 

problema a presentarse en la exploración de expedientes clínicos es la falta de 

uniformidad de los estudios realizados a los pacientes, lo cual no permitió a la 

investigación contar con un mayor número de variables. 

La MD aplicada a los conjuntos resultantes de la transformación de datos, dió 

como resultado el sistema de clasificación de las variables con una relevancia entrópica 

de 1, es decir que computacionalmente el subconjunto de 5 atributos de ABBM-AL, así 

como las reglas generadas son el MSV resultante de todo el conjunto de variables de 

estudio (50 variables en total). 

Como se puede apreciar en las Figuras 3.1, 3.2 y 3.3, la relevancia entrópica 

resulta ser de 1 en cualquiera de los tres casos, en pacientes que presentan cetoacidosis 

diabética. Considerando el subconjunto de ABBM-AL, se puede concluir que la 

reducción de atributos fue de un 90%, es decir de 50 variables de estudio, se obtuvieron 5 

atributos, siento los atributos resultantes: Edad, Escolaridad, Base Excess, SATCO2, 

Color.  

Estos 5 atributos tienen su importancia debido al poder de clasificación o 

reconocimiento de pacientes de cetoacidosis diabética, ya que es mas sencillo generar 

reglas de decisión para un subconjunto reducido (5 atributos), que para 50 variables de 

estudio. 
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Capítulo 5 

 

Conclusiones 

 

A lo largo de la investigación se han ido enumerando algunas ventajas de la TCA 

por lo que se concluye que su utilización en el tratamiento de la información médica la 

convierte en una herramienta muy valiosa a la hora de analizar los cuadros clínicos de los 

pacientes con Diabetes, debido a su porcentaje de efectividad en la predicción de los 

factores que causan la complicación de cetoacidosis diabética, así como la facilidad de 

interpretar las reglas de decisión obtenidas en la aplicación de la MD, siendo estos 

algunos de los objetivos a lograr en la investigación. 
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La TCA es un método rápido para procesar gran cantidad de información tanto 

cualitativa como cuantitativa. Lo hace, además, de manera sencilla porque las reglas de 

decisión no requieren para su interpretación la ayuda de expertos. La TCA toma su 

importancia en la bioinformática ya que empleando de manera idónea las reglas de 

decisión generadas en el proceso de MD, hacen posible que el sector médico (en este 

caso, médicos, enfermeras, etc.) puedan beneficiarse a la hora de justificar sus decisiones 

al suministrar algún medicamento a un paciente con cetoacidosis diabética.  

A su vez, se concluye que la utilización de algoritmos de extracción de 

conocimientos como ABBM, permiten realizar una reducción considerable de atributos 

de estudio a un costo computacional bajo, generando con ello el MSV conteniendo 

aquellos atributos de mayor peso computacional (relevancia entrópica).  

Como se planteó en los objetivos particulares de la investigación, se generaron 

reglas de decisión en base a los diferentes subconjuntos arrojados por el experimento 

(utilización de TCA como herramienta de MD), las cuales pueden usarse como sistemas 

de diagnóstico automático para preseleccionar por ejemplo aquellos pacientes que 

necesiten una atención especial de una manera rápida, y de este modo habría una gestión 

más eficiente del tiempo dedicado por el médico dando, además, uniformidad a los 

juicios emitidos sobre una persona con Diabetes Mellitus.  

 

5.1 Trabajo Futuro 

En base a la experiencia adquirida en el desarrollo de la presente investigación, se 

puede concluir que para estudios posteriores, se deben tomar en cuenta algunas 

consideraciones, las cuales se mencionan a continuación: 

 

• Proponer que se estandarice un formato de captura de datos, a fin de contar con 

mayor cantidad de variables de estudio. 

• Incrementar el estudio considerando mayor cantidad de expedientes, a fin de 

mejorar la generación en la predicción de casos. 
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• Ampliar los experimentos mediante la utilización de otros clasificadores por 

ejemplo, redes neuronales, máquinas de soporte vectorial, árboles de decisión, etc. 

• Validación médica sobre la pertenencia de los atributos resultantes. 
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ANEXO A. Lista de expedientes obtenidos del Sistema de Egresos del 
Hospital General de Mexicali, B.C. 

 

Pacientes con cetoacidosis diabética 

EDAD NÚMERO DE 
EXPEDIENTE 

EDAD NÚMERO DE 
EXPEDIENTE 

EDAD NÚMERO DE 
EXPEDIENTE 

40 11678 28 75151 58 81187 
75 19630 54 75316 85 81211 
62 25378 54 75316 59 81615 
80 25720 86 75433 37 81663 
61 28197 37 75478 72 81682 
58 31531 78 75760 50 81701 
53 31962 13 75766 78 81743 
23 32265 16 75848 58 81784 
27 35638 53 76123 45 81853 
65 37769 71 76308 56 82278 
23 40364 27 76534 38 83116 
30 42608 57 76839 56 83146 
86 42804 52 76979 12 83993 
23 46391 65 77080 19 84536 
12 48366 33 77293 27 84895 
8 51345 32 77731 37 84904 

71 52370 24 77754 4 86671 
36 52613 43 77965 34 86695 
54 57796 80 78166 58 86813 
51 58737 80 78166 56 87093 
52 62337 43 78372 56 87178 
40 64243 67 78514 16 87332 
19 65721 59 78716 80 87364 
76 66222 36 79098 49 87375 
12 66881 16 79181 49 87491 
53 67383 62 79359 83 87695 
33 68209 86 79430 15 87785 
68 70017 84 79447 37 87953 
10 70473 55 79476 50 88032 
34 71763 81 79841 49 88052 
55 73490 57 80105 36 88261 
16 74364 41 80194 17 88427 
76 74575 77 80372 61 88676 
48 74812 63 80415 40 88860 
10 74849 15 80667 25 89381 
59 75057 70 80822 10 89491 

  76 80893   
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Pacientes sin cetoacidosis diabética 

EDAD NÚMERO DE 
EXPEDIENTE 

EDAD NÚMERO DE 
EXPEDIENTE 

EDAD NÚMERO DE 
EXPEDIENTE 

34 16359 35 77187 52 86627 
34 17007 50 77528 57 86891 
57 31531 50 77528 49 87039 
50 33695 66 77530 54 87055 
70 37411 74 77533 69 87627 
76 38698 1 77682 42 89450 
61 41465 65 77958 54 89660 
69 42246 80 78166   
39 50570 80 78166   
58 51021 46 78282   
43 51988 67 78323   
53 52408 52 78456   
56 52500 32 79118   
52 55106 60 79781   
53 55409 53 79922   
61 59338 38 79932   
46 59446 55 80161   
54 59919 78 80327   
6 60874 47 80552   

65 63786 62 80677   
65 65910 62 80677   
44 65937 67 80677   
43 68904 78 80826   
42 68904 54 81031   
59 70430 50 81066   
21 70437 50 81701   
56 72191 80 81721   
38 72810 58 81945   
53 73017 38 82034   
52 73017 67 82430   
70 73777 24 83357   
69 74263 55 83525   
87 74302 67 83619   
54 74536 56 84654   
45 74795 61 84824   
53 74864 54 84828   
32 74932 48 84913   
53 75033 72 85607   
81 75613 46 85732   
32 75914 46 85733   
44 76388 48 86251   
66 76714 50 86292   
54 76720 57 86523   
75 76998 57 86529   
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ANEXO B. Formato de captura de expedientes clínicos 

INFORMACIÓN GENERAL 

No. Expediente: Escolaridad: Sexo: 

Estado Civil: Servicios: Consume Drogas: 

Edad:   

GASES ARTERIALES 

PH: tCO2: pCO2: 

Base Excess: PO2: SAT. CO2: 

Std. Bicarbonate:   

QUÍMICA SANGUÍNEA 

Glucosa en Suero: Nitrógeno Ureico: Urea: 

Creatinina:   

ELECTROLITOS 

Sodio en Suero: Cloro en Suero: Potasio en Suero: 

EXAMEN GENERAL DE ORINA 

Aspecto: Color: PH: 

Densidad: Glucosa en Orina: Hemoglobina: 

Acetona: C. Epitales: Albúmina en Orina: 

Levaduras: Bilirrubina: Urobilinogeno: 

Cristales: Cilindros: Piocitos: 

Tricomonas: Bacterias: Leucocitos en Orina: 

BIOMETRÍA HEMÁTICA (CÉLULAS ROJAS Y CÉLULAS BLANCAS ) 

Leucocitos: Eritrocitos: Neutrófilos: 

HGB: Linfocitos: HCT: 

Monocitos: MCV: Eosinofilos: 

MCH: Plaquetas: MCHC: 

Basofilos:   
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ANEXO C. Información de expedientes clínicos de pacientes con Diabetes Mellitus 
No. 

Expediente 
Sexo Estado civil Edad Escolaridad Drogas Servicios PH pCO2 PO2 Std. 

Bicarbonato 
tCO2 Base Excess SAT CO2 

80105 Masculino Divorciado 57 Secundaria Si Si 7.52 23.8 52.8 23 19.9 -3.6 91.41 

80194 Masculino Soltero 41 Primaria Si Si 7.165 7.1 56.8 2.5 2.7 -23 82.9 

80372 Femenino Separada 72 Primaria No Si 7.42 26.4 140.5 19.9 17.7 -7.5 98.9 

83116 Masculino Casado 38 Secundaria No Si 7.288 20.1 101.5 13.4 16 -14.8 10 

84895 Masculino Soltero 27 Secundaria No Si 7.31 15 125.3 12.9 7.9 -15.3 98.3 

84904 Femenino Casada 37 Secundaria No No 7.504 23 129.6 21.8 18.4 -5.5 98.9 

88032 Femenino Soltera 50 Secundaria Si Si 7.411 35.3 133.3 23.7 23.7 -0.9 99.1 

88860 Masculino Unión Libre 40 Secundaria Si Si 7.27 20 108 9.2 9.8 -15.8 97 

80415 Masculino Casado 78 Primaria No Si 7.3 7 172 10.9 36 -22.9 99.1 

80667 Femenino Soltera 15 Secundaria No Si 6.918 6.5 5.5 1.5 -29.7 97.4 467 

77754 Femenino Casada 24 Preparatoria No Si 7.372 22.9 122.5 16.7 13.7 -12.3 98.4 

71204 Femenino Viuda 70 Primaria No Si 7.38 28.6 124.6 19.1 17.6 -8.3 98.5 

71201 Femenino Soltera 18 Preparatoria Si Si 7.007 6.9 118.5 6.5 1.9 -29.5 96.2 

72648 Masculino Soltero 28 Primaria No Si 7.25 17.9 122.8 12.2 8.3 -19.4 98 

72374 Masculino Casado 54 Secundaria Si Si 7.454 23.2 117.5 19.8 16.6 -8.1 98.5 

72437 Masculino Soltera 57 Primaria Si Si 7.312 34.7 58.9 17.8 -9.1 18.2 88.5 

70772 Femenino Casada 46 Preparatoria No Si 7.088 5.9 146.4 7.5 1.9 -28.1 98.1 

8230 Masculino Casado 27 Secundaria Si No 7.259 29.8 104.4 14.9 -14.1 97.1 13.9 

68209 Femenino Casada 32 Secundaria No No 7.275 17 125.3 12.5 8.2 -16.3 98.2 

76839 Femenino Unión Libre 57 Secundaria No Si 7.498 19.3 150.5 13.1 15.7 -4.9 99.6 

70473 Femenino Soltera 25 Universidad Si Si 7.437 22.1 93.2 19.1 16.8 -8.9 97.5 

75151 Masculino Soltero 20 Preparatoria Si Si 7.352 16.5 157.6 14.2 -16.6 9.5 99 

75766 Femenino Soltero 13 Secundaria No Si 7.191 19.6 111.3 10.2 5.9 -22.7 97.2 

75433 Femenino Viuda 86 Preparatoria Si Si 7.06 5.6 133 7.1 1.7 -28.8 97.5 
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75478 Masculino Soltero 37 Universidad No Si 7.06 5.6 133 2.1 1.7 -28.8 97.5 

73490 Femenino Casada 55 Universidad No Si 7.42 41.4 90.2 25.9 27.5 1.8 97 

76979 Masculino Soltero 58 Primaria Si Si 7.488 19.3 150.1 15.1 15.7 -4.9 99.6 

71763 Masculino Casado 34 Secundaria Si Si 7.5 28.8 117.7 24.8 23 -1 98.6 

77080 Femenino Viuda 65 Secundaria No Si 7.5 28.8 117.7 24.8 23 -1 98.6 

76534 Femenino Unión Libre 26 Primaria No No 7.255 14 115.4 -21.1 6.5 -21.1 97.8 

76123 Femenino Casada 53 Universidad Si Si 7.22 18.2 92.9 11.4 78 -20.5 95.9 

75848 Masculino Soltero 16 Secundaria No Si 7.242 16.8 145.9 11.7 7.6 -20.3 98.6 

75057 Masculino Unión Libre 59 Universidad Si Si 7.35 16.5 157.6 14.2 -16.6 9.5 99 

65721 Masculino Soltero 17 Secundaria Si Si 7.386 26.6 93 11.4 27.5 -21.1 95.9 

70017 Masculino Casada 70 Secundaria Si Si 7.438 23.1 93.2 13.1 26 -8.9 97.5 

66222 Femenino Viuda 76 Secundaria No Si 7.27 34.5 61.5 16.3 16.6 -10.3 88.7 

79098 Masculino Soltera 36 Preparatoria Si Si 7.482 28 60.8 23.1 21.3 -3 93.3 

77965 Femenino Soltera 43 Secundaria No Si 7.234 15.8 97.5 11.3 7 -2.1 96.5 

77731 Femenino Casado 32 Secundaria No Si 7.348 30 88.7 18 17 -9.5 96.5 

77293 Masculino Casado 33 Secundaria Si Si 7.129 9.9 68.3 8.4 3.5 -26 88.3 

73017 Masculino Soltero 53 Secundaria Si Si 7.259 19.6 125.3 11.4 -16.6 9.5 95.9 

73777 Femenino Casada 70 Primaria No No 7.437 16.5 92.9 24.8 23 1.8 97.5 

77533 Masculino Soltero 74 Primaria Si Si 7.06 16.5 90.2 7.1 1.7 9.5 97.2 

76714 Masculino Viudo 66 Secundaria No Si 7.437 5.6 117.8 11.4 5.9 -22.7 88.7 

88052 Masculino Casado 49 Secundaria Si Si 7.242 5.6 133 13.1 7.6 -1 97 

88427 Femenino Soltero 12 Primaria No Si 7.234 14 93 11.7 7 -3 96.5 

80822 Masculino Soltero 70 Secundaria Si Si 7.21 9.9 68.3 7.1 1.7 9.5 97.5 

80893 Femenino Viuda 76 Secundaria No Si 7.43 5.6 138 11.4 6.8 -1 96.5 

81187 Masculino Casada 54 Secundaria Si Si 7.35 26.6 93.2 16.3 21.3 -2.1 88.9 

78372 Femenino Unión Libre 43 Primaria Si Si 7.129 28 92.9 8.4 7 -10.3 95.9 

78716 Masculino Soltero 54 Primaria No Si 7.259 23.1 93 13.1 78 -20.3 97.8 
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79359 Femenino Casada 62 Secundaria No Si 7.25 16.7 90.8 13.8 7.7 -3 96.5 

79476 Masculino Soltera 53 Primaria No No 7.27 34.5 60.8 22.9 16.7 -10.3 88.5 

78166 Femenino Casada 80 Primaria No Si 7.358 26.6 93 13.1 17 -9.5 95.9 

 

Glucosa 
en 

Suero 

Urea Nitrógeno 
ureico 

Creatinina Sodio 
en 

suero 

Potasio 
en 

suero 

Cloro 
en 

suero 

Aspecto Color PH Densidad Glucosa 
en 

orina 

Acetona Albúmina 
en Orina 

Hemoglobina 

308 37 17.3 1.1 140.5 4.42 108.6 Turbio Amarillo 
Oscuro 

6 1.015 Si No Si Si 

514 124 57.9 1 142.9 4.55 105.2 Ligeramente 
Turbio 

Amarillo 
Claro 

6 1.01 Si Si Si Si 

46 177 82.7 2.4 137.2 4.13 109.7 Turbio Naranja 5 1.013 No No No Si 

238 21 9.8 0.9 137.1 4.56 112.1 Transparente Amarillo 
Claro 

6 1.015 No No No No 

475 40 18.7 0.6 138.6 5.12 112.5 Transparente Amarillo 
Claro 

6 1.01 Si Si Si Si 

509 47 22 0.9 145 4.23 102.7 Ligeramente 
Turbio 

Amarillo 
Claro 

5 1.01 Si Si Si Si 

461 19.3 17.3 12.9 137.9 4.25 113.7 Turbio Amarillo 
Claro 

5 1.02 SI No No No 

393 36.4 82.9 15.5 138.7 3.96 103.1 Transparente Amarillo 
Claro 

6 1.108 No No No No 

756 92 43 2.3 129.8 4.48 95.2 Turbio Amarillo 
Claro 

6 1.024 Si Si Si Si 

23 35.3 9.8 1.3 138 4.9 110 Turbio Amarillo 
Claro 

5 1.035 Si Si Si Si 

524 48 22.4 1.2 141.3 4.28 103.5 Ligeramente 
Turbio 

Amarillo 
Claro 

6 1.025 Si Si Si Si 

809 90 42.1 1.7 124.9 4.21 88.6 Turbio Amarillo 
Oscuro 

5 1.015 Si No Si Si 

273 23 10.7 1.1 118 8.8 99.5 Turbio Amarillo 
Oscuro 

5 1.018 Si Si Si Si 

475 42 19.6 1.6 135.4 4.64 93.3 Ligeramente 
Turbio 

Amarillo 
Claro 

6 1.01 Si Si Si Si 
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1068 161 75.2 3.8 171.4 4.56 123.2 Ligeramente 
Turbio 

Amarillo 
Claro 

5 1.01 Si Si Si Si 

566 134 62.6 1.8 125.7 4.25 112.9 Ligeramente 
Turbio 

Amarillo 
Claro 

6 1.01 Si No No Si 

134 372 84.5 15.5 139 3.35 102.7 Ligeramente 
Turbio 

Amarillo 
Claro 

6 1.01 No No Si Si 

396 21 10 0.5 150.7 5.15 114.2 Ligeramente 
Turbio 

amarillo 
claro 

6 1.01 Si Si Si Si 

65 16 7.5 1.1 143.6 4.27 112 Ligeramente 
Turbio 

Amarillo 6 1.024 Si Si Si Si 

128 16 10 1 145.5 4.65 109 Turbio Amarillo 5 1.024 No No No No 

209 78 36.9 2.2 125.4 4.2 98.5 Ligeramente 
Turbio 

Amarillo 7 5 Si No Si Si 

1338 143 22 2.5 137.9 6.74 104.4 Transparente Amarillo 
Claro 

5 5 Si Si Si No 

369 51 0 1 147.2 3.67 119.4 Transparente Amarillo 
Claro 

5 1.026 Si Si Si No 

381 54 9.8 1 135.5 4.24 102.3 Turbio Amarillo 
Oscuro 

5 1.014 Si Si Si No 

422 50 0 1.3 139.1 4.24 108.5 Ligeramente 
Turbio 

Amarillo 
Claro 

5 1.03 Si Si Si No 

261 31 14.5 1.1 137.1 4.23 104.2 Ligeramente 
Turbio 

Amarillo 
Claro 

6 1.02 Si No No Si 

209 25 11.7 1 125.7 4.25 109.7 Ligeramente 
Turbio 

Amarillo 
Oscuro 

5.5 1.032 Si Si Si Si 

752 31 9.8 1.5 140.6 4.23 109.4 Transparente Amarillo 5 1.015 Si No Si Si 

274 98 45.8 0.9 139.3 4.83 105 Turbio Amarillo 
Oscuro 

5 1.015 Si No Si Si 

387 76 22.4 1.7 136.4 5.82 102.6 Turbio Amarillo 6 1.015 Si Si Si Si 

228 20 10.7 0.8 134.6 4.01 116.7 Ligeramente 
Turbio 

Amarillo 
Claro 

6 1.015 Si No Si Si 

166 21 9.8 1 142.8 3.97 117.8 Transparente Amarillo 
Claro 

6 1.01 Si Si Si Si 

231 35 16.4 0.7 138.2 4.61 102.9 Transparente Amarillo 
Claro 

5 1.01 Si Si Si No 
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394 8 3.7 0.6 134.4 3.64 102.6 Transparente Amarillo 6.5 1.008 Si Si No No 

204 78 36.4 2.2 125.4 4.2 98.5 Transparente Amarillo 
Claro 

7 1.015 Si No Si Si 

87 124 57.9 7.6 136.9 7.82 116.4 Turbio Amarillo 
Claro 

5 1.03 No No Si Si 

142 24 36.9 1.1 129 2.81 96.9 Turbio Amarillo 
Claro 

5 1.02 Si Si Si Si 

340 33 15.4 0.3 147 5 120 Ligeramente 
Turbio 

Amarillo 
Claro 

5 1.015 Si Si Si Si 

147 38 7.5 0.6 140 4.11 106 Ligeramente 
Turbio 

Amarillo 
Claro 

6 1.01 Si Si Si Si 

481 45 21 2.3 140.7 5.73 104.9 Transparente Amarillo 
Claro 

5.5 1.023 Si Si Si Si 

449 48 22.4 1.1 136.6 5 97.1 Transparente Amarillo 
Claro 

5 1.01 No No No No 

251 302 141.1 3.7 139.2 6.31 105.4 Ligeramente 
Turbio 

Amarillo 
Claro 

5 1.015 No No No No 

326 31 10.7 0.8 138.6 3.98 104.4 Ligeramente 
Turbio 

Amarillo 
Claro 

5 1.01 Si No Si No 

165 22 10.3 0.9 136.6 3.92 103.3 Ligeramente 
Turbio 

Amarillo 
Claro 

5 1.01 Si Si No No 

167 33 10.7 1 143.8 4.14 107.7 Turbio Amarillo 
Oscuro 

6 1.015 Si Si Si Si 

429 23.5 21 10 139.2 5 106 Turbio Amarillo 
Oscuro 

5 1.025 Si Si Si No 

149 31 3.7 1 140 3.9 106 Transparente Amarillo 
Claro 

5 1.05 No No No No 

308 167 78 4 134.4 5.35 106.8 Ligeramente 
Turbio 

Amarillo 
Claro 

5 1.025 Si No Si Si 

298 68 31.8 0.7 192.7 3.93 119.7 Ligeramente 
Turbio 

Amarillo 
Claro 

6.5 1.024 No No Si Si 

152 16 7.5 0.9 134.2 3.36 98.9 Ligeramente 
Turbio 

Amarillo 
Claro 

6 1.025 Si Si Si Si 

164 147 78 2 127.5 4.21 90.9 Turbio Amarillo 
Claro 

5 1.1 No No Si Si 

234 42 19.6 0.8 137.3 4.35 104.4 Transparente Amarillo 8 1.021 Si No Si No 
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Oscuro 

279 51 23.8 1.7 136.3 3.79 110.1 Transparente Amarillo 
Claro 

5 1.005 Si No Si Si 

178 6 9.8 0.6 133.3 3.66 106.4 Turbio Amarillo 
Claro 

5 1.03 No Si Si Si 

 

Bilirrubina Urobilinógeno Nitritos Leucocitos 
en orina 

C. 
Epitales 

Piocitos Cilindros Cristales Levaduras Tricomonas Bacterias Leucocitos Neutrófilos 

No No No No No No No No No No Si 2920 57.2 

No No No Si Si No No Si No No Si 20900 90.1 

No No No Si Si No Si No Si No Si 8720 94.8 

No No No No No No No No No No No 11800 88.3 

No No No Si Si No Si Si No No Si 17900 88.3 

No No No No Si No No Si No No No 11800 78.6 

No No No No Si No Si No No No No 15100 69.6 

No No No No No No No No No No No 18900 88.1 

No No No Si Si Si No No Si No Si 30200 90 

No No No Si Si No Si No No No Si 13800 80.2 

Si No No Si Si No No No No No Si 14000 84.9 

No No No Si Si No No No No No Si 8430 56.6 

No No No Si Si Si No No No No No 10300 63.9 

Si No No No No No No No No No No 11100 739 

No No No No Si Si No No No No Si 16400 87.1 

No No No Si Si No No No No No Si 7960 86.5 

No No No Si Si No No No No Si Si 9460 56.9 

No Si Si No Si Si No No No No Si 8370 57.2 

No No No Si Si Si No No No No Si 21500 88.1 

No Si No Si Si No No No No No Si 6320 65.7 
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No No No Si Si No Si Si No No No 21900 63.9 

No No No Si No No No No No No No 19300 95.1 

No No No Si Si No Si No No No Si 14900 76.7 

No No No Si Si No No Si No No Si 7420 78.2 

No No No Si Si No Si Si No No Si 15800 83 

No No Si No Si Si No No No No Si 3780 64.1 

No No No No No Si Si Si No No Si 13400 86.1 

Si No Si No No Si Si No No No Si 13100 78.6 

Si No No Si Si No No Si No No Si 11700 55.4 

No No Si No Si Si No No No No Si 28900 80.7 

No No No Si Si No Si Si No No Si 18000 84.8 

No No No Si No No Si No No No Si 13300 80.5 

No No No Si Si No No No No No No 14200 71.8 

No No Si No Si No No No No No No 11200 78.4 

No No No Si Si No Si Si No No Si 12700 67.6 

No No No Si Si No No No No No Si 5650 57 

No No No Si Si No Si No No No Si 11500 71.2 

No No No Si Si No Si Si Si No No 20000 85.7 

No No No Si Si No No No Si No Si 13600 74.5 

No No No Si Si No Si Si Si No Si 14600 76.8 

No No No No No No No No No No Si 19000 88.1 

No No No No No No No No No No Si 10900 87.1 

No No No No No No No No No No Si 17300 86.1 

No No No No No No No No No No Si 4540 61.5 

No No No No No No No No No No Si 83000 55.8 

No No Si No Si Si No No No No Si 216000 78.2 

No No No No No No No No No No No 4990 64.8 
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No No No Si Si No Si No No No Si 4910 82.4 

No Si No No Si No No No No No Si 9810 69.9 

No No No Si Si No No Si No Si Si 18000 83.6 

No No No Si Si No Si Si No Si Si 24700 2.99 

Si Si No Si Si No No Si No No Si 7950 94.2 

No No No Si Si No No No No No Si 3510 63 

Si No Si No Si No Si No No No Si 12700 85.7 

 

Linfocitos Monocitos Eosinófilos Plaquetas Basófilos Eritrocitos HGB HCT MCV MCH MCHC Decisión 

39.6 8.05 0.285 141000 0.894 4600000 14.2 41.3 89.7 30.8 34.4 1 

4.79 4.91 0.026 300000 0.183 4420000 12.8 38.8 87.8 29 33 1 

4.43 0.281 0.449 284000 0 3410000 9.96 28.4 83.1 29.2 35.1 1 

11.2 9.43 0.026 272000 0.619 4540 13.1 49.4 87.2 29.8 33 0 

5.11 5.82 5.82 272000 0 5670000 16.5 49.4 87.2 29.2 33.5 1 

11.2 9.43 0.135 292000 0.619 4540 13.1 39.9 87.9 28.9 32.8 1 

25.9 2.6 1.6 135000 0.3 3790000 12.3 36.8 97 32.5 33.5 1 

7 4.7 0.449 301000 0.2 3890000 18 52.1 88.3 30.6 34.6 1 

5.15 4.53 0.122 305000 0.232 4160000 11.8 35.5 85.4 28.2 33.1 1 

16.1 3.16 0.162 444000 0.406 4610000 13.3 39.1 84.8 28.9 34.1 1 

12.3 2.58 0.027 340000 0.216 5490000 15.7 46.4 84.6 28.6 33.8 1 

7.41 5.46 2.68 479000 0.847 3870000 10.9 32.9 85 93.2 28.3 1 

19 30.1 5.33 318000 0.387 6210000 14.8 44.1 97.3 29.3 32.8 1 

19 4.56 1.65 523000 0.908 6210000 18.2 54.3 87.2 29.3 33.5 1 

7.41 5.27 0.066 333000 0.158 6240000 18.9 58.2 93.2 30.3 32.5 1 

3.42 9.72 0.014 134000 0.347 4110000 10.9 31.5 26.6 76.8 34.6 1 

24.9 13 3.22 514000 1.97 2510000 7.52 23.3 92.9 30 32.3 1 

27.2 12.5 1.95 299000 1.04 5890000 16.9 51.3 87.1 31.8 32.9 1 
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6.9 4.22 0.171 332000 0.579 4590000 12.9 39.5 86 28.1 32.7 1 

26.3 5.92 1.25 301000 0.815 4760000 13.5 41.4 87 28.4 32.6 1 

24.4 8.01 0.6 349000 3.07 5670000 21.3 57.9 102 37.5 36.7 1 

4.63 0.184 0.026 507000 0 4180000 12.4 38 90.7 29.6 32.6 1 

13.1 9.69 0.078 262000 0.392 4120000 11.9 36.7 89 29 32.6 1 

15 6.28 0.14 222000 0.452 4820000 13.8 40.8 84.6 28.6 33.8 1 

4.61 10.4 0.041 313000 1.95 4760000 14.2 45.6 95.9 29.8 31.1 1 

25.2 8.46 1.45 250000 0.8 3230000 8.64 25.2 78 26.7 34.3 1 

9.4 4.4 0 301000 0.1 560000 16.9 51.5 92 30.1 32.7 1 

4.84 15.5 0.014 325000 1.02 4310000 13.7 41.9 97.1 31.7 32.7 1 

34.7 6.94 1.56 288000 1.4 2690000 7.1 22.7 84.6 26.4 31.2 1 

14 4.89 0.024 347000 0.367 4570000 13.1 39.5 86.3 28.7 33.2 1 

8.45 6.46 0.112 301000 0.168 3800000 11.2 34 89.5 29.6 33 1 

10.5 8.58 0 318000 0.456 4630000 13.8 42.3 91.5 29.1 32.6 1 

16.4 9.8 0.953 345000 0.516 4870000 13.1 40.3 82.8 27 32.6 1 

11.2 8.9 0.2 347000 0.2 3600000 11.7 35.1 97.4 32.4 33.2 1 

24 6.92 0.738 214000 0.738 2730000 9.03 24.7 90.4 33.1 36.6 1 

28.1 8.74 5.06 273000 1.12 3490000 9.94 30.1 86.2 28.5 33 1 

17.3 9.56 0.681 574000 1.24 3490000 9.12 27.3 78 26.1 33.5 1 

8.72 5.23 0.013 316000 0.321 4230000 12.4 39.1 92.5 29.3 31.6 1 

6.85 13.1 5.2 214000 5.2 4620000 13.3 38.9 84.1 28.8 34.3 1 

13.1 8.92 0.214 398000 0.988 5570000 16.7 50.8 91.2 30 32.9 1 

5.79 5.56 0.067 542000 0.489 3810000 11.1 32.2 84.5 29 34.4 0 

7.45 4.67 0.295 417000 0.478 1240000 5.76 16.9 86.9 29.7 34.1 0 

8.69 4.5 0.635 419000 0.108 4020000 11.1 32.7 81.5 27.7 34 0 

28 6.95 2.77 265000 0.836 3360000 9.88 29.6 88 21.4 33.4 0 

37 6 0.9 287000 0.3 4890000 14.3 42.5 87 29.2 33.6 0 
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12.5 8.9 0 254000 0.4 5100000 15 46.2 90.5 30.7 33.9 0 

25.3 8.74 0.48 203000 0.672 4410000 13.3 38.5 87.7 30.2 34 0 

9.17 7.15 1.04 247000 0.218 3200000 9.14 27.7 84.3 27.9 33 0 

20.3 8.52 0.414 76300 1.1 3200000 9.93 30.8 96.3 31 32.2 0 

8.22 7.6 0.052 381000 0.491 4290000 12.8 38.4 89.6 29.8 33.3 0 

94.8 1.75 0.074 380000 0.453 1240000 7.45 24.7 97.4 33.1 36.6 0 

4.71 0.812 0.09 203000 0.21 3720000 10.9 31.8 85.6 29.2 34.1 0 

18.1 15.7 2.12 181000 1.13 2910000 6.88 21.4 73.5 23.7 32.2 0 

9.41 3.88 0.557 578000 0.404 3530000 10.3 31.2 68.2 29.1 33 0 
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ANEXO D. Rango de Valores para los Datos Objetivo 
 

INFORMACIÓN GENERAL 

No. de Expediente: (valor otorgado por el Hospital General) 

Sexo: (Masculino o Femenino) 

Estado Civil (Soltero, Casado, Viudo, Unión Libre) 

Edad: (Rango entre los 5 a 90 años) 

Escolaridad: (Primaria, Secundaria, Preparatoria, Universidad) 

Servicios: (Si o No)        Consume Drogas: (Si o No) 

GASES ARTERIALES 

PH  (Valor Normal 7.247)    PCO2 (Valor Normal 22.3) 

PO2 (Valor Normal 119)     Std. Bicarbonato (Valor Normal 12.9) 

tCO2 (Valor Normal 10.2)     Base Excess (Valor Normal -17.3) 

SAT O2 (Valor Normal 97.8) 

QUÍMICA SANGUÍNEA 

Glucosa en suero (70-110 mg/dl)      Urea  (10-55 mg/dl) 

Nitrógeno ureico (7-28 mg/dl)         Creatinina (0.4 – 1.5 mg/dl) 

ELECTROLITOS 

Sodio en suero (135-145 mEq/lt) 

Potasio en suero (3.5-51 mEq/lt) 

Cloro en suero (98-106 mEq/lt) 

BACTERIOLOGÍA 

Aspecto: (Turbio, Ligeramente Turbio, etc.) 

Color: (Amarillo Claro, Amarillo Oscuro, etc.) 

PH: (4-6.5) 
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Glucosa en orina (Si o No) 

Acetona (Si o No)           Albúmina en Orina (Si o No) 

Hemoglobina (Si o No)      Bilirrubina (SI o No) 

Urobilinógeno (Si o No)      Nitritos (Si o No) 

Leucocitos en Orina (Si o No)    Piocitos (Si o No) 

C. Epitales (Si o No)     Cilindros (Si o No) 

Cristales (Si o No)        Levaduras (Si o No) 

Tricomonas (Si o No)   Bacterias (Si o No) 

BIOMETRÍA HEMÁTICA 

CÉLULAS BLANCAS: 

Leucocitos 4500-11000/ mm3 

Neutrófilos 48-62%       Linfocitos 13-34% 

Monocitos 4-18%         Eosinófilos 0-5% 

Basófilos 0-3% 

CÉLULAS ROJAS: 

Eritrocitos (4200000-6300000 /mm3) 

HGB (12-17 g/dL)      HCT (38-51 g/dL) 

MCV (32-36 pg)         MCH (12-20 pg) MCHC 32-36 g/Dl 

PLAQUETAS 

Plaquetas (15000-400000 /mm3) 
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ANEXO E.  Información de expedientes clínicos discretizados 
 

No 
Expediente 

Sexo EstadoCivil Edad Escolaridad Servicios Drogas PH pCO2 PO2 StdBicarbonate tCO2 BaseExcess SATCO2 GlucosaenSuero  
80105 1 3 2 2 1 1 3 3 1 3 3 3 1 3  
80194 1 1 2 1 1 1 1 1 1 1 1 1 1 3  
80372 2 5 3 1 1 2 3 3 2 3 3 3 3 1  
83116 1 2 2 2 1 2 3 1 1 3 3 3 1 3  
84895 1 1 1 2 1 2 3 1 2 2 1 3 3 3  
84904 2 2 2 2 2 2 3 3 2 3 3 3 3 3  
88032 2 1 2 2 1 1 3 3 2 3 3 3 3 3  
88860 1 6 2 2 1 1 3 1 1 1 1 3 1 3  
80415 1 2 3 1 1 2 3 1 2 1 3 3 3 3  
80667 2 1 1 2 1 2 1 1 1 1 1 1 3 1  
77754 2 2 1 3 1 2 3 3 2 3 3 3 3 3  
71204 2 4 3 1 1 2 3 3 2 3 3 3 3 3  
71201 2 1 1 3 1 1 1 1 1 1 1 3 1 3  
72648 1 1 1 1 1 2 3 1 2 1 1 1 3 3  
72374 1 2 2 2 1 1 3 3 1 3 3 1 3 3  
72437 1 1 2 1 1 1 3 3 1 3 1 3 1 3  
70772 2 2 2 3 1 2 1 1 2 1 1 3 3 3  
8230 1 2 1 2 2 1 3 3 1 3 1 1 1 3  

68209 2 2 2 2 2 2 3 1 2 1 1 3 3 1  
76839 2 6 2 2 1 2 3 1 2 3 3 3 3 3  
70473 2 1 1 4 1 1 3 1 1 3 3 3 1 3  
75151 1 1 1 3 1 1 3 1 2 3 1 3 3 3  
75766 2 1 1 2 1 2 1 1 1 1 1 3 1 3  
75433 2 4 3 3 1 1 1 1 2 1 1 1 1 3  
75478 1 1 2 4 1 2 1 1 2 1 1 1 1 3  
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73490 2 2 2 4 1 2 3 3 1 3 3 1 1 3  
76979 1 1 2 1 1 1 3 1 2 3 3 3 3 3  
71763 1 2 2 2 1 1 3 3 1 3 3 3 3 3  
77080 2 4 3 2 1 2 3 3 1 3 3 3 3 3  
76534 2 6 1 1 2 2 3 1 1 1 1 3 2 3  
76123 2 2 2 4 1 1 1 1 1 1 3 1 1 3  
75848 1 1 1 2 1 2 1 1 2 1 1 1 3 3  
75057 1 6 2 4 1 1 3 1 2 3 1 1 3 3  
65721 1 1 1 2 1 1 3 3 1 1 3 3 1 3  
70017 1 2 3 2 1 1 3 3 1 3 3 1 1 3  
66222 2 4 3 2 1 2 3 3 1 3 3 3 1 3  
79098 1 1 2 3 1 1 3 3 1 3 3 3 1 3  
77965 2 1 2 2 1 2 1 1 1 1 1 3 1 3  
77731 2 2 2 2 1 2 3 3 1 3 3 3 1 3  
77293 1 2 2 2 1 1 1 1 1 1 1 3 1 3  
73017 1 1 2 2 1 1 3 1 2 1 1 1 1 3  
73777 2 2 3 1 2 2 3 1 1 3 3 3 1 3  
77533 1 1 3 1 1 1 1 1 1 1 1 3 1 3  
76714 1 4 3 2 1 2 3 1 1 1 1 3 1 3  
88052 1 2 2 2 1 1 1 1 2 3 1 1 1 3  
88427 2 1 1 1 1 2 1 1 1 1 1 3 1 3  
80822 1 1 3 2 1 1 1 1 1 1 1 3 1 3  
80893 2 4 3 2 1 2 3 1 2 1 1 3 1 3  
81187 1 2 2 2 1 1 3 3 1 3 3 3 1 3  
78372 2 6 2 1 1 1 1 3 1 1 1 3 1 3  
78716 1 1 2 1 1 2 3 3 1 3 3 1 2 3  
79359 2 2 3 2 1 2 3 1 1 3 1 1 1 3  
79476 1 1 2 1 2 2 3 3 1 3 3 3 1 3  
78166 2 2 3 1 1 2 3 3 1 3 3 3 1 3  
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Urea NitrógenoUreico Creatinina SodioenSuero PotasioenSuero CloroenSuero Aspecto Color PHenOrina Densidad GlucosaenOrina Acetona 

2 2 2 2 2 3 1 3 2 1 1 2 

3 3 2 2 2 2 2 2 2 1 1 1 

3 3 3 2 2 3 1 4 2 1 2 2 

2 2 2 2 2 3 3 2 2 1 2 2 

2 2 2 2 2 3 3 2 2 1 1 1 

2 2 2 2 2 2 2 2 2 1 1 1 

2 2 3 2 2 3 1 2 2 1 1 2 

2 3 3 2 2 2 3 2 2 2 2 2 

3 3 2 1 2 1 1 2 2 1 1 1 

2 2 2 2 2 3 1 2 2 2 1 1 

2 3 2 2 2 2 2 2 2 3 1 1 

3 3 2 1 2 1 1 3 2 1 1 2 

2 2 2 1 2 2 1 3 2 1 1 1 

2 2 3 2 2 1 2 2 2 1 1 1 

3 3 2 3 2 3 2 2 2 1 1 1 

3 3 3 1 2 3 2 2 2 1 1 2 

3 3 2 2 1 2 2 2 2 1 2 2 

2 2 2 3 2 3 2 2 2 1 1 1 

2 2 2 2 2 3 2 1 2 1 1 1 

2 2 2 3 2 3 1 1 2 1 2 2 

3 2 2 1 2 2 2 1 2 2 1 2 

3 2 2 2 2 2 3 2 2 2 1 1 

2 3 2 3 2 3 3 2 2 2 1 1 

2 2 2 2 2 2 1 3 2 1 1 1 

2 1 2 2 2 3 2 2 2 2 1 1 

2 2 2 2 2 2 2 2 2 1 1 2 

2 1 2 1 2 3 2 3 2 2 1 1 

2 2 2 2 2 3 3 1 2 1 1 2 

3 2 2 2 2 2 1 3 2 1 1 2 

3 2 2 2 2 2 1 1 2 1 1 1 

2 3 2 1 2 3 2 2 2 1 1 2 
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2 2 2 2 2 3 3 2 2 1 1 1 

2 2 2 2 2 2 3 2 2 1 1 1 

1 2 2 1 2 2 3 1 3 1 1 1 

3 2 1 1 2 2 3 2 2 1 1 2 

3 1 2 2 2 3 1 2 2 2 2 2 

2 3 2 1 1 1 1 2 2 1 1 1 

2 3 2 3 2 3 2 2 2 1 1 1 

2 3 2 2 2 2 2 2 2 1 1 1 

2 2 2 2 2 2 3 2 2 1 1 1 

2 2 2 2 2 1 3 2 2 1 2 2 

3 2 2 2 2 2 2 2 2 1 2 2 

2 2 2 2 2 2 2 2 2 1 1 2 

2 3 2 2 2 2 2 2 2 1 1 1 

2 2 2 2 2 3 1 3 2 1 1 1 

2 2 2 2 2 2 1 3 2 3 1 1 

2 2 2 2 2 2 3 2 2 2 2 2 

3 2 2 1 2 3 2 2 2 3 1 2 

3 1 2 3 2 3 2 2 3 1 2 2 

2 2 2 1 1 2 2 2 2 3 1 1 

3 2 2 1 2 1 1 2 2 2 2 2 

2 2 2 2 2 2 3 3 2 1 1 2 

2 2 2 2 2 3 3 2 2 1 1 2 

1 2 2 1 2 3 1 2 2 2 2 1 

 

AlbúminaenOrina Hemoglobina Bilirrubina Urobilinógeno Nitritos LeucocitosenOrina Piocitos CEpitales Cilindros Cristales Levaduras Tricomonas Bacterias Leucocitos 

1 1 2 2 2 2 2 2 2 2 2 2 1 1 

1 1 2 2 2 1 2 1 2 1 2 2 1 2 

2 1 2 2 2 1 2 1 1 2 1 2 1 1 

2 2 2 2 2 2 2 2 2 2 2 2 2 2 

1 1 2 2 2 1 2 1 1 1 2 2 1 2 

1 1 2 2 2 2 2 1 2 1 2 2 2 2 

2 2 2 2 2 2 2 1 1 2 2 2 2 2 



 

76 

2 2 2 2 2 2 2 2 2 2 2 2 2 2 

1 1 2 2 2 1 1 1 2 2 1 2 1 2 

1 1 2 2 2 1 2 1 1 2 2 2 1 2 

1 1 1 2 2 1 2 1 2 2 2 2 1 2 

1 1 2 2 2 1 2 1 2 2 2 2 1 1 

1 1 2 2 2 1 1 1 2 2 2 2 2 1 

1 1 1 2 2 2 2 2 2 2 2 2 2 2 

1 1 2 2 2 2 1 1 2 2 2 2 1 2 

2 1 2 2 2 1 2 1 2 2 2 2 1 1 

1 1 2 2 2 1 2 1 2 2 2 1 1 1 

1 1 2 1 1 2 1 1 2 2 2 2 1 1 

1 1 2 2 2 1 1 1 2 2 2 2 1 2 

2 2 2 1 2 1 2 1 2 2 2 2 1 1 

1 1 2 2 2 1 2 1 1 1 2 2 2 2 

1 2 2 2 2 1 2 2 2 2 2 2 2 2 

1 2 2 2 2 1 2 1 1 2 2 2 1 2 

1 2 2 2 2 1 2 1 2 1 2 2 1 1 

1 2 2 2 2 1 2 1 1 1 2 2 1 2 

2 1 2 2 1 2 1 1 2 2 2 2 1 1 

1 1 2 2 2 2 1 2 1 1 2 2 1 2 

1 1 1 2 1 2 1 2 1 2 2 2 1 2 

1 1 1 2 2 1 2 1 2 1 2 2 1 2 

1 1 2 2 1 2 1 1 2 2 2 2 1 2 

1 1 2 2 2 1 2 1 1 1 2 2 1 2 

1 1 2 2 2 1 2 2 1 2 2 2 1 2 

1 2 2 2 2 1 2 1 2 2 2 2 2 2 

2 2 2 2 1 2 2 1 2 2 2 2 2 2 

1 1 2 2 2 1 2 1 1 1 2 2 1 2 

1 1 2 2 2 1 2 1 2 2 2 2 1 1 

1 1 2 2 2 1 2 1 1 2 2 2 1 2 

1 1 2 2 2 1 2 1 1 1 1 2 2 2 

1 1 2 2 2 1 2 1 2 2 1 2 1 2 
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1 1 2 2 2 1 2 1 1 1 1 2 1 2 

2 2 2 2 2 2 2 2 2 2 2 2 1 2 

2 2 2 2 2 2 2 2 2 2 2 2 1 1 

1 2 2 2 2 2 2 2 2 2 2 2 1 2 

2 2 2 2 2 2 2 2 2 2 2 2 1 1 

1 1 2 2 2 2 2 2 2 2 2 2 1 2 

1 2 2 2 1 2 1 1 2 2 2 2 1 2 

2 2 2 2 2 2 2 2 2 2 2 2 2 1 

1 1 2 2 2 1 2 1 1 2 2 2 1 1 

1 1 2 1 2 2 2 1 2 2 2 2 1 1 

1 1 2 2 2 1 2 1 2 1 2 1 1 2 

1 1 2 2 2 1 2 1 1 1 2 1 1 2 

1 2 1 1 2 1 2 1 2 1 2 2 1 1 

1 1 2 2 2 1 2 1 2 2 2 2 1 1 

1 1 1 2 1 2 2 1 1 2 2 2 1 2 

 

Neutrófilos Linfocitos Monocitos Eosinófilos Plaquetas Basófilos Eritrocitos HGB HCT MCV MCH MCHC Decisión 

2 2 2 2 2 2 2 2 2 3 3 2 1 

2 1 2 2 2 2 2 2 2 3 3 2 1 

2 1 1 2 2 2 1 1 1 3 3 2 1 

2 1 2 2 2 2 1 2 2 3 3 2 0 

2 1 2 3 2 2 2 2 2 3 3 2 1 

2 1 2 2 2 2 1 2 2 3 3 2 1 

2 2 1 2 2 2 1 2 1 3 3 2 1 

2 1 2 2 2 2 1 3 3 3 3 2 1 

2 1 2 2 2 2 1 1 1 3 3 2 1 

2 2 1 2 3 2 2 2 2 3 3 2 1 

2 1 1 2 2 2 2 2 2 3 3 2 1 

2 1 2 2 3 2 1 1 1 3 3 1 1 

2 2 3 3 2 2 2 2 2 3 3 2 1 

2 2 2 2 3 2 2 3 3 3 3 2 1 

2 1 2 2 2 2 2 3 3 3 3 2 1 
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2 1 2 2 2 2 1 1 1 1 3 2 1 

2 2 2 2 3 2 1 1 1 3 3 2 1 

2 2 2 2 2 2 2 2 3 3 3 2 1 

2 1 2 2 2 2 2 2 2 3 3 2 1 

2 2 2 2 2 2 2 2 2 3 3 2 1 

2 2 2 2 2 2 2 3 3 3 3 3 1 

2 1 1 2 3 2 1 2 2 3 3 2 1 

2 2 2 2 2 2 1 1 1 3 3 2 1 

2 2 2 2 2 2 2 2 2 3 3 2 1 

2 1 2 2 2 2 2 2 2 3 3 1 1 

2 2 2 2 2 2 1 1 1 3 3 2 1 

2 1 2 2 2 2 1 2 3 3 3 2 1 

2 1 2 2 2 2 2 2 2 3 3 2 1 

2 2 2 2 2 2 1 1 1 3 3 1 1 

2 2 2 2 2 2 2 2 2 3 3 2 1 

2 1 2 2 2 2 1 1 1 3 3 2 1 

2 1 2 2 2 2 2 2 2 3 3 2 1 

2 2 2 2 2 2 2 2 2 3 3 2 1 

2 1 2 2 2 2 1 1 1 3 3 2 1 

2 2 2 2 2 2 1 1 1 3 3 3 1 

2 2 2 3 2 2 1 1 1 3 3 2 1 

2 2 2 2 3 2 1 1 1 3 3 2 1 

2 1 2 2 2 2 2 2 2 3 3 1 1 

2 1 2 3 2 2 2 2 2 3 3 2 1 

2 2 2 2 2 2 2 2 2 3 3 2 1 

2 1 2 2 3 2 1 1 1 3 3 2 0 

2 1 2 2 3 2 1 1 1 3 3 2 0 

2 1 2 2 3 2 1 1 1 3 3 2 0 

2 2 2 2 2 2 1 1 1 3 3 2 0 

2 2 2 2 2 2 2 2 2 3 3 2 0 

2 1 2 2 2 2 2 2 2 3 3 2 0 

2 2 2 2 2 2 2 2 2 3 3 2 0 
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2 1 2 2 2 2 1 1 1 3 3 2 0 

2 2 2 2 2 2 1 1 1 3 3 2 0 

2 1 2 2 2 2 2 2 2 3 3 2 0 

1 2 1 2 2 2 1 1 1 3 3 3 0 

2 1 1 2 2 2 1 1 1 3 3 2 0 

2 2 2 2 2 2 1 1 1 3 3 2 0 

2 1 1 2 3 2 1 1 1 3 3 2 0 
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ANEXO F.  Rango de Valores a considerar para efectuar discretización 
de Datos Objetivo 

 

SEXO 

Masculino = 1 Femenino = 2 

 

ESTADO CIVIL 

Soltero = 1 Casado = 2 

Divorciado =3 Viudo = 4 

Separado = 5 Unión Libre = 6 

 

ESCOLARIDAD 

Primaria = 1 Secundaria = 2 

Preparatoria = 3 Universidad = 4 

 

SERVICIOS 

Si = 1 No = 2 

 

DROGAS 

Si = 1 No = 2 

 

PH 

< 7.247 = 1 = 7.247 = 2 

> 7.247 = 3  
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PCO2 

< 22.3 = 1 = 22.3 = 2 

>22.3 = 3  

 

PO2 

<119 = 1 = 119 =2 

>119 = 3  

 

STD. BICARBONATE 

<12.9 = 1 =12.9 = 2 

>12.9 = 3  

 

TCO2 

<10.2 = 1 =10.2 = 2 

>10.2 = 3  

 

BASE EXCESS 

<-17.3 = 1 =-17.3 = 2 

>-17.3 = 3  

 

SAT 02 

<97.8 = 1 =97.8 = 2 

>97.8 = 3  

 

 

 



 

82 

GLUCOSA EN SUERO 

<70 = 1 >=70 y <=110 = 2 

>110 = 3  

UREA 

<10 = 1 >=10 and <=55 = 2 

>55 = 3  

 

NITRÓGENO UREICO 

<7 = 1 >=7 and <=28 = 2 

>28 = 3  

 

CREATININA 

<0.4 = 1 >=0.4 and <=1.5 = 2 

>1.5 = 3  

 

SODIO EN SUERO 

<135 = 1 >=135 and <=145 = 2 

>145 = 3  

 

POTASIO EN SUERO 

<3.5 = 1 >=3.5 and <=5.51 = 2 

>5.51 = 3  
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CLORO EN SUERO 

<98 = 1 >=98 and <=106 = 2 

>106 = 3  

 

ASPECTO 

Turbio = 1 Ligeramente Turbio = 2 

Transparente = 3  

COLOR 

Amarillo = 1 Amarillo Claro = 2 

Amarillo Oscuro = 3 Naranja = 4 

 

PH EN ORINA 

<4.5 = 1 >=4.5 and <=6 = 2 

>6 = 3  

 

DENSIDAD 

<1.025 = 1 =1.025 = 2 

>1.025 = 3  

 

GLUCOSA EN ORINA 

Si = 1 No = 2 

 

ALBÚMINA EN ORINA 

Si = 1 No = 2 
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ACETONA 

Si = 1 No = 2 

 

HEMOGLOBINA 

Si = 1 No = 2 

 

BILIRRUBINA 

Si = 1 No = 2 

 

UROBILINÓGENO 

Si = 1 No = 2 

 

NITRITOS 

Si = 1 No = 2 

 

LEUCOCITOS EN ORINA 

Si = 1 No = 2 

 

PIOCITOS 

Si = 1 No = 2 

 

C.EPITALES 

Si = 1 No = 2 

 

CILINDROS 

Si = 1 No = 2 
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CRISTALES 

Si = 1 No = 2 

 

LEVADURAS 

Si = 1 No = 2 

 

BACTERIAS 

Si = 1 No = 2 

 

TRICOMONAS 

Si = 1 No = 2 

 

LEUCOCITOS 

<4500 = 1 >=4500 and <=11000 = 2 

>11000 = 3  

 

NEUTRÓFILOS 

<48 = 1 >=48 and <=62 = 2 

>62 = 3  

 

LINFOCITOS 

<13 = 1 >=13 and <=34 = 2 

>34 = 3  

MONOCITOS 

<4 = 1 >=4 and <=18 = 2 
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>18 = 3  

 

EOSINÓFILOS 

<5 = 1 =5 = 2 

>5 = 3  

 

BASÓFILOS 

<3 = 1 =3 = 2 

>3 = 3  

 

ERITROCITOS 

<4200000 = 1 >=4200000 and <=6300000 = 2 

>6300000 = 3  

 

HGB 

<12 = 1 >=12 and <=17 = 2 

>17 = 3  

 

HCT 

<38 = 1 >=38 and <=51 = 2 

>51 = 3  

 

MCV 

<32 = 1 >=32 and <=36 = 2 

>36 = 3  
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MCH 

<12 = 1 >=12 and <=20 = 2 

>20 = 3  

 

MCHC 

<32 = 1 >=32 and <=36 = 2 

>36 = 3  

 

PLAQUETAS 

<15000 = 1 >=15000 and <=400000 = 2 

>400000 = 3  

 

EDAD 

10-30 = 1 30-60 = 2 

60-90 = 3  
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ANEXO G.  Sub-conjuntos de variables resultantes de la aplicación de 
ABBM 

 

SUBCONJUNTO RESULTANTE DE ABBM-AL 

Edad Escolaridad BaseExcess SATCO2 NitrógenoUreico Color Decisión 
2 2 3 1 2 3 1 
2 1 1 1 3 2 1 
3 1 3 3 3 4 1 
2 2 3 1 2 2 0 
1 2 3 3 2 2 1 
2 2 3 3 2 2 1 
2 2 3 3 2 2 1 
2 2 3 1 3 2 1 
3 1 3 3 3 2 1 
1 2 1 3 2 2 1 
1 3 3 3 3 2 1 
3 1 3 3 3 3 1 
1 3 3 1 2 3 1 
1 1 1 3 2 2 1 
2 2 1 3 3 2 1 
2 1 3 1 3 2 1 
2 3 3 3 3 2 1 
1 2 1 1 2 2 1 
2 2 3 3 2 1 1 
2 2 3 3 2 1 1 
1 4 3 1 2 1 1 
1 3 3 3 2 2 1 
1 2 3 1 3 2 1 
3 3 1 1 2 3 1 
2 4 1 1 1 2 1 
2 4 1 1 2 2 1 
2 1 3 3 1 3 1 
2 2 3 3 2 1 1 
3 2 3 3 2 3 1 
1 1 3 2 2 1 1 
2 4 1 1 3 2 1 
1 2 1 3 2 2 1 
2 4 1 3 2 2 1 
1 2 3 1 2 1 1 
3 2 1 1 2 2 1 
3 2 3 1 1 2 1 
2 3 3 1 3 2 1 
2 2 3 1 3 2 1 
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2 2 3 1 3 2 1 
2 2 3 1 2 2 1 
2 2 1 1 2 2 0 
3 1 3 1 2 2 0 
3 1 3 1 2 2 0 
3 2 3 1 3 2 0 
2 2 1 1 2 3 0 
1 1 3 1 2 3 0 
3 2 3 1 2 2 0 
3 2 3 1 2 2 0 
2 2 3 1 1 2 0 
2 1 3 1 2 2 0 
2 1 1 2 2 2 0 
3 2 1 1 2 3 0 
2 1 3 1 2 2 0 
3 1 3 1 2 2 0 

 

SUBCONJUNTO RESULTANTE DE ABBM-AL 

 

No 
Expediente 

EstadoCivil Edad Drogas SATCO2 Nitrógeno 
Ureico 

Densidad Levaduras Decisión 

80105 3 2 1 1 2 1 2 1 
80194 1 2 1 1 3 1 2 1 
80372 5 3 2 3 3 1 1 1 
83116 2 2 2 1 2 1 2 0 
84895 1 1 2 3 2 1 2 1 
84904 2 2 2 3 2 1 2 1 
88032 1 2 1 3 2 1 2 1 
88860 6 2 1 1 3 2 2 1 
80415 2 3 2 3 3 1 1 1 
80667 1 1 2 3 2 2 2 1 
77754 2 1 2 3 3 3 2 1 
71204 4 3 2 3 3 1 2 1 
71201 1 1 1 1 2 1 2 1 
72648 1 1 2 3 2 1 2 1 
72374 2 2 1 3 3 1 2 1 
72437 1 2 1 1 3 1 2 1 
70772 2 2 2 3 3 1 2 1 
8230 2 1 1 1 2 1 2 1 

68209 2 2 2 3 2 1 2 1 
76839 6 2 2 3 2 1 2 1 
70473 1 1 1 1 2 2 2 1 
75151 1 1 1 3 2 2 2 1 
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75766 1 1 2 1 3 2 2 1 
75433 4 3 1 1 2 1 2 1 
75478 1 2 2 1 1 2 2 1 
73490 2 2 2 1 2 1 2 1 
76979 1 2 1 3 1 2 2 1 
71763 2 2 1 3 2 1 2 1 
77080 4 3 2 3 2 1 2 1 
76534 6 1 2 2 2 1 2 1 
76123 2 2 1 1 3 1 2 1 
75848 1 1 2 3 2 1 2 1 
75057 6 2 1 3 2 1 2 1 
65721 1 1 1 1 2 1 2 1 
70017 2 3 1 1 2 1 2 1 
66222 4 3 2 1 1 2 2 1 
79098 1 2 1 1 3 1 2 1 
77965 1 2 2 1 3 1 1 1 
77731 2 2 2 1 3 1 1 1 
77293 2 2 1 1 2 1 1 1 
73017 1 2 1 1 2 1 2 0 
73777 2 3 2 1 2 1 2 0 
77533 1 3 1 1 2 1 2 0 
76714 4 3 2 1 3 1 2 0 
88052 2 2 1 1 2 1 2 0 
88427 1 1 2 1 2 3 2 0 
80822 1 3 1 1 2 2 2 0 
80893 4 3 2 1 2 3 2 0 
81187 2 2 1 1 1 1 2 0 
78372 6 2 1 1 2 3 2 0 
78716 1 2 2 2 2 2 2 0 
79359 2 3 2 1 2 1 2 0 
79476 1 2 2 1 2 1 2 0 
78166 2 3 2 1 2 2 2 0 
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ANEXO H.  Procedimiento para generar reglas de decisión con la 
herramienta de RSES 

 

Para llevar a cabo el proceso de MD, a través de la herramienta computacional de 

RSES, se deben efectuar los siguientes pasos: 

• Se deberá de abrir el archivo de Excel que contiene el subconjunto arrojado 

mediante el ABBM, y exportar el documento a texto delimitado por espacios. 

 

Figura H.1 Exportación de archivo Excel a formato delimitado por espacios. 

• Posteriormente se debe acceder al documento generado en el paso anterior con el 

editor de texto de Windows (notepad) e introducir las siguientes sentencias para 

crear una tabla de datos la cual será utilizada en el software de RSES. 
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Tabla H.1 Extracto de archivo .tab para generar tabla de información de RSES 

TABLE "TESIS" 

ATTRIBUTES 50 

 "No Expediente" symbolic 

 "Sexo" symbolic 

 "EstadoCivil" symbolic 

 "Edad" symbolic 

 "Escolaridad" symbolic 

…. Se declaran así todos los atributos 

OBJECTS 54 

 80105 1 3 2 2 1 1 3 3 1 3

 3 3 1 3 2 2 2 2 2 3 1

 3 2 1 1 2 1 1 2 2 2 2

 2 2 2 2 2 2 1 1 2 2 2

 2 2 2 2 2 2 3 3 2 1 

 

- En el encabezado se tendrá que poner el nombre de la tabla a crear para ser 

utilizada en RSES. 

- Introducir el número de atributos (variables de estudio). 

- En objetos tendrá que escribir la cantidad de registros que fueron capturados. 

- Guardar el archivo con la extensión .tab 

• Para insertar una tabla tendrá que ir al menú grafico que viene en la parte 

izquierda de la pantalla (botón con letra T), presionar doble clic sobre él, se 

agregará en el proyecto automáticamente. 
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Figura H.2 Inserción de objeto tabla dentro del software RSES. 

• Presionar el botón derecho del mouse y poner la opción de Change Name, la cual 

permite cambiar el nombre de la tabla contenida en el proyecto. 

• Presionar botón derecho del mouse sobre el icono de la tabla e importar el archivo 

.tab 

 

Figura H.3. Importación de archivo .tab a software RSES. 
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• Presionar con el botón derecho del mouse sobre el icono de la tabla y elegir la 

opción Reduct/Rules ,  dynamics reducts. 

 

Figura H.4 Cálculo de reductos dinámicos. 

• Botón derecho presionar en la opción Reduct/Rules. Seleccionar la opción de 

generar el reducto de forma dinámica, es decir utilice calcúlate dynamics reducts. 
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Figura H.5  Opciones para el cálculo de reductos dinámicos. 

 

• Una vez realizado los pasos 7 y 8, el sistema de RSES, realizará el proceso de 

generación de reductos dinámicos. 
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Figura H.6  Procesamiento de reductos dinámicos 

 

• Renombrar los resultados arrojados con el nombre de reductos dinámicos, esto se 

logra presionando el botón derecho del mouse y Change Name. 

• Para generar los reductos de forma normal, se deberá de presionar el botón 

derecho del mouse y elegir la opción de Reduct/Rules, calcúlate reducts for rules. 
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Figura H.7  Cálculo de reductos manuales 

• Desactivar la casilla de verificación que dice modulo decisión, y seleccionar la 

opción reduct set y presionar OK. 

 

Figura H.8  Opciones para el cálculo de reductos de manera manual. 
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• Presionar con el botón derecho sobre la tabla del proyecto y ejecutar la opción 

Reduct/Rules. 

 

Figura H.9 Cálculo de reglas de decisión 

• Seleccionar la opción rules y desactivar la casilla de verificación con la leyenda 

Don’t discern with missing values, presionar OK. 
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Figura H.10  Opciones para la generación de reglas de decisión 

 

• Finalizada la etapa de obtención de reglas de decisión, se procede a realizar la 

generalización de las reglas (GENERALIZE), para obtener los resultados se 

seleccionan las reglas generadas anteriormente y se procede a ejecutar la opción 

GENERALIZE. Posteriormente se renombran las reglas obtenidas con la leyenda 

de REGLAS GENERALIZE. 
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Figura H.11  Generalizar reglas de decisión 

 

 

Figura H.12  Opciones para la generalización de reglas de decisión. 
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• El procedimiento para realizar las reglas cortas (SHORTEN) es similar al 

GENERALIZE, únicamente se elige la opción SHORTEN, y por último se 

renombran las reglas con la leyenda de REGLAS SHORTEN. 

 

Figura H.13  Generación de reglas de decisión cortas (shorten) 
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Figura H.14  Esquema final de aplicación de reglas de decisión 

• Generar el sistema de clasificación aplicando las reglas generadas. Presionar el 
botón derecho del mouse elegir Classifity y la opción Test Table using test. 



 

103 

 

Figura H.15  Generación de sistema de clasificación 

• Presionar el botón OK, para generar los resultados. 

 

Figura H.16  Opciones para la generación de un sistema de clasificación 



 

104 

• El esquema debe ser similar al que aparece en la Figura H.17. 

 

Figura H.17  Esquema final de aplicación de reglas de decisión 

 

Figura H.18  Esquema final de aplicación de minería de datos con sistema de 
clasificación 


